
 
 

 

 
 

DET TEKNISK-NATURVITSKAPLEGE FAKULTET 

 

MASTEROPPGÅVE 

 

Studieprogram/spesialisering: 

Informasjonsteknologi, automatisering og  

signalbehandling 

 

 

Vårsemester, 2017 

 

 

Open 

 

Forfattar:  

Eivind Nordal Inderøy 

 

………………………………………… 
(signatur forfattar) 

Fagansvarleg: Ivar Austvoll 

 

Rettleiar: Ivar Austvoll 

 

Tittel på masteroppgåva:  

Eit litteraturstudie på objektdeteksjon og attkjenning av køyretøy i ei køyrebane 

 

Engelsk tittel:  

A survey of on-road object detection and vehicle recognition. 

 

Studiepoeng: 30 

 

Emneord: 

Kamerasyn, monosyn, stereosyn, 

bildebehandling, objektdeteksjon, 

køyretøyattkjenning 

 

 

 

 

 

         Sidetal: 72 

 

 

         Stavanger, 15-06/2017 

                             

 

 



 
 

  

  



 

 
 

 
 

 
 

Eit litteraturstudie på objektdeteksjon og  
attkjenning av køyretøy i ei køyrebane 

 

      av 

Eivind Nordal Inderøy 
Juni 2017 

 
 

MASTEROPPGÅVE 
 
 

Det teknisk og naturvitenskapelege fakultet 
Informasjonsteknologi, automatisering og signalbehandling 

 
 
 
 

Rettleiar: Ivar Austvoll  
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Samandrag 

Ei mykje omtalt problemstilling er overgangen frå bilar styrt av menneske til autonome bilar som må 

lese trafikkbilde fortløpande. Utviklinga er komen så langt at all form for automasjon og målesystem 

som trengs for å få nødvendig informasjon allereie er på plass. Spørsmålet framover vil vere kvar det 

kan kuttast ned på kostnadar men likevel ha eit robust system. 

Hovudmålet for denne oppgåva er å gje innsyn i utviklinga innanfor køyretøydeteksjon fram til dagens 

«state-of-art» med eit hovudfokus på kamerasyn. Teknologien som dei kommersielle bilfabrikantane 

nyttar er proprietær, og sidan det ikkje er mogleg å få innsyn i dette er det antatt at dei nyttar nokon 

av dei presenterte metodane. Ei analyse er gjort på bakgrunn av opne rapportar som presentera me-

todar for å detektere køyretøy i eit køyrefelt. Rapporten presentera ei oversikt over sensorar og me-

todar som blir brukt for å skilje mellom køyretøy og ulike objekt i eit trafikkbilde. Det er valt å sortere 

arbeidet inn i monosyn, stereosyn og ein fusjon av sensorar slik som kamera, radar og lidar. 

Fokuset i dette feltet er hurtig skiftande, og det har gått ifrå enkle metodar som søk etter køyretøy på 

bakgrunn av symmetri, til komplekse eigenskapar som blir definert av djupe nevrale nett og punktskyar 

frå aktive sensorar. Det mest lovande arbeidet for å nytte i eit sjølvstyrt køyretøy basera seg på ein 

fusjon mellom aktive og passive sensorar som kontinuerleg har eit overblikk over miljøet rundt køyre-

tøyet.  
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Forkortingar 

Forkorting Forklaring 

DOF Degrees of Freedom 
DoG Difference of Gaussian 
GPU Graphical Processing Unit 
HG Hypotesegenerering 

HOG Histogram of Oriented Gradients 
HV Hypoteseverifisering 
IPM Invers perspektivmodell 
Lidar Laser imaging, detection and ranging 
LoG Laplacian of Gaussian 

MMW Milli Meter Wave 
NN/DNN Nevrale Nett/Djupe Nevrale Nett 

PCA Principal Component analysis 
Radar Radio detection and ranging 

ROI Region of Interest (Region av interesse) 
SAD Sum of Absolute Differences 
SAE Society of Automotive Engineers 
SIFT Scale Invariant Feature Transform 
SSD Sum of Squared Differences 

SURF Speeded Up Robust features 
SVM Support Vektor Maskin 
WHO World Health Organization 
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Nomenklatur 

Utrykk Forklaring 

d Forskjell mellom bildepunkt - disparitet 
𝑓 Brennvidde 
H Homogen transformasjonsmatrise 

𝑯𝑯 Hessianmatrise 
I Bilde 
𝐼𝐼 Integralbilde 
K Indre kalibreringsmatrise 
M Kameramatrise 

𝑷 = [𝑋, 𝑌, 𝑍]𝑇 Punkt i rommet 
𝒑 = [𝑥, 𝑦]𝑇 Punkt i bildeplan 

�̂� = [𝑥 �̂� 1]𝑇 Punkt i eit normalisert bildeplan 
𝑷′, 𝒑′ Punkt i rommet og bildeplan i høgre kamera 

R Rotasjonsmatrise 
t Translasjonsvektor 
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1  Innleiing 

  Bakgrunn for oppgåva 

Denne oppgåva har bakgrunn i dagens problemstilling med overgangen frå bilar styrt av menneske til 

autonome bilar som må lese trafikkbilde fortløpande. Utviklinga er komen så langt at all form for au-

tomasjon og målingar som trengs for å få nødvendig informasjon allereie er på plass. Spørsmålet fram-

over vil vere kvar det kan kuttast ned på kostnadar men likevel ha eit robust system. Eksempelvis så 

har George Hotz gått ut og sagt at han skal kunne konstruere ein autonom bil som vil fungere betre, 

og være billigare, enn Tesla sine alternativ[1]. Den har allereie blitt testa i trafikken i San Francisco. 

WHO sin globale statusrapport på vegsikkerheit, som dei ga ut i 2015, syner at det er over 1,25 millio-

nar dødsfall i trafikken kvart år[2]. Mange av desse dødsfalla kjem av menneskeleg feil som kan elimi-

nerast ved å assistere føraren med sensorar eller nytte fullt autonome bilar. Eksempelvis så vart Tesla 

Autopilot etterforska av den amerikanske trafikksikkerheitsadministrasjonen på grunn av ei dødsu-

lykke i 2016. Etterforskinga viste tydeleg at autopiloten ikkje hadde noko å gjere med ulykka, men 

derimot at teknologien har redusert ulykkesraten med 40%[3].  

Objektdeteksjon og attkjenning i trafikk er eit felt som er forska på i mange år. Arbeid som er gjort før 

2005 er nøye gjennomgått av Zehang Sun, George Bebis og Ronald Miller i [4] der det er ei tydeleg 

utvikling i feltet for køyretøyattkjenning. Sayanan Sivaraman og Mohan Manubhai har i [5] ein detaljert 

rapport om kva som er gjort med dette frå 2013 og tilbake til 2005. Denne rapporten syner ei bratt 

utvikling innanfor datasyn både med mono -og stereosyn, men også ved å kombinere datasyn med 

ulike sensorar som radar og lidar for å betre ulike målingar. Desse rapportane er sett på som «state-

of-art» av dei fleste nyare rapportar[6][7][8]. Dei seinare åra visar det seg at utviklinga går på å utvikle 

nye metodar for eigenskapsutrekning og maskinlæring for å betre presisjon og hastigheit på deteksjo-

nane. 

I kommersielle bilar, slik som Tesla, Mercedes og Ford, har det også vore ei eksepsjonell utvikling med 

eit fokus på å få autonome bilar ut i trafikken. Men løysingane til desse bilfabrikantane er dessverre 

proprietær og ikkje tilgjengeleg for det offentlege. Med eit slikt fokus og utvikling innanfor dette tema 

så rasar prisane på sensorar og programvare slik at det om ikkje lenge vil være sannsynleg med kom-

mersielle køyretøy som er utstyrt som fullt autonome bilar. 

Vegen til fullt autonome bilar på offentlege vegar har eit stykke igjen. Sjølv om teknologien lar bilane 

operere i dei fleste miljø må det, eksempelvis i Noreg, framleis leggast fram for Stortinget og bli vedtatt 

i vegtrafikklova. Vinteren 2017 sendte det norske samferdselsdepartementet på høyring eit forslag til 

lov om utprøving av sjølvkøyrande køyretøy på veg[9]. På bakgrunn av dette forslaget ligg det ei grun-

dig utreiing om forbetring av køyresikkerheit og ulike personlover om datasikkerheit. Poenget her er 

at statlege instansar byrjar å sjå nytten bak autonome køyretøy og at det faktisk er teknologisk mogleg. 

Denne oppgåva gjer eit innsyn i forskinga som er gjort dei siste åra. Teknologien som dei kommersielle 

bilfabrikantane nyttar er proprietær, og sidan det ikkje er mogleg å få innsyn i dette er det antatt at 

dei nyttar nokon av dei presenterte metodane. Rapporten gjer ei oversikt over sensorar og metodar 

som blir brukt for å skilje mellom køyretøy og ulike objekt i eit trafikkbilde med eit hovudfokus på bruk 

av kamera. Vidare er det valt å sjå nærare på eigenskapspunkt i bilde for å sortere ut køyretøy og heilt 

til slutt blir det konkludert med kva som ser ut til å være ei god løysing slik som det er i dag. 
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 Oppgåvebeskriving 

Rapporten fylgjer tre hovudspørsmål: 

 Kva er gjort dei siste åra for autonome bilar og køyretøydeteksjon. 

 Fordelar og ulemper med kamera som sensor. 

 Kva er dei beste løysingane i dag på køyretøydeteksjon. 

Måla som er nemnt her kan vidare utdjupast. Hovudmålet er å undersøke kva tidlegare forsking pre-

sentera i feltet rundt køyretøydeteksjon med kamera, og kva alternative sensorar som blir brukt. Ved 

å sjå på trend og resultat skal dei beste metodane presenterast på ein slik måte at det kan antakast 

kvar vidare forsking vil fokusere. Søket vil ha eit hovudfokus på deteksjon med kamera, og det vil da 

bli undersøkt kva fordelar og ulemper ein slik sensor kan ha. 

1.2.1 Avgrensingar 

Oppgåva omhandlar køyretøydeteksjon frå statiske bilde som er tatt frå eit køyretøy sett framover på 

dagtid. «Tracking» og metodar for optisk flyt blir i denne rapporten ikkje diskutert. 

 Rapportinndeling 

Denne rapporten er delt inn i to hovuddelar, teori og litteratursøk. I kapittel to blir det presentert 

teorien bak oppgåva med djupare forklaring for ulike algoritmar og verktøy som er brukt i forsking dei 

siste åra, med eit djupare fokus på kameradelen. I kapittel tre blir det lagt fram tidlegare arbeid som 

er gjort med køyretøydeteksjon i ei trafikkscene. I denne delen blir det presentert tidlegare arbeid som 

ledar til ei samanlikning av dei mest føretrekte metodane. Heilt til slutt blir det presentert eit resultat 

av litteratursøket med forfattarens eigne innspel og oppsummering av kva som er dei beste metodane. 

Kapittel 2 - Teori 
I dette kapittelet beskrivast teorien bak kamera og dei viktigaste metodane som er brukt dei siste åra. 

Dette omhandlar grunnprinsippet bak kameraparameter, både for mono -og stereokamera. Vidare blir 

teorien for den epipolare avgrensinga forklart med omsyn på det å minimere søket etter eit punkt til 

eit 1D søk. Dei viktigaste metodane for eigenskapsdeteksjon i bilde og metodar for å finne disparitet 

mellom to stereobilde, samt dei mest brukte verktøya for klassifisering blir presentert. 

Kapittel 3 - Tidlegare arbeid 
I dette kapittelet blir objektdeteksjonen delt opp i fleire deler basert på tidlegare arbeid. Ulike vink-

lingar for objektdeteksjon blir presentert, der det i hovudsak er delt inn i rørsle -og utsjåandebaserte 

metodar. Her blir fordelar og ulemper med ulike sensorar som radar, lidar og kamera presentert, samt 

tidlegare arbeid med eit hovudfokus på kameradeteksjon. 

Kapittel 4 – Resultat frå dei ulike studia 
Forfattaren drar ut dei viktigaste arbeida som er gjort for å detektere køyretøy i ei vegbane dei siste 

åra og presentera viktige funn og resultat som er blitt gjort. 

Kapittel 5 – Diskusjon 
Forfattaren diskutera rundt forventningane på resultatet frå tidlegare arbeid. 

Kapittel 6 – Konklusjon 
I dette kapittelet blir det lagt fram ei vurdering på det endelege resultatet av oppgåva i forhold til 

problemstilling og resultat. 
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2 Teori 

Dette kapittelet går i djupna på dei elementa som er mest aktuelle å kunne ha ei djupare forståing på. 

Desse elementa ligg som bakgrunn for det arbeidet som er gjort med objektdeteksjon i ei trafikkscene. 

Først blir teorien bak kameraparameter for eit enkelt kamera presentert, deretter for stereokamera. 

Nokre av dei mest brukte algoritmane for å finne eigenskapspunkt i bilde presentert, og vidare algorit-

mar for å finne korrelasjonspunkt mellom stereobilde. Til slutt blir det gått gjennom nokre av dei mest 

brukte verktøya for klassifisering. 

 Monokamera 

For å relatere scena i eit køyrefelt til bilde frå kamera må ulike kameraparameter vere kjente. For å 

enkelt forklare samanhengen mellom verdskoordinatar og bildekoordinatar er eit kamera med ei linse 

på størrelse med ei nål mykje brukt[10]. 

Nålehols kameramodell 
Figur 1 representera ein enkel kameramodell med kameralinsa, eller det optiske senteret, i punkt O. 

Frå teoremet om nåleholskamera kan det tenkast på kameralinsa som uendeleg liten, då vil lyset frå 

punktet P i ei scene bli representert med ei rett linje til punktet p i bildeplanet[10]. Kvart av punkta har 

koordinatar i kvar sine respektive koordinatsystem, verds -og bildekoordinatar. Denne enkle modellen 

vil vise objektet opp ned i bildeplanet og tar ikkje høgde for ulike kameraparameter som vil bli diskutert 

i kapittelet under, kap. 2.1.1. Det er i dei fleste applikasjonar naturleg å tenke på bildeplanet framfor 

det optiske senteret slik at bildet ikkje blir opp ned. 

 

Figur 1 Nålehols kameramodell: Bilde representera ein enkel kameramodell. Figuren er henta frå [11]. 

Vidare er punkta representert ved koordinatane 𝑷 = [𝑋, 𝑌, 𝑍]𝑇 og 𝒑 = [𝑥, 𝑦]𝑇 der samanhengen mel-

lom koordinatsystema blir representert av: 



Kapittel 2 Teori  Masteroppgåve våren 2017 

4 
 

 
x =  𝑓

𝑋

𝑍
, 𝑦 = 𝑓

𝑌

𝑍
 (1) 

Der f er brennvidda til kamera. Desse kan også bli skreve som: 

 
[
x
𝑦] =

𝑓

𝑍
[
𝑋
𝑌
] (2) 

Homogene koordinatar 
Koordinatane som representera punkta i bilde -og verdskoordinatar er no oppgitt i Euklidiske koordi-

natar. Det vil vise seg hensiktsmessig å vidare nytte homogene koordinatar for å representere ulike 

geometriske transformasjonar ved matriserekning. Eksempelvis så er 𝑷 = [𝑋 𝑌 𝑍]𝑇 koordinatane 

til punktet P i Euklidiske koordinatar, og 𝑷 = [𝑋 𝑌   𝑍 1]𝑇 er det same punktet representert av ho-

mogene koordinatar[10]. I følgande eksempel så blir samanhengen mellom to Euklidiske koordinatsys-

tem representert av ei rotasjonsmatrise 𝑹 og ei translasjonsmatrise 𝒕,  desse blir forklart i  kap. 2.1.2. 

Den rigide transformasjonen blir då: 

 𝐏𝟏 = 𝑹𝑷𝟐 + 𝒕 (3) 

der 𝑷𝟏 og 𝑷𝟐 er i euklidiske koordinatar. Ved å utvide med homogene koordinatar kan dette skrivast 

som: 

 
𝐏𝟏 = 𝚻𝐑𝑷𝟐, der 𝚻𝐑 = [

𝑹 𝒕
0𝑇 1

] (4) 

Punkt i bildeplanet vil no vidare bli representert av dei homogene koordinatane 𝒑 = [𝑥 𝑦 1]𝑇 og 

punkt i rommet blir representert av dei homogene koordinatane 𝑷 = [𝑋 𝑌   𝑍 1]𝑇. 

2.1.1 Indre kameraparameter 

Som nemnt over så har kameramodellen nokre parameter som må tas høgde for. Dette er parameter 

som fortel noko om brennvidda, skeivheit i bildeplan og det optiske senteret. Ein metode for å finne 

desse, som er mykje brukt, er å kalibrere kamera med «sjakkbrett-metoden» som blir forklart i kapittel 

2.1.3. På bakgrunn av desse parameterane blir det her gjennomgått ei transformasjonsmatrise som 

transformera eit punkt i scena, gitt ved kamerakoordinatar, til pikslar i bildeplanet. Første steg er å 

definere det normaliserte bildeplanet der eit punkt i planet er representert ved �̂� = [𝑥 �̂� 1]𝑇. Det 

normaliserte bildeplanet er ein skalert versjon av bildeplanet, og er gitt ved at brennvidda i (2) blir satt 

til 𝑓 = 1. Likninga kan då skrivast på ny med homogene koordinatar: 

 

�̂� =
1

𝑍
[
1 0
0 1
0 0

    
0 0
0 0
1 0

]𝑷 (5) 

der �̂� = [𝑥 �̂� 1]𝑇, 𝑷 = [𝑋 𝑌   𝑍 1]𝑇 og brennvidda no er definert som standard projeksjonsmat-

risa 𝑓 = 𝚷𝟎 = [𝑰𝒅 0] der 𝑰𝒅 er identitetsmatrisa. 

Dei indre kamera parameter blir representert av likning (6) og syner forholdet mellom eit punkt i bil-

deplanet 𝒑 = [𝑥 𝑦 1]𝑇 og eit punkt i det normaliserte bildeplanet �̂� = [𝑥 �̂� 1]𝑇 som er den 

skalert versjon av bildeplanet. 

 

𝐩 = 𝐊�̂� = [

𝛼 −𝛼 cot 𝜃 𝑥0

0
𝛽

sin𝜃
𝑦0

0 0 1

] �̂� (6) 

 

Der den indre kalibreringsmatrisa er definert som: 
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𝐊 = [

𝛼 −𝛼 cot 𝜃 𝑥0

0
𝛽

sin𝜃
𝑦0

0 0 1

] (7) 

 

Dei ulike parameterane i matrisa er: 

 𝛼 = 𝑘𝑓 =
𝑓

∆𝑥
 som er ei skalering mellom brennvidda og pikselstørrelse i x-retning 

 𝛽 = 𝑙𝑓 =
𝑓

∆𝑦
 som er ei skalering mellom brennvidda og pikselstørrelse i y-retning 

 𝑥0 𝑜𝑔 𝑦0 er pikselkoordinatar i bildeplanet. Desse er definert som positive heiltal, og har origo 

i eit hjørne av bildebrikka. 

 𝜃 er skeivheit i bildebrikke (meir nøyaktig pixlane) i y-retning. Frå Figur 2 kan bildebrikka da 

definerast ved dei to likningane: 

 𝑥 − 𝑥0

𝛼
= 𝑥 − cot 𝜃�̂� (8) 

 

 𝑦 − 𝑦0

𝛽
=

�̂�

sin𝜃
 (9) 

 

 

Figur 2 Skeivheit i bildebrikke: X-aksen er definert som uforandra medan det er ein skeivheit i y aksen som skapar ei skeiv 
bildebrikke. Figuren er henta frå [11]. 

Linseforvrenging 
Sidan eit reelt kamera har fleire variablar enn den grunnleggande kameramodellen, så må det også 

takast førehandsreglar med tanke på forvrenging i linsa. Det er i hovudsak tre ulike typar forvreng-

ing[12]. Negativ og positiv radial forvrenging samt tangential forvrenging. Prinsippet for radial for-

vrenging er at lyset som passera linsa blir vridd og skapar eit forvrenga bilde, medan for tangential 

forvrenging er det bildebrikka som ligg skeivt i forhold til linsa.  
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Figur 3 Negativ, nøytral og positiv linseforvrenging. Figuren er henta frå [13]. 

Figur 3 syner forvrenging som kan oppstå grunna linseoptikken. Negativ forvrenging blir omtalt som 

nålepute, og positiv forvrenging som tønne. I [12] er det tatt utgangspunkt i følgande modell for å ta 

høgde for dette etter kamera kalibrering. 

 x𝑑𝑖𝑠𝑡 = 𝑥(1 + 𝑘1𝑟
2 + 𝑘2𝑟

4) (10) 

 

 y𝑑𝑖𝑠𝑡 = 𝑦(1 + 𝑘1𝑟
2 + 𝑘2𝑟

4) (11) 

 

Frå likning (10) og (11) har vi følgande parameter: 

 𝑥𝑑𝑖𝑠𝑡 , 𝑦𝑑𝑖𝑠𝑡: Pixelkoordinatar med forvrenging 

 x, y: Pixelkoordinatar utan forvrenging 

 k1, k2: Forvrengingskoeffisientar 

 r2: x2 + y2 

I nokre kamera kan også bildebrikka ligge skeivt i forhold til linsa. Dette skapar tangential forvrenging 

og er synt i Figur 4. 

 

 

Figur 4 Tangential forvrenging der bildebrikka er skeiv i forhold til linsa i kamera. Figuren er henta frå [13]. 

[12] nyttar følgande modell for å ta høgde for dette etter kamera kalibrering: 



Kapittel 2 Teori  Masteroppgåve våren 2017 

7 
 

 x𝑑𝑖𝑠𝑡 = 𝑥 + (2𝑝1𝑥𝑦 + 𝑝2(𝑟
2 + 2𝑥2) (12) 

 

 y𝑑𝑖𝑠𝑡 = 𝑦 + (𝑝1(𝑟
2 + 2𝑦2) + 2𝑝2𝑥𝑦) (13) 

 

Frå likning (12) og (13) har vi følgande parameter: 

 𝑥𝑑𝑖𝑠𝑡 , 𝑦𝑑𝑖𝑠𝑡: Pikselkoordinatar med forvrenging 

 x, y: Pikselkoordinatar utan forvrenging 

 p1, p2: Forvrengingskoeffisientar 

 r2: x2 + y2 
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2.1.2 Ytre kameraparameter 

For å finne forholda mellom dei ulike kamera og punkt eller objekt i scena, er det nødvendig å vite 

noko om orienteringa til kamera. Dette er definert som rigid bevegelse og fortel noko om rotasjon og 

translasjon i X, Y og Z retning i rommet[14]. 

 

Figur 5 Ulike koordinatsystem mellom to kamera og køyretøyet. Køyretøyets koordinatsystem er merka med ein raud fir-
kant, og dei to kamera er merka med blått. Rotasjon mellom dei ulike koordinatsystema er definert ved ei homogen trans-

formasjonsmatrise 𝐻. Figuren er henta frå [15]. 

Figur 5 syner to kamera i forhold til verdskoordinatar om bord i eit køyretøy ved homogene transfor-

masjonar. Kamera sine origo har ein translasjon og rotasjon til punktet i verdskoordinatar. For å 

komme fram til matrisa H som fortel noko om rotasjon og translasjon må dei ulike delmatrisene defi-

nerast. 

Rotasjon 
Ei rotasjonsmatrise er definert som 𝑹 ∈ 𝑆𝑂(𝑛), der SO står for Special Orthogonal Group og n er di-

mensjonen i rommet. Rotasjonsmatrisa har følgande eigenskapar: 

 𝑹−𝟏 = 𝑹𝑻 

 𝐷𝑒𝑡(𝑹) = 1  

 Kolonnar og rader er ortogonale 

 Kolonnar og rader er kvar for seg ein einingsvektor 

I rommet må rotasjonen rundt kvar av aksane definerast (x, y, z). Dette blir representert av tre rota-

sjonsmatriser: 

 
𝑹𝑥,𝜃 = [

1 0 0
0 cos(𝜃) − sin(𝜃)
0 sin(𝜃) cos(𝜃)

] (14) 

 

 
𝑹𝑦,𝛼 = [

cos(𝛼) 0 sin(𝛼)
0 1 0

− sin(𝛼) 0 cos(𝛼)
] (15) 

 

 

𝑹𝑧,𝜑 = [
cos(𝜑) − sin(𝜑) 0
sin(𝜑) cos(𝜑) 0

0 0 1

] (16) 



Kapittel 2 Teori  Masteroppgåve våren 2017 

9 
 

Avhengig av korleis systemet er satt opp, så er rekkefølga av rotasjonane viktige. Dersom ein rotasjon 

skal beskrivast i forhold fleire rotasjonar så må matrisene postmultipliserast. Eksempelvis er total ro-

tasjon i eit system som har to rotasjonar: 𝑹𝑻𝑶𝑻 = 𝑹𝑥,𝜃𝑹𝑦,𝛼. Den totale rotasjonen blir funne ved å 

først rotere rundt x-aksen, og så rotere rundt y-aksen. Ein meir generell måte å skrive dette på er: 𝑹3
0 =

𝑹1
0𝑹2

1𝑹3
2 = 𝑹1

0𝑅3
1 

Translasjon 
Translasjonen fortel noko om avstanden mellom origo til eit koordinatsystem i forhold til eit anna langs 

dei ulike aksane. Det blir skrevet som: 

 

[
𝑥′

𝑦′

𝑧′

] = [

𝑥 + 𝑥0

𝑦 + 𝑦0

𝑧 + 𝑧0

] = [
𝑥
𝑦
𝑧
] + 𝒕 (17) 

der 𝒕 = [𝑥0 𝑦0 𝑧0]𝑇 er ein translasjonsvektor. 

Homogene koordinatar 
Med homogene koordinatar får vi likning (18) for rotasjon og likning (19) for translasjon[11]. 

 

𝐑 = [

𝑟11 𝑟12 𝑟13 0
𝑟21

𝑟31

𝑟22 𝑟23

𝑟32 𝑟33

0
0

0 0 0 1

] (18) 

 

 

𝐓 = [

1 0 0 𝑡𝑥
0
0

1 0
0 1

𝑡𝑦
𝑡𝑧

0 0 0 1

] (19) 

der R innehar total rotasjon slik som 𝑹3
0 over. Den samla transformasjonen kan då bli skriven som i 

likning (20). 

 

𝐇 = 𝐓𝐑 = [

𝑟11 𝑟12 𝑟13 𝑡𝑥
𝑟21

𝑟31

𝑟22 𝑟23

𝑟32 𝑟33

𝑡𝑦
𝑡𝑧

0 0 0 1

] = [
𝑹 𝒕
0𝑇 1

] (20) 

Regelen for postmultiplisering gjeld også for homogene transformasjonar. Frå Figur 5 er det definert 

koordinatsystem for køyretøyet og to ulike kamera. Da er den totale transformasjonen frå køyretøy til 

det høgre kamera definert som 𝑯𝑇𝑂𝑇 = 𝑯𝑐𝑎𝑚𝑙

𝑐𝑎𝑚𝑟𝑯𝑣𝑒ℎ
𝑐𝑎𝑚𝑙. 

Kameramatrise 
For å forenkle notasjonen vidare så er det hensiktsmessig å definere ei samla matrise for rotasjon, 

translasjon og dei indre kameraparameterane. Dei indre parameterane, 𝒑 = 𝑲�̂�, er definert i kapittel 

2.1.1, og dei ytre parameter er definert ovanfor. Vidare så er forholdet mellom det normaliserte punk-

tet og punktet i rommet definert som �̂� =
1

𝑍
𝚷0𝑷

𝐶, der 𝚷0 er definert som standard projeksjons mat-

risa og punktet 𝑷𝐶  er i kamerakoordinatar. Ved å sette saman likningane får vi: 

 𝜆𝒑 = 𝑲𝚷0𝑷
𝐶  (21) 

Der 𝜆 = 𝑍 er ein ukjent skaleringsfaktor sidan djupna er ukjent, og punktet i kamerakoordinatar er 

definert som: 
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 𝑷𝐶 = 𝑻𝑹𝑷𝑊 (22) 

Der 𝑷𝑊 er i verdskoordinatar. No er forholda mellom dei ulike punkta kjent og: 

 𝜆𝒑 = 𝑲𝚷0𝑻𝑹𝑷𝑊 = 𝑴𝑷 (23) 

Kameramatrisa er no definert som: 

 𝐌 = 𝑲𝚷0𝑻𝑹 (24) 

Invers perspektivmodell 
Frå eit kamera sitt perspektiv så vil eit objekt ha ulik størrelse relativt til avstandar i scena. Dette er 

kalla perspektiveffekten og gjere til at objekt ser mindre ut jo lenger avstand det er til kamera. Ein 

metode for å forenkle eller fjerne perspektiveffekten er å innskrenke 3D punkta i ei scene til ei hori-

sontal 2D-flate. Resultatet blir da ein invers perspektivmodell (IPM) [16],[17]. 

Som forklart i byrjinga av kapittel 2.1 så blir eit punkt i bilde blir danna ved å fylgje eit punkt i rommet 

tilbake til bildeplanet. Det bildet som no er konstruert i bildeplanet vil vere påverka av perspektiveffek-

ten, og kan bli forenkla ved å nytte IPM. Frå Figur 6 er det synt eit eksempel på geometrien rundt IPM. 

Frå eit punkt p’l i bildeplanet går det ei linje ut i rommet, gjennom scenepunktet p, til punktet p’H i det 

horisontale planet. Der denne linja kryssar det horisontale planet er resultatet av invers perspektivmo-

dellen for eit punkt i bildeplanet. Ved å utføre den invers perspektivmodellen på kvart bildepunkt, er 

det mogleg å kartlegge alle punkt p’H i eit bildeplan slik at resultatet blir eit oversiktsbilde som sett 

ovanfrå. Ergo  punkt i 3D-rommet er transformert til punkt i eit nytt 2D-plan. Alle objekt som ligg på 

overflata vil no bli forvrengt i det nye bildet slik at til dømes køyretøy kan bli detektert.  

 

Figur 6 Invers perspektivmodell: Ved å trekke ei rett linje mellom bildeplan og punkt i rommet kan det genererast eit over-
siktsbilde over overflata i rommet på den horisontale flata. N er her senter av kamera -og verdskoordinatsystema. y’ og z’ er 
kamera-koordinatar, y og z er verdskoordinatar. x-koordinatane, både for kamera og rommet, er vinkelrett inn i arket. p er 
eit punkt i rommet der pl og ph er prosjekteringa av dette punktet i bildeplanet og det horisontale planet. �̃�  er den homo-

gene representasjonen av p’. f er brennvidda i kamera og h er høgda til kamera over bakken. Figuren er henta frå [16]. 

I kapittel 2.2.4 blir det gått gjennom triangulering som er ei løysing på å rekonstruere ei 3D scene frå 

stereosyn. Dersom det ikkje er naudsynt med ein komplett rekonstruksjon av scena så kan IPM nyt-

tast som eit alternativ. For å gje eit betre eksempel så blir det i kapittel 3.4.1 presentert arbeid som 

er gjort i samband med IPM og køyretøydeteksjon.  
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2.1.3 Kalibrere kamera 

Matrisene frå kap. 2.1.1 og 2.1.2 er ikkje rett fram å finne. Produsenten av kamera kan ofte legge ved 

detaljar slik som størrelse på bildebrikke, brennvidda og slike ting, men for å få all informasjonen som 

trengs må kamera kalibrerast. Ulike metodar er blitt presentert i litteraturen, men den som er oftast 

referert til er «A Flexible New Technique for Camera Calibration»[18] av Zhengyou Zhang som kalibre-

rer eit kamera ved hjelp av å ta fleire ulike bilde av eit sjakkbrett. Ved å finne eigenskapspunkt i bilde 

vert kameraparameterane estimert sidan mønsteret på sjakkbrettet er kjent. Denne metoden ledar til 

ein ganske så nøyaktig estimering av dei indre -og ytre kameraparameterane. Figur 7 syner eit eksem-

pel på ei kalibreringsprosedyre i Matlab. Der er hjørna mellom rutene i sjakkbrettet detektert som 

eigenskapspunkt, og origo og retning på sjakkbrettet er markert. Ved å nytte ferdiglaga programvare 

blir dei indre og ytre parameterane estimert og returnert. 

For køyretøyattkjenning er det også brukt online-kalibrering, sjå kapittel 3.4.3. Dette har ein saman-

heng med at dei ytre parameterane er skiftande medan køyretøyet er i bevegelse.  

 

Figur 7 Kamera kalibrering: Eigenskapspunkt frå sjakkbrettet blir detektert frå ulike rotasjonar. Bildet er henta frå [19]  
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 Stereokamera 

Resultatet av to kamera som ser på same objekt tilsvara eit stereosyn, og det blir i litteraturen dratt 

parallellar til det menneskelege synet. Når dei indre og ytre kameraparameterane mellom to kamera 

er kjent kan djupna og ein 3D-modell av scena bli konstruert. Det er her essensielt å løyse to hovud-

problem; korrespondanse -og rekonstruksjonsproblemet. Dette kapittelet tar for seg geometrien som 

trengs for å utføre desse utrekningane. 

Denne teorien er forska på i mange år, og er i denne rapporten forsøkt forklart i si enkelheit. For ei 

meir kompleks og djupare lesing anbefalast boka «Computer Vision: A modern approach» og kompen-

diet til Ivar Austvoll [10], [11]. 

2.2.1 Enkel modell 

Figur 8 syner to kamera, L og R, med ein avstand t ifrå kvarandre, og ein avstand 𝑍 = 𝐿𝑍 = 𝑅𝑍 til punk-

tet P i verdskoordinatar. Her er L og R det optiske senteret i kvart kamera. Figuren syner translasjon 

mellom kamera og ingen rotasjon. Da vil rotasjonsmatrisa tilsvara identitetsmatrisa R = I. Vidare er 

begge kamera sine y-retningar inn i arket og satt til null. Til forskjell frå kapittel 2.1 så er bildeplanet 

her plassert framfor det optiske senter på begge kamera, slik at det resulterande bildets orientering vil 

vere lik som i scena. Avstanden mellom dei optiske sentera i kvart kamera blir kalla baselinja. Denne 

er lettare å sjå i 3D modellen i Figur 9. Verdspunktet P blir representert som 𝑥𝑙 i det venstre bildeplanet 

og 𝑥𝑟 i det høgre bildeplanet. 

 

Figur 8 Geometri mellom kamera, L og R, og punkt P i rommet. Figuren er henta frå [11]. 

 

Ved å nytte denne informasjonen og formlikheit i modellen kan vi sette opp forhold mellom punkta 

slik: 

 Z

𝑓
=

𝑋𝑙

𝑥𝑙
→ 𝑋𝑙 =

𝑍

𝑓
𝑥𝑙 (25) 

 

 Z

𝑓
=

𝑋𝑙 − 𝑡

𝑥𝑟
→ 𝑋𝑙 =

𝑍

𝑓
𝑥𝑟 + 𝒕 (26) 
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Ved å sette likningane lik kvarandre og sette Z aleine får vi: 

 Z

𝑓
(𝑥𝑙 − 𝑥𝑟) = 𝒕 → 𝑍 =

𝑓𝒕

𝑑
 (27) 

 

Her er triangulering nytta for å finne differansen i bildeplana 𝑑 = 𝑥𝑙 − 𝑥𝑟, også kalla disparitet. Resul-

tatet på dette er avhengig av løysinga av korrespondanseproblemet som blir forklart i kap. 2.2.3.  

2.2.2 Epipolar geometri 

For å kunne dra nytte av teorien som vart lagt fram i førre kapittel, er det nyttig å sjå på kamerariggen 

i 3D. Her er det viktig å merke seg at det er nytta normaliserte koordinatar, 𝒑 = �̂�, som er gjennomgått 

i kap. 2.1.1. Figur 9 syner to kamera, O og O’, som har ei ulik orientering i forhold til kvarandre med det 

venstre kamera, O, som referanse.  Dei ser på det felles punktet i rommet P, der punktet blir represen-

tert som p i venstre bildeplan og p’ i høgre bildeplan. Planet som blir danna av punkta OO’P blir kalla 

det epipolare planet og dannar ein trekant i rommet. Det vil da være ulike plan for ulike punkt i 

rommet. I kvart av bildeplana kan det trekkast ei linje l, eller l’, i frå punktet i bildet, langs bildeplanet 

og ned til baselinja. Punktet e, eller e’, der linja kryssa baselinja er kalla ein epipol, og linja mellom 

epipolen og punktet i bildet er den epipolare linja. 

 

Figur 9 Her er to kamera med ein translasjon og rotasjon i forhold til kvarandre. Bildeplana er satt framfor det optiske sen-
teret og det er dratt ei linje frå kvart optiske senter til eit felles punkt i rommet. Figuren er henta frå [11]. 

Den essensielle matrisa 
Det antakast vidare at translasjon -og rotasjonsmatrisene mellom kamera kjent. I tillegg så er bildeko-

ordinatane normaliserte, som forklart i kap. 2.1.1.  På bakgrunn av den epipolare avgrensinga så er dei 

tre vektorane 𝑶𝒑⃗⃗⃗⃗⃗⃗ , 𝑶′𝒑′⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗  ⃗ og 𝑶𝑶′⃗⃗ ⃗⃗ ⃗⃗ ⃗⃗ , frå Figur 9, i same plan. Vidare så er vektorproduktet 𝒕×𝑹𝒑′ normal 

til det epipolare planet. Det indre produktet mellom denne vektoren og ein vilkårleg vektor i planet vil 

då  være lik null. Ved å sjå nærmare på punktet p i venstre bildeplan blir følgande likning presentert: 

 𝒑𝑇 ∗ [𝒕×𝑹𝒑′] = 0  (28) 
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Ut frå denne likninga kan vi definere den essensielle matrisa: 

 
𝜺 ≝ 𝒕×𝑹 (29) 

Denne matrisa er forklart her i si enkelheit. Den utrykker detaljar rundt kamera si orientering som 

translasjon og rotasjon og blir funnet ved hjelp av kalibrering. På bakgrunn av den epipolare av-

grensinga og teorien som er blitt lagt fram, så blir den epipolare linja i høgre bildeplan berekna når eit 

punkt i venstre bildeplan er funnet. Søket er no forenkla frå 2D i heile bildet til 1D langs den epipolare 

linja. Dette er kalla den epipolare avgrensinga og er i denne samanhengen også kalla den essensielle 

avgrensinga.  

Den fundamentale matrisa 
Den fundamentale matrisa representarar koordinatar i pikslar. Denne relasjonen nyttar dei indre ka-

meraparameterane i tillegg til den essensielle matrisa1. For å sjå på samanhengen mellom normaliserte 

-og pikselkoordinatar har vi, frå kap. 2.1.1, 𝒑 = 𝑲�̂� og 𝒑′ = 𝑲′�̂�′ der variablar som er merka repre-

sentera det andre kamera. Ved å snu på likningsetta og sette dei inn i likning (28) får vi: 

 
𝐩𝑲−𝑇𝒕×𝑹𝑲′−1𝒑′ = 0 (30) 

Ut frå denne likninga definera vi fundamentale matrisa: 

 𝓕 ≝ 𝑲−𝑇𝒕×𝑹𝑲′−1 (31) 
 

Denne matrisa er også forklart i sin enkelheit. Den utrykker detaljar rundt kamera si orientering som 

translasjon og rotasjon og blir funnet ved hjelp av kalibrering. Men denne relatera den epipolare av-

grensinga i pikselkoordinatar til forskjell frå den essensielle som er i normaliserte rom-koordinatar. 

2.2.3 Korrespondanseproblemet 

Ved å utnytte dei geometriske eigenskapane til eit stereosystem er det råd å finne felles punkt i kvart 

av bilda og finne disparitet mellom ulike punkt. Dette er kalla korrespondanseproblemet. Ei løysing på 

problemstillinga er å nytte seg av teoremet om epipolar avgrensing. Figur 10 syner at punkt som er 

langs linja OP er no å finne i den epipolare linja 𝒆′𝒑′. Likedan er punkt langs linja O’P råd å finne i den 

epipolare linja linja 𝒆𝒑. Dette minimera søkefeltet frå heile bilderamma, til eit søkefelt i ei fast linje frå 

kvart av kamera. Den epipolare avgrensinga blir karakterisert med den essensielle og den fundamen-

tale matrisa, som er forklart i kap. 2.2.2. 

                                                           
1 Ved å nytte seg av den essensielle matrisa nyttar den seg også av dei ytre parameterane for rotasjon og trans-
lasjon. 
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Figur 10 Linja OP sine punkt er her lett å finne når søket er i den epipolare linja til det motsette kamera. Søkefeltet er no 
minimert til å være innanfor den epipolare linja e’p’. 

Likeretting av bilde 
For å forenkle utrekninga og arbeidet med å finne felles eigenskapar i stereobilde er det ein fordel å 

likerette bilda. Dette er ein operasjon der dei originale bilda blir erstatta av to bilde med felles bilde-

plan, og der dei epipolare linjene er parallelle med baselinja. No er dei felles eigenskapane horisontalt 

i bilda, og søket blir veldig forenkla. Figur 11 syner eit illustrert eksempel på to likeretta bilde. 

 

Figur 11 Bilda er likeretta: Kvart bildeplan har den epipolare linja parallell med baselinja. Søket etter felles punkt i kvart bil-
deplan er no i x-retning. 
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Disparitet 
Når bilda er likeretta er neste skritt å finne dispariteten mellom kvart punkt. I kapittel 2.2.1 var det vist 

metoden for triangulering og dermed finne punkt mellom to kameraaksar. For å triangulere mot eit 

punkt i 3D-rommet vil det vise seg at 2D-modellen som er vist over ikkje er optimal sidan linjene frå 

kvart kamera aldri vil møtes. Dette blir forklart i kapittel 2.2.4 som omhandlar rekonstruksjonsproble-

met. For å finne dispariteten mellom to bilde blir det nytta ulike kost-funksjonar for å finne like punkt 

i bilda. Dette blir sett nærmare på i kapittelet 2.3.3. Bildet nedanfor syner korleis disparitetskartet 

synleggjer forskjellar i avstand mellom dei ulike objekta.  

 

Figur 12 Venstre: Originalbilde av ei scene med ulike køyretøy. Høgre: Disparitetskart over scena. Lys farge representera 
stor disparitet og kort avstand, mørk farge representera liten disparitet og større avstand. Figuren er henta frå [20]. 
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2.2.4 Rekonstruksjonsproblemet 

Når dei felles eigenskapane i dei ulike bilda er funne, er det naturleg å «rekonstruere» scena for å 

kunne estimere ein 3D-modell og deretter måle avstand til objekt samt størrelse av objekt. På bak-

grunn av teorien som er gått gjennom i kap. 2.2.1-2.2.3, så har disparitetskartet informasjon som fortel 

noko om avstandar i scena. Det er her gått utifrå at kamera er kalibrert slik at dei indre og ytre para-

meterane er kjent. Då kan problemet bli løyst ved triangulering. 

Rekonstruksjon ved triangulering 
I prinsippet er det mogleg å rekonstruere scena ved å sjå på dei kryssande linjene frå Figur 10. Men i 

verkelegheita vil desse linjene aldri krysse grunna støy i dei ulike bildepunkta. Om dei indre og ytre 

parametrane er kjente, kan dette løysast ved triangulering. 

 

Figur 13 Rekonstruksjon ved triangulering. Kvar linje frå kvart av kamera møtes i verkelegheita aldri, så det må estimerast ei 
beste løysing. Figuren er henta frå [11]. 

Figur 13 syner to linjer frå to ulike kamera som kryssar kvarandre, men som ikkje treff same punkt. 

Dette kan løysast ved å finne den kortaste vegen mellom dei to linjene, og velje det punktet som er på 

midten av vektoren som skil dei to linjene. Dei to linjene, l og r, er definert av eit punkt og ein vektor. 

𝑷𝟏, 𝒖𝟏 for l og 𝑷𝟐, 𝒖𝟐 for r. Alle punkt og vektorar har same koordinatsystem som referanse. For å finne 

minimal lengde mellom kvar av linjene må vektoren V vere ortogonal til kvar av linjene. Vektoren V er 

vidare definert ved: 

 
𝐕 = 𝑷1 + 𝑎1𝒖1 − (𝑷2 + 𝑎2𝒖2) (32) 

Der 𝑎1 og 𝑎2 er to ukjente positive verdiar. Sidan vektoren V er satt til å vere ortogonal til linjene, kan 

vi nytte det indre produktet mellom vektoren og kvar av linjene der 𝑽𝑇𝒖1 = 0 og 𝑽𝑇𝒖2 = 0. Ved å 

sette inn V frå likning (32) i kvar av likningane: 

 
𝑎1 − 𝑎2𝒖2

𝑇𝒖1 = (𝑷2 − 𝑷1)
𝑇𝒖1 (33) 

 
𝑎1𝒖1

𝑇𝒖2 − 𝑎2 = (𝑷2 − 𝑷1)
𝑇𝒖2 (34) 
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Løysinga på kvar av likningane er: 

 
a1 = 𝛼(𝛾1 − 𝛽𝛾2 (35) 

 a2 = 𝛼(𝛾1𝛽 − 𝛾2 (36) 

Der 

 
α =

1

1 − 𝛽2
 (37) 

 
β = 𝒖1

𝑇𝒖2 (38) 

 

γ1 = (𝑷2 − 𝑷1)
𝑇𝒖1 (39) 

 

γ2 = (𝑷2 − 𝑷1)
𝑇𝒖2 (40) 

Det rekonstruerte midtpunktet �̂� er då 

 
�̂� =

1

2
(𝑷1 + 𝑎1𝒖1 + (𝑷2 + 𝑎2𝒖2)) (41) 

Jo større vektoren V er, dess større er avstanden mellom linjene. Ved å nytte ei terskling for å velje det 

rekonstruerte punktet, kan desse feila minimerast. Ved å velje punkt der ‖𝑽‖ er mindre enn ein valt 

terskel, blir dei største avstandane valt vekk.  
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 Bildebehandling 

Det er her valt å ha eit eige kapittel for bildebehandling. Dette er operasjonar som blir brukt for å 

trekke ut ulik informasjon frå bileta. Frå eit kamera sitt perspektiv er det to hovudmetodar som vert 

nytta; korrelasjon -og eigenskapsbasert[10][21]. Korrelasjon er hovudsakleg nytta i stereobilde for å 

skape eit disparitetskart, og eigenskapspunkt er hovudsakleg nytta for enkle bilde for å finne dei ster-

kaste punkta i dei ulike scenene. Desse metodane nyttar ulike eigenskapar slik som hjørne eller kant-

deteksjon. I dette kapittelet blir det først presentert nokre grunnleggande bildeoperasjonar som blir 

brukt i ulike algoritmar som blir presentert i kapittelet om eigenskapspunkt. Til slutt blir det gjennom-

gått metodar for å finne felles punkt i stereobilde. 

2.3.1 Grunnleggande bildeoperasjonar 

Det er her valt å sjå nærmare på nokre grunnleggande bildeoperasjonar. Dette er operasjonar som er 

brukt for å finne kantar, hjørne og eigenskapar i bilde samt forenkle utrekninga i nokre operasjonar. 

Nokre eigenskapar i bilde som er distinkte er kantar og hjørne. Intensiteten i bilde vil i desse områda 

ha store gradientar samt gradienten sin orientering vil ha store forandringar i små områder. Det er 

ulike algoritmar og metodar som nyttar seg av gradienten, og det vil her bli gått gjennom nokre av dei. 

Gradienten for kantdeteksjon 
Gradienten i bilde er ein vektor med to komponentar. For eit bilde I, er gradienten i x og y-retning 

 
∇𝐈 = (𝑰𝑥, 𝑰𝑦)

𝑇 = (
𝜕𝑰

𝜕𝑥
,
𝜕𝑰

𝜕𝑦
)𝑇 (42) 

 
 Sidan gradienten er ein vektor, har den også ei lengde 

 
|∇𝐼| = √𝑰𝑥

2(𝑚, 𝑛)+𝑰𝑦
2(𝑚, 𝑛) (43) 

og ein retning 

 
θ = arc tan

𝑰𝑦

𝑰𝑥
 (44) 

 

Figur 14 Venstre: Originalbilde. Høgre: Gradientane til bildet er synleggjort.  

Gradienten framhevar høgfrekvent støy, så det er vanleg å filtrere bildet med eit lineært gaussisk låg-

passfilter før gradienten er funnen: 

 𝑱𝜎 = ∇[𝑮 ∗ 𝑰] = ∇[𝑮] ∗ 𝑰 (45) 

der 

 

𝐆 =
1

2𝜋𝜎2
𝑒

−
𝑥2+𝑦2

2𝜎2  (46) 

 er den gaussiske funksjonen, og 
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∇𝐆 = (

𝜕𝑮

𝜕𝑥
,
𝜕𝑮

𝜕𝑦
)𝑇 = [−𝑥 − 𝑦]

1

𝜎3
𝑒

−
𝑥2+𝑦2

2𝜎2  (47) 

 

Det gaussiske filter er lineært, så det kan nyttast konvolusjon mellom bildet og den horisontale og 

vertikale deriverte av filteret slik at utrekninga kan bli gjort i ein operasjon. 

Laplacian of Gaussian – LoG 
Eit alternativ til å nytte gradienten (første ordens deriverte) for kant deteksjon, er å bruke Laplace-

operatoren (andre ordens deriverte). Frå definisjonen om gradienten over har vi då 

 
𝑺𝜎 = ∇ ∙ 𝑱𝜎 = [∇2𝑮] ∗ 𝑰 (48) 

Skalarproduktet mellom gradientoperatoren og gradienten er her kalla Laplace-operatoren. Vidare er 

da 

 

∇2𝑮𝜎 =
1

𝜎3
(2 −

𝑥2 − 𝑦2

2𝜎2
)𝑒

−
𝑥2+𝑦2

2𝜎2  (49) 

kalla «Laplacian of Gaussian» filterkjerne. Den gaussiske funksjonen er lineær og separabel og kan da 

skrivast som 

 
∇2𝑮𝜎 =

1

𝜎3 (1 −
𝑥2

2𝜎2)𝐺𝜎(𝑥)𝐺𝜎(𝑦) +
1

𝜎3 (1 −
𝑦2

2𝜎2)𝐺𝜎(𝑦)𝐺𝜎(𝑥) (50) 

LoG er nyttig ved ulik skala av bildet I, og er ofte nytta i samband med ein gaussisk pyramide for å få 

fram informasjon ved ulik skala. Dette blir gjort ved å skalere ned bildet og da få fram ulik informasjon 

ved å konvolvere kvart nedskalerte bilde med eit filter. Den gaussiske pyramiden er illustrert i Figur 25 

i teorien om SURF-algoritmen. 

Difference of Gaussian - DoG 
I nokre tilfelle blir LoG erstatta med ei DoG-kjerne. Årsaka til at dette kan gjerast er at resultat av begge 

to er tilsvarande likt i frekvensplanet. Differansen mellom to lågpassfiltrerte bilde tilsvara bandpass-

filteret som LoG representera i frekvensdomenet. Ved å nytte denne eigenskapen over fleire skale-

ringar blir det konstruert ein gaussisk pyramide som framhevar informasjon ved ulik skalering, dette 

er illustrert i Figur 15. Likning (51) representerar DOG-kjerna: 

 DoG{𝑰; 𝜎1, 𝜎2} = 𝑮𝜎1
∗ 𝑰 − 𝑮𝜎2

∗ 𝑰 = (𝑮𝜎1
− 𝑮𝜎2

) ∗ 𝑰 (51) 
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Figur 15 DOG blir kalkulert ved å finne differansen mellom to gaussiske filter med ulik sigma. Dette blir gjort over ulike ska-

leringar.  Figuren er henta frå [22]. 

Harris-hjørnedeteksjon 
Harris er ei kjent og mykje brukt algoritme, og på same måte som for kantdeteksjon nyttar denne seg 

også av gradienten i eit bilde. Denne vart presentert av Chris Harris og Mike Stephens i 1988[23], og er 

framleis ei mykje brukt algoritme. Detektoren er basert på følgande matrise (Hessianmatrise) som er 

utrekna over eit område i bilde (ei kjerne) med pixlar 𝑖𝜖{1,2,3… 𝐼}: 

 

𝚮𝑯 = ∑(∇𝐈)𝑖(∇𝐈)𝑖
𝑇 = ∑[

𝐼𝑥𝑖
2 𝐼𝑥𝑖𝐼𝑦𝑖

𝐼𝑥𝑖𝐼𝑦𝑖 𝐼𝑦𝑖
2 ]

𝑖𝜖𝐼𝑖𝜖𝐼

 (52) 

For denne matrisa er det mogleg å detektere om det er kantar eller hjørne i bilde. På bakgrunn av 

matrisa 𝚮𝑯, blir eigenverdiane utrekna ved 

 
det(𝚮𝑯) − k(

𝑡𝑟𝑎𝑐𝑒(𝚮𝑯)

2
)2 (53) 

Der k er ein konstant som balansera mellom kant eller hjørneliknande eigenskapar. det(𝚮𝑯) = 𝜆1𝜆2 

og 𝑡𝑟𝑎𝑐𝑒(𝚮𝑯) = 𝜆1 + 𝜆2 der 𝜆1 𝑜𝑔 𝜆2 er eigenverdiane til matrisa H. Denne matrisa blir analysert på 

vegne av eigenverdiane. Om området har ein homogen intensitet utan kantar vil matrisa 𝚮𝑯 ha rank 

0 og ikkje ha nokre eigenverdiar. Om området blir ført over ein kant vil matrisa ha rank 1 og derav vil 

ein av eigenverdiane vere nærme null. Om området derimot er over eit hjørnepunkt, så vil matrisa ha 

rank 2 og begge eigenverdiane vil vere ulik null. Fordelen med denne detektoren er at den er invariant 

for rotasjon og translasjon. 
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Haar eigenskapar 
Haar eigenskapar for eit bilde er basert på Haar-wavelets.  Dette er ein av dei enklaste typane av wa-

velets og er gitt av 

 

φ(t) = {
1 𝑓𝑜𝑟 0 ≤ 𝑡 <

1

2

−1 𝑓𝑜𝑟 
1

2
≤ 𝑡 < 1

 (54) 

Dette skapar ein rektangulær funksjon og er ein endeleg funksjon. Frå signalbehandling er wavelets 

nytta for å observere signal i både tids -og frekvensdomenet og kan ofte, på same måte som for DoG,  

samanliknast med ein pyramide sidan bildet vert delt opp i filterbankar. 

Constantine P. Papageorgiou, Michael Oren og Tomaso Poggio introduserte i 1998 eit rammeverk for 

objektdeteksjon som var basert på Haar-wavelet representasjon[24].  Paul Viola og Michael Jones tok 

dette vidare og var dei første som nytta Haar eigenskapar for sanntids ansiktsattkjenning i 2001[25]. I 

arbeidet til Viola og Jones blir resultatet av det å integrere ein wavelet med ein kernel kalla ein Haar-

eigenskap. Denne eigenskapen har vist seg å vere kjapp å integrere i eit system ved hjelp av integral-

bilde som blir introdusert nedanfor, samtidig som den tydeleg framhevar eigenskapar på køyretøy. 

Figur 16 syner nokre eksempel på Haar-eigenskapar. 

 

Figur 16 Fire ulike versjonar av rektangel eigenskapar som blir brukt i samband med Haar-eigenskapar. Summen av pixlane 
som er innanfor dei kvite rektangla blir trekt ifrå summen av pixlane i dei grå rektangla. A og B syner to rektangel. C syner 

tre rektangel og D syner fire rektangel. Figuren er henta frå [25] 
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Integralbilde 
Dersom eit bilde skal bli filtrert med fleire ulike boksfilter med ulike størrelsar og ved ulike lokasjonar, 

kan algoritmen bli effektivisert ved hjelp av integralbilde. Viola et al. presenterte i samband med Haar 

eigenskapane ein metode som er kalla integralbilde, der dei har basert denne på «summed area 

table»[25]. Forfattarane har her valt å skilje mellom desse metodane sidan dei er brukt i ulike situasjo-

nar. Ved å dele opp eit bilde i fleire rektangel blir integralbildet kalkulert ved 𝐼𝐼(𝑥, 𝑦) =

∑𝑖=0
𝑖<𝑥∑𝑗=0

𝑗<𝑦
𝐼(𝑖, 𝑗). Denne metoden minimerer ein del av kalkuleringa i algoritmen. Figur 17 syner korleis 

integralbildet i eit bilde blir estimert. 

 

Figur 17 Summen av pixlane i rektangel D kan bli kalkulert med 4 referansar. Summen av integralbildet ved lokasjon 1 er 
summen av pixlane i rektangel A. Ved lokasjon 2 er summen A+B. Ved lokasjon 4 er summen A+B+C+D. Den totale summen 

i rektangel D er då lokasjon 4+1-(2+3). Figuren er henta frå [25]. 
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2.3.2 Eigenskapspunkt 

For å skilje og kjenne att objekt og punkt i bilde er det ulike metodar som er nytta. Eksempelvis så er 

det i litteraturen vanleg å finne hjørnepunkt i bilde sidan dei skil seg ut frå andre punkt. Ved å nytte 

kjente algoritmar, som til dømes Harris, er det mogleg å finne hjørne, men denne algoritmen er ikkje 

optimal når eit bilde vert skalert, noko som oppstår i ei skiftande scene. Vidare er dei mest brukte 

algoritmane for å finne eigenskapspunkt i ei trafikkscene forklart. 

Viola Jones algoritmen (Haar-eigenskapar) 
Haar-eigenskapar blei presentert av Paul Viola og Michael Jones for å detektere objekt i [25], og den 

er ofte kalla Viola Jones algoritmen. Denne algoritmen vart først presentert for ansiktsdeteksjon, men 

har blitt adaptert for å kunne brukast i køyretøydeteksjon.  

Ved å nytte Haar-eigenskapane frå Figur 16 over eit bilde blir pikslane gitt binære 0 eller 1-verdiar. Det 

er seinare konstruert utvidingar av desse eigenskapane, med fleire alternative rektangel[26],[27]. Viola 

et al. nytta eigenskapane til Haar på områder som auger, sidan desse områda var distinkt mørkare enn 

resten av ansiktet. Eit køyretøy er distinkt i forhold til omgjevnaden og køyrebana og har klare firkanta 

former som blir framheva av Haar-eigenskapane. Figur 18 syner eit eksempel på arbeid gjort av Saya-

nan Sivaraman og Mohan Manubhai med Haar-eigenskapar for køyretøyattkjenning[28]. Ved å esti-

mere vektene på kvar eigenskap ved hjelp av integralbilde, er denne algoritmen ganske rask. Noko som 

fleire av arbeida med køyretøydeteksjon understrekar, sjå kap. 3.4.1. 

 

Figur 18 Haar-eigenskapar: a): Haar boksar er markert over område på køyretøy for å finne eigenskapar. b) Ved å gjere 
denne operasjonen i ein kaskade, blir fleire falsk-positive klassifiseringa utelukka. Figuren er henta frå [28]. 

Ved å nytte seg av ei maskinlæringsalgoritme blir dei beste eigenskapane klassifiserte sanne, og falske 

positive blir kasta. I kapittel 2.4.2 blir det gått gjennom AdaBoost som vart nytta i denne algoritmen. 

Ved å utføre klassifiseringa i fleire kaskadar vil talet av rett klassifiserte eigenskapar stadig minke, og 

det vil til slutt bestå av dei sterkaste eigenskapane i eit bilde. 

Haar-liknande eigenskapar er nyttige i køyretøydeteksjon sidan dei rektangulære eigenskapane er føl-

same for horisontale og vertikale kantar samt symmetriske strukturar som er på eit køyretøy. I tillegg 

er algoritmen rask, noko som er veldig nyttig i sanntids-applikasjonar. I kapittel 3.4.1 vil det bli presen-

tert ulikt arbeid med Haar-eigenskapar. 
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Scale invariant feature transform (SIFT) 
Denne algoritmen blei presentert av David Lowe i 2004[22], og den blir ofte samanlikna med ein kas-

kade av filter. Ein distinkt fordel med denne algoritmen er at den er robust i søket av punkt sjølv ved 

ulik skalering og rotering av bilde. Det vil sei at dei same punkta kan bli funne ved ulike syn på objektet. 

Dette er veldig nyttig i køyretøyattkjenning sidan scena forandrar seg jamt, og gjer bilde av køyretøy i 

ulike perspektiv. Bakdelen med algoritmen er at den er tung i ei utrekning og ikkje er ideell for ein 

sanntidsdeteksjon. 

Algoritmen finn ekstrempunkt i bilda ved å nytte seg av «Difference-of-Gaussian», som er forklart i 

kap. 2.3.1. Ved å samanlikne dei ulike resultata av DoG-bilda blir det resultatet med mest tydeleg ekst-

rempunkt valt som eit eigenskapspunkt i bilde. Figur 19 syner eit eksempel  på DoG bilde ved 3 ulike 

skaleringar.  

 

Figur 19 Maximum og minimum av DOG-bilde er detektert ved å samanlikne ein pixel (markert med x) med 26 nabo-pixlar i 
3x3 regionar. Dette blir gjort i tre ulike skalaer. Figuren er henta frå [22]. 

Desse punkta blir no sortert i to steg. Først nyttar dei seg av Taylor-rekker for lokalisering av ekstrem-

punkt. Her blir punkt sortert vekk på bakgrunn av ein terskel-verdi slik at dei punkt med låg kontrast 

blir sortert ut. Sidan DOG er følsam for kantar, så er neste steg å nytte seg av ei 2x2 Hessianmatrise for 

å finne og luke ut kantar i bildet. Denne matrisa er forklart i kap. 2.3.1. Ved å også nytte seg av ei 

terskling her, blir fleire svake punkt fjerna. Resultatet etter denne filtreringa er dei sterkaste eigens-

kapspunkta. 

Dei ulike eigenskapspunkta er no valt på bakgrunn av skala slik at berekningane blir utført ved ein 

skaleringsinvariant måte. Vidare blir gradienten og orienteringa i kvart punkt berekna ved å nytte dif-

feransen mellom pixlane. Denne informasjonen blir lagra i eit histogram som blir representert av 36 

søyler som tilsvara orienteringa 360 grader rundt punktet. Ved å velje den høgste verdien i histogram-

met, samt dei verdiane som er over 80% av den valte, blir orienteringa bestemt. Denne metoden fører 

til at kvart eigenskapspunkt har same skalering og orientering, men ulik retning. 

Sidan eigenskapspunkt no er lokalisert blir deskriptoren definert ved å velje ei 16x16 ramme rundt 

punktet. Vidare blir desse delt inn i 4x4 blokker og området er da representert av 16 blokker. Kvar av 

blokkene blir vidare representer i eit histogram med 8 verdiar der kvar verdi er vektoren på gradienten. 

I kvar av blokkene blir vektorane akkumulert og representera samla gradientar i sine områder. Figur 

20 syner eit eksempel der deskriptoren er valt frå ei 8x8 ramme. 
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Figur 20 Venstre: Deskriptoren er konstruert ved å estimere orientering og lengda på gradientane i eit område rundt ei-
genskapslokasjonen. Høgre: Gradientane er akkumulert frå eit histogram som vidare deler gradientane inn i mindre blokker. 
Gradientane representarar no summen av gradienten i si retning. Her er det viktig å merke seg at figuren syner ein 2x2 de-

skriptor som er kalkulert frå eit 8x8 vindauge. Figuren er henta frå[22]. 

Desse punkta beskriv SIFT-algoritmen i det store bildet. Ved å gje eigenskapspunkta ulike eigenskapar 

kan dei bli funne igjen ved ulik skala og rotasjon. Ved å samanlikne den minste euklediske avstanden 

til naboane til deskriptorane i kvart bilde, blir dei like punkta funne. I denne artikkelen er det føreslått 

ein metode for å unngå registrering av feil naboar, som kan skje om dei er veldig nærme eller om det 

er støy i bildet. Ved å samanlikne avstanden mellom den nærmaste og den nest-nærmaste naboen 

brukar dei avstanden til den nest-næraste som ein indikasjon på feil detektert nabo. 
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Histogram of oriented gradient(HOG) 
HOG er innspirert av den ovannemnte SIFT-algoritmen. Det blir i litteraturen referert til artikkelen til 

Navneet Dalal og Bill Triggs, der dei brukte den for å kjenne att menneske i bilde[29]. Denne algoritmen 

er mykje brukt for å skilje ut køyretøy i bilde, og blir her forklart utfrå den tidlegare nemnte artikkelen. 

Første steg er å finne vertikale og horisontale gradientar i eit bilde, som forklart i kap. 2.3.1. Når gradi-

entane i kvar retning er funnet, er det elementært å finne retning og storleik på den totale gradienten. 

For kvar pixel har no gradienten ein storleik og ein retning. For fargebilde blir det sett på gradienten i 

3 kanalar, og den gjeldande gradienten er den som har størst storleik og derav blir også retninga valt 

utifrå den. 

HOG-algoritmen ser vidare på lengda og vinkelen for gradienten til kvar piksel. Bildet blir delt opp i 

celler, der gradienten for kvar piksel i kvar celle er kalkulert. Her kan cellene eksempelvis vere 8x8 

pikslar, der kvar piksel gjer ei vekta stemme for ein retningsbasert histogram-kanal. Vidare blir gradi-

entane lagt i eit histogram med 9 søyler, der kvar søyle representera ei orientering på 20 grader og 

størrelsen representarar summert lengde på gradientane med den gitte orienteringa. Histogrammet 

representerar da ei orientering på 0-180 grader. Her er det viktig å merke seg at resultatet på 0-180 

grader er valt på bakgrunn av ein «usignert gradient», altså gradientar i motsett retning blir sett like. 

Ved å vidare normalisere kvart histogram blir effekten av lys og kontrastendringar redusert. Dette blir 

gjort ved å utvide blokkene til 16x16 slik at det no er 4 histogram for kvar blokk. Desse histogramma 

kan bli representert av ein 36x1 lang vektor som blir normalisert. For å gjere dette over heile bildet blir 

16x16 blokkene flytta ei halv blokk vidare, det blir så konstruert ein ny vektor for kvar forflytning som 

blir normalisert. HOG-deskriptoren blir den samansette vektoren som blir funne ved å legge alle vek-

torane frå kvar blokk etter kvarandre til ein lang vektor. 

 

 

Figur 21 HOG-deskriptor: a) Bildet som skal bli prosessert. b) Kvart av dei kvite objekta viser gradientens retning og lengde i 
ei 8x8 celle. Rundt køyretøyets kantar er det tydelege forskjellar i orienteringa til gradienten. 

No vil gradientane syne storleik og retning på kontrastane i bilde, og ved kvasse overgangar blir objekt 

veldig tydelege i forhold til heilt matte bakgrunnar. Frå Figur 21 er det tydeleg at kontrastane frå køy-

a) 

b) 
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retøyet blir framheva av gradientane. Her er kvart histogram frå kvar 8x8 celle visualisert som gradi-

entane i den respektive cella. Denne algoritmen er mykje brukt saman med ulike klassifiseringsverktøy 

som blir sett på i kapittel 2.4. 

Gabor eigenskapar 
2D Gaborfilteret vart introdusert av John G. Daugman i 1985[30], og er velkjent i litteraturen for køy-

retøyattkjenning. Desse eigenskapane er, slik som Haar-eigenskapar, basert på wavelets. 

Som forklart om Haar-wavelets, i kapittel 2.3.1, så er vanlegvis wavelets nytta i filterbankar for å få 

fram informasjon ved ulike frekvensar, og kan bli brukt som ei kjerne konvolvert med eit bilde for å få 

fram eigenskapar. På same måte er Gaborfilter konvolvert med bildet ved ulike skaleringar og orienta-

sjonar, og ved å nytta prinsippet med cellehistogram frå HOG-eigenskapar kan det utreknast ein Gabor-

vektor som innehar informasjon om scena. Prinsippet bak denne metoden er illustrert i Figur 22, der 

Gabor eigenskapsvektoren blir brukt vidare for å klassifisere køyretøy. 

 

Figur 22 Gaboreigenskapar: Frå venstre blir eit bilde konvolvert med eit Gaborfilter ved ulik orientering og skala. Ved å dele 
responsen inn i eit cellehistogram blir resultatet ein Gaborvektor som kan nyttast vidare i klassifisering. Figuren er henta frå 

[31]. 
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Speeded up robust features (SURF) 
Denne algoritmen er i hovudsak basert på den ovannemnte SIFT algoritmen og vart presentert av Her-

bert Bay, Tinne Tuytelaars og Luc Van Gool I 2006 [32]. Dei hadde som mål å komme fram til ei raskare 

algoritme enn det som var tilgjengeleg, og har basert seg på robustheita bak SIFT-algoritmen. For å 

forbetre hastigheita på algoritmen introduserte dei integralbilde kombinert med ei tilnærming til Hes-

sianmatrisa, som er forklart i kapittel 2.3.1. På bakgrunn av artikkelen blir det her summert opp ho-

vudtrekka med SURF-algoritmen. 

Algoritmen basera seg også på arbeid utført i [25] som igjen viser til integralbilde. Ved å dele opp eit 

bilde i fleire rektangel blir resultatet integralbilde, 𝐼𝐼(𝑥, 𝑦). Denne metoden minimera ein del av kalku-

leringa i algoritmen. 

For kvart punkt 𝑿 = (𝑥, 𝑦) er det ei Hessianmatrise 𝚮𝑯(𝑿, 𝜎) med ulik skalering:  

𝚮𝑯(𝑥, 𝜎) = [
𝑳𝑥𝑥(𝑿, 𝜎) 𝑳𝑥𝑦(𝑿, 𝜎)

𝑳𝑥𝑦(𝑿, 𝜎) 𝑳𝑦𝑦(𝑿, 𝜎)
] 

Her er 𝑳𝑥𝑥(𝑥, 𝜎) konvolusjonen mellom det gaussiske andreordens filteret 
𝜕2

𝜕𝑥2 𝑔(𝜎) og integralbildet i 

den same x-koordinaten. Dette er og tilsvarande for dei andre elementa i matrisa. 

 

Figur 23 Venstre: Gaussisk 2. ordens deriverte maske i y-retning, Lyy. Høgre: Gaussisk 2. ordens deriverte maske i xy-

retning, Lxy. Områder som er grå tilsvarar verdi 0, svarte fargar er -1 og kvite er 1. Figuren er henta frå [32]. 

Figur 23 syner den gaussiske 2. ordens deriverte maska som er diskretisert og klippt til. SURF brukar ei 

tilnærming av dette som er boksfilter, som vist i Figur 24. Konvolusjonen mellom bildet og filtra blir no 

effektivt berekna sidan det blir brukt boksfilter med integralbildet. 

 

Figur 24 Tilnærming til boksfilter frå den gaussiske funksjonen. Her er boksfiltera 9x9 pixlar med σ=1,2 som representera 
den lågaste skalaen på filtera. Figuren er henta frå [32]. 

SURF søker gjennom ulike størrelsar ved å endre på dimensjonen av det gaussiske filteret. Vanlegvis 

blir det nytta ein gaussisk pyramide for bildet slik at det kan filtrerast ved ulike skaleringer, men SURF 

snur opp ned på dette og skalerer opp filteret i staden. Grunnen for dette er bruken av boksfiltre med 

integralbilde som gjer ei effektiv utrekning.  
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Figur 25 Venstre: Gaussisk pyramide som endra skalaen ved å nedsample bildet med 2 for kvar oktav. Høgre: Surf sin me-
tode som endrar filterstørrelsen for kvar oktav. Figuren er henta frå [33]. 

For å lokalisere eigenskapspunkt over dei ulike skalaene nyttar algoritmen seg av «non-maximum 

suppression» i eit område for å trekke fram ein lokal maks-verdi. Deretter blir maksimalverdien av 

Hessianmatrisa sin determinant interpolert i forhold til skala og «image-space» med ein metode som 

var introdusert av Brown og Lowe[34]. 

Ved å nytte seg av Haar-wavelet responsar  over x og- y retning, som forklart i kapittel 2.3.1, blir sum-

men av responsane ein vektor som representarar orientering for kvart punkt. Dette blir gjort for kvar 

skala. Figur 26 syner den dominante orienteringa som blir representert av ein vektor. 

 

Figur 26 Dei ulike orienteringane er lagra i eit sektorvindauge. Dette rotera med vinkelen og har ei utstrekning på 
π

3
. Figuren 

er henta frå [33]. 

Deskriptoren blir også generert ved å nytte Haar-wavelets over integralbilde for raskare kalkulering. 

No bestemmast eit firkanta område rundt kvart punkt som er orientert på bakgrunn av førre steg. 

Dette området er vidare delt opp i 4x4 blokker for å dele opp informasjonen. Dei har her satt Haar-

wavelet i x-retning til 𝑑𝑥 og i y-retning 𝑑𝑦 der dei ulike retningane er i forhold til eigenskapspunktet 

sin orientering. For å få informasjon om polariteten for intensiteten i punktet nyttar dei seg av summen 

av absolutt verdiane, |𝑑𝑥| og |𝑑𝑦|. Med desse faktorane så dannar dei seg ein 4-dimensjonal vektor for 

kvart punkt: 𝑣 = (Σ𝑑𝑥 , Σ𝑑𝑦 , Σ|𝑑𝑥|, Σ|𝑑𝑥|). Denne vektoren representera no totalt 64 dimensjonar for 

kvar region. 

Vidare så samanliknar SURF kvart eigenskapspunkt i eit område slik som SIFT. Hovudforskjellen her er 

den lettare kalkuleringa som SURF presentera ved hjelp av integralbilde. 
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2.3.3 Korrelasjonspunkt 

I stereosyn er det nødvendig å finne felles punkt mellom kvart av kamerabilda. Som nemnt i kapittel 

2.2 så kan dispariteten nyttast til å finne avstanden til objekt frå kamerarigg. Dei første løysingane på 

problemet var delt i to kategoriar; lokale -og globale metodar[35]. Her viste det seg at dei globale 

metodane klart leverte betre resultat enn dei lokale, men krevjar desto tyngre utrekning. Som eit al-

ternativ blei den semiglobale metoden presentert som er ein mellomting mellom dei to nemnt over 

[36][37]. Den er nesten like presis som den globale, og er så kjapp at den kan kalkulerast i ein sanntids 

applikasjon[5]. Dette er tre hovudmetodar for søk etter disparitet, og i køyretøydeteksjon er fokuset 

på kjappe algoritmar ein viktig del. Ein nyare studie har sett på kva algoritmar som er akseptable for 

ein sanntids implementering[38]. Studiet visar til ein total på 184 ulike algoritmar for stereosyn. I dette 

kapittelet blir det vist dei hovudsaklege ulikheitene mellom lokale, semi-globale og globale metodar 

der målet er å komme fram til eit disparitetskart. 

Lokal metode 
Denne metoden nyttar seg av ei blokk langs dei likeretta epipolare linjene, som er forklart i kapittel 

2.2.2. Figur 27 viser søket mellom bilda. Når eit punkt er valt i venstre bilde så er søket etter det tilsva-

rande punktet langs den epipolare linja i det høgre bildet. Ved å nytte seg av ulike kost-funksjonar blir 

den blokka i det høgre bilde med minst forskjell frå første bilde valt. Dette blir i litteraturen referert 

som «vinnaren-tar-alt». 

 

Figur 27 Lokal metode: Punktet (x,y) i venstre bildeplan blir funne igjen ved punktet (x+d,y) i høgre bildeplan ved å 
samanlikne ei satt blokk frå første punkt med blokker langs den epipolare linja i det andre bildeplanet. Den blokka med den 

minste kostnaden blir valt som felles punkt.  

Denne metoden er i litteraturen nytta mange ulike kostfunksjonar på. Frå Figur 27 har er det eit punkt 

i venstre bilde som er innkapsla i ei blokk 𝑓(𝑥, 𝑦) og i det andre bildet er det ei tilsvarande blokk 𝑔(𝑥, 𝑦) 

som blir ført langs den epipolare linja. Nokre eksempel på ulike kostfunksjonar er: 

 SAD = ∑∑|𝑓(𝑥, 𝑦) − 𝑔(𝑥, 𝑦)|

𝑦𝑥

 (55) 
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 SSD = ∑∑(𝑓(𝑥, 𝑦) − 𝑔(𝑥, 𝑦))2

𝑦𝑥

 (56) 

 

Ved å nytte «vinner tar alt» strategien blir det vindauget med lågast kost valt som disparitetspunkt. 

 

Figur 28: Vinnaren tar alt: Det punktet med lågast kost tilsvara punktet som er tilsvarande for begge bildar. 

Semi-global metode 
Denne metoden var først presentert av Heiko Hirschmuller i 2005[37]. Den har seinare blitt utvikla og 

testa med ulike kostfunksjonar[36][39], men vil her bli beskriven slik som han la den fram først. For-

målet med denne algoritmen er å minimere ein global 2D energi funksjon 𝐸(𝐷) ved å løyse fleire 1D 

minimeringsproblem. Rapporten presentera følgande likning: 

 E(D) = ∑𝐶(𝑝, 𝐷𝑝) + ∑ 𝑃1𝑇(|𝐷𝑝 − 𝐷𝑞| = 1) + ∑ 𝑃2𝑇(|𝐷𝑝 − 𝐷𝑞| > 1)

𝑞𝜖𝑁𝑝𝑞𝜖𝑁𝑝𝑝

 (57) 

 

Den første sumeringa frå likning (57) er kosten over eit angitt vindauge langs den epipolare linja. Den 

andre summasjonen i likninga brukar 𝑃1 som ein faktor dersom funksjonen 𝑇(|𝐷𝑝 − 𝐷𝑞| = 1) er sann, 

altså den straffar små disparitetsforskjellar med ein kost 𝑃1. Den siste sumasjonen påverkar kun store 

forskjellar i disparitetskartet. 

Global metode 
Globale algoritmar minimera også ein global energifunksjon, og nyttar ein global glattefunksjon for å 

tilnærme den samla kosten for dispariteten. Målet er å finne ein disparitetsfunksjon d som minimera 

ein global energi E(d): 

 
E(d) = 𝐸𝑑(𝑑) + 𝜆𝐸𝑠(𝑑) (58) 

𝐸𝑑(𝑑) målar kor bra disparitetsfunksjonen d stemmer med dei to stereobilda. Om disparitetskartet er 

definert ved 𝑀(𝑥, 𝑦, 𝑑), vil da 

 𝐸𝑑(𝑑) = ∑ 𝐶(𝑥, 𝑦, 𝑑(𝑥, 𝑦))

(𝑥,𝑦)

 (59) 
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der 𝐶 er kosten over disparitetskartet. 

𝐸𝑠(𝑑) er glattefunksjonen i algoritmen. Som regel er denne avgrensa til å måle forskjellane mellom 

dispariteten mellom nabopixlane: 

 
𝐸𝑠(𝑑) = ∑ 𝜌(𝑑(𝑥, 𝑦)) − 𝑑(𝑥 + 1, 𝑦) + 𝜌(𝑑(𝑥, 𝑦)) − 𝑑(𝑥, 𝑦 + 1)

(𝑥,𝑦)

 (60) 

der 𝜌 er ein aukande funksjon for forskjellane mellom dispariteten. 
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 Klassifiserarar 

Når eit område i scena er detektert som eit objekt må det klassifiserast som køyretøy eller ikkje køyre-

tøy. Gjennom åra har ulike klassifiseringsverktøy blitt brukt, og det er ikkje sjølvsagt kva verktøy som 

passar best til dei ulike problemstillingane. I litteraturen rundt køyretøyattkjenning er tre maskinlæ-

ringsalgoritmar mest nemnt; SVM, Boosting og Nevrale nett. Dette kapittelet gjer eit teoretisk innsyn 

i kvar av desse. 

Før kvar av desse verktøya blir forklart er det greitt å gå gjennom litt teori om maskinlæring. Maskin-

læring kan bli delt opp i to hovuddelar; overvaka -og u-overvaka læring. Desse utrykka fortel noko om 

måten dei ulike algoritmane blir trena for å klassifisere eller sortere eit gitt datasett, og for køyretøy-

attkjenning er det hovudsakleg overvaka læring som blir nytta for å klassifisere gitte datasett. 

 

Figur 29 Maskinlæring blir delt opp i to hovuddelar, overvaka og u-overvaka.  

Overvaka læring krevjar at dei ulike datasetta sine føretrekte inngangsverdiar er merka med dei ønska 

klassane (køyretøy eller ikkje køyretøy), og konstruera deretter ein modell basert på desse paramete-

rane. U-overvaka læring lagar ein modell ved å sjå på datasett utan noko form for merking, og vil der-

etter skape ein modell som passar datasettet best ved å eksempelvis «clustre» ulike datapunkt. Desse 

konstruerte modellane vil da kjenne att delar i nye datasett og sortere informasjonen basert på tidle-

gare trening. Avhengig av kva type klassifiserer som er valt, så er det ulike metodar og ulike mengde 

med data som trengs.  

Maskinlæring 

Overvaka læring U-overvaka læring 

 SVM 

 AdaBoost 

 Nevrale 

nett 

Klassifisering Clustering 

Nevrale 

nett 
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Figur 30 Overvaka læring: Steg 1 er å gjere eit forarbeid på eit merka datasettet. Prefiltrering og eigenskapsutreking er blant 
anna arbeid som vert gjort her. Vidare vil den valte maskinlæringsalgoritmen trene opp ein modell som kan klassifisere da-
tasettet. Ved iterasjon blir den optimale modellen funnen. Modellen kan vidare bli brukt i ulike applikasjonar for å sortere 

og klassifisere ukjente datasett. 

Figur 30 syner eit enkelt eksempel på hovudtanken bak overvaka maskinlæring. Om datasettet frå fi-

guren innehar nokre bilde av køyretøy frå ei scene i trafikken, så må desse bli pre-prosessert for å 

trekke fram eigenskapar frå bileta. Vidare er dei ulike bileta i datasettet manuelt merka som køyretøy 

eller ikkje-køyretøy og ein modell blir generert ved trening. Denne prosessen må gjentakast til model-

len er best mogleg. Når modellen passar datasettet best mogleg, så kan den brukast til å klassifisere 

eit ukjent datasett. 

2.4.1 Supportvektormaskin 

Supportvektormaskin (SVM) er ein algoritme som lenge har hatt ei favorisering for køyretøyattkjen-

ning. Sjølve idéen bak SVM algoritmen vart presentert av Corinna Cortes og Vladimir Vapnik på 90-

talet[40], og har sidan den gang vorte presentert ulike versjonar av[41].  

Frå kapittel 2.3.2 var det presentert ulike metodar for å finne eigenskapsvektorar frå eit bilde. Prinsip-

pet med SVM er å skilje mellom desse vektorane med eit hyperplan. Figur 31 syner eit eksempel på 

dette i det 2-dimensjonale planet. Her vert hyperplanet valt på bakgrunn av ein maksimal margin mel-

lom hyperplanet og dei næraste vektorane frå kvar klasse. Desse vektorane har fått tilnamnet sup-

portvektorar. Det optimale lineære hyperplanet er markert med ei stipla linje der eit punkt på denne 

er gitt ved den lineære likninga: 

 𝒘𝑇𝒙 + 𝑏 = 0 (61) 

der w er ein vektor normal til hyperplanet og b er bias frå origo. For eit sett med punkt blir det lineære 

hyperplanet gitt ved skalarproduktet mellom normalvektoren og punkt i rommet: 

 
𝑓(𝑿) = 𝒘𝑇𝑿 + 𝑏 (62) 

Dei ulike klassane blir no skilde ved å sette 𝒘𝑇𝑿 + 𝑏 < 0 til ein klasse, og 𝒘𝑇𝑿 + 𝑏 > 0 til ein anna 

klasse. 

Merka 

datasett 

Forarbeid Trening Modell 

Ukjent 

datasett 
Forarbeid Modell 

Gjenta til beste modell er funne 

Sortering 
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Figur 31 Eit eksempel på eit klassifiseringsproblem i 2D-planet. Vektorane som er merka med grå firkantar definera margi-
nen av den største avstanden mellom dei to klassane, og har fått tilnamnet supportvektorar. Figuren er henta frå [40]. 

For å kunne løyse u-lineære klassifiseringsproblem nyttar SVM seg av ulike kjernar i høgre dimensjo-

nar[42].  Dei ulike kjernane tilsvara det å erstatte skalarproduktet med ein ulineær funksjon, og på den 

måten flytte datasettet til ein høgre dimensjon. Det er då mogleg å skilje mellom dei ulike klassane ved 

ei lineær tilnærming. 

2.4.2 Boosting 

Boosting er ein generell metode som forsøker å forbetre presisjonen i ein læringsalgoritme, der 

AdaBoost er ein læringsalgoritme som basera seg på dette. Algoritmen AdaBoost vart presentert i 1995 

av Yoav Freund og Robert E. Schapire [43], og er blant anna brukt i den kjente algoritmen for ansikts-

attkjenning av Viola et al. [25]. 

Ved å nytte seg av ei generell maskinlæringsalgoritme blir dei beste eigenskapane klassifiserte sanne, 

og falske positive blir kasta. Den svake klassifiseraren ℎ𝑗(𝑥)  kan eksempelvis bestå av følgande ele-

ment: 

 Eigenskap 𝑓𝑗 

 Terskling 𝜃𝑗 

 Polaritet 𝑝𝑗  

ℎ𝑗(𝑥) = {
1 , 𝑑𝑒𝑟𝑠𝑜𝑚 𝑝𝑗𝑓𝑗(𝑥) < 𝑝𝑗𝜃𝑗

0 ,                                   𝑒𝑙𝑙𝑒𝑟𝑠
 

For å vidare auke hastigheit og presisjon på detektoren er det vanleg å nytte ein kaskade av klassifise-

rarar. Dette er blant anna nytta i algoritmen til Viola et al. og er vist i Figur 32. 
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Figur 32 Kaskade av klassifiserarar: T representera sanne klassifiseringar og F representera falske. Vektene på dei ulike para-
meterane blir justert for kvar klassifisering, og dei sterkaste punkta vil da bli med vidare. Figuren er henta frå [25]. 

2.4.3 Nevrale Nett 

I litteraturen for maskinlæring så er nevrale nett (NN) ein måte å estimere matematiske funksjonar 

basert på den menneskelege hjernens oppbygging. Slike nettverk er satt saman av nevronar som er i 

kontakt med andre nevronar som igjen blir påverka av ein vekta inngang. Figur 33 syner eit eksempel 

på eit slikt nettverk i ein liten skala.  

 

Figur 33 Nevralt nettverk med to inngangs-nevronar og ein vekta utgang. Her er x1 og x2 inngangsverdiar, w1 og w2 er ein 
vekta verdi til kvar inngang og y er utgangsverdi. 

Nettverket frå Figur 33 tar dei to inngangsverdiane, x1 og x2, og vekta dei med w1 g w2, respektivt, til 

utgangen y. Utgangen er utrekna ved 𝑦 = 𝑔(𝑥1𝑤1 + 𝑥2𝑤2) der funksjonen 𝑔(∙) er ein aktiveringsfunk-

sjon som setter utgangen til ein verdi (ofte 0 eller 1) avhengig av inngangane og vektene. Det er fleire 

typar aktiveringsfunksjonar å velje mellom, der den tradisjonelle er sigmoid funksjonen. NN må gjere 

dette i fleire syklusar på treningsdata for å trene seg opp til å kunne klassifisere ukjente datasett. Ved 

å nytte ein kostfunksjon vil dei ulike vektene forandre seg ved neste treningssyklus, og klassifiseraren 

vil konvergere mot ein modell. 

Utviklinga av NN har dei siste åre fått eit større fokus. Frå konvensjonelle nevrale nett har fokuset no 

retta seg mot djupe nevrale nett (DNN) med fleire lag av nevronar. Eit omfattande studie utført av 

Jurgen Schmidhuber syner utviklinga av NN frå 1940-talet fram til dagens DNN[44]. Her blir det blant 

anna diskutert ImageNet sine konkurransar som har presentert gode resultat med djupe nett og nye 

aktiveringsfunksjonar. Eksempelvis så vann Alex Krizhevsky, Ilya Sutskever og Geoffrey E. Hinton kon-

kuransen i 2012 med Alexnet som er eit firelags NN med ein ReLu aktiveringsfunksjon[45]. Bakdelen 

med denne type klassifiserarar er at dei har behov for store mengder med treningsdata for å kunne 

konvergere mot gode resultat. 
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3 Tidlegare arbeid 

Utvikling av sjølvstyrte bilar er på full fart framover. Eksempelvis så nyttar Tesla seg av sine kommersi-

elle bilar for å samle inn data og samtidig teste ut programvare og sensorar. Dette gjer tilgang på 

enorme mengder data som blir prosessert av multikjerne grafikkort ved hjelp av djupe neurale nett. 

Fabrikantar er uansett naudsynte til å halde køyretøya på eit lågt nivå av autonomi grunna vegtrafikk-

lovene rundt om i dei ulike landa. Men nokre firma som Google og Uber testar sine fullt autonome 

bilar i områder med særskilt personell, slik som ingeniørar, bak rattet i trafikken. I autonome bilar er 

objektattkjenning basert på eit samarbeid mellom ulike sensorar som radar, lidar og kamera. Figur 34 

syner eit bilde frå ein video frå heimesida til Tesla der dei demonstrera ein autonom Tesla modell S. 

Dei må her ha ein person bak rattet sidan regelverket tilseier dette. 

 

Figur 34 Demonstrasjon av Tesla Autopilot: Venstre: Det er ein person bak rattet sidan regelverket tilseier at det er nødven-
dig, det var ikkje naudsynt å gripe inn under denne testen. Øverst til høgre: Eit køyretøy er detektert bak Teslaen til venstre. 

I midten til høgre: Fleire køyretøy er detektert (i blått), og køyretøy som er i same vegbane som Teslaen er registrert som 
grønt. Nedst til høgre: Eit køyretøy er detektert bak Teslaen til høgre. Bildet er ein skjermdump frå Tesla sine heimesider. 

Autonome køyretøy er delt inn i 6 nivå på bakgrunn av Society of Automotive Engineers (SAE) si utar-

beiding[46]. Figur 35 syner ei oversikt over nivå som dei kan delast inn i der nivå 0 har ingen automa-

sjon og nivå 5 er fullt autonome køyretøy. Når overvaking av miljøet rundt køyretøyet ikkje er utført 

av bilføraren lenger, er systemet definert som betinga automatisert (nivå 3). 
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Figur 35 SAE har delt autonome køyretøy inn i 6 kategoriar. 0 er ingen automasjon og 5 er fullt autonome bilar. Tabellen er 
henta frå [46]. 

I denne rapporten blir sensorane delt inn i to grupper, aktive og passive sensorar. Aktive sensorar blir 

definert som sensorar som avgjer signal og målar tida signala brukar frå sensoren og tilbake frå det 

reflekterte objektet. Passive sensorar avgjer ingen signal, men målar omgjevnaden ved å ta imot lys og 

lyd som kjem frå omgivnaden. Figur 36 syner korleis Tesla har løyst problemstillinga med sensorar 

rundt bilen. 
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Figur 36 Tesla sine ulike sensorar for å overvake miljøet rund køyretøyet Figuren er henta frå Tesla si heimeside. 

Dette kapittelet går inn på kvar enkelt av dei ovannemnte sensorane og metodar som er brukt for 

attkjenning av objekt i ei scene. Fokuset er ei samanlikning av dei ulike sensorane for å dra ut fordelar 

og bakdelar med kvar av dei. 

 Køyretøyattkjenning i fleire steg 

I litteraturen blir køyretøyattkjenning delt inn i fleire steg. Sun et al. presenterte i 2006 to steg der 

første steg er hypotesegenerering (HG) og steg to er hypoteseverifisering (HV)[4]. 

 

Figur 37. Køyretøyattkjenning i to hovudsteg; HG for deteksjon av objekt og generere område av interesse, HV for attkjen-
ning av objekt som køyretøy. Figuren er henta frå [7] 
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Hypotesegenerering(HG) 
I HG steget er målet å finne aktuelle kandidatar i ei scene for å avgrense området i bilde. Sun et al. 

delar HG vidare inn i dei tre ulike metodane kunnskap, stereo -og rørslebaserte metodar. Kunnskaps-

metoden nyttar seg av eigenskapane i bildet slik som symmetri, fargar, hjørnepunkt, lys på køyretøy 

og liknande. Stereometoden skil ut objekt frå eit generert disparitetskart eller ved bruk av invers per-

spektivkartlegging. Rørslebaserte metodar nyttar seg av optisk flyt for å skilje mellom objekt.  

Hypoteseverifisering(HV) 
HV steget blir brukt for å verifisere at objektet som er detektert faktisk er eit køyretøy. Sun et al. delar 

dette steget opp i dei to delane samanlikning og utsjåandebasert verifisering. For å samanlikne må 

objektet ha visse kriteria for å kunne bli satt som eit køyretøy. Eksempelvis kan dette vere vindaugs-

rute, skiltplate eller heilt enkelt ei form som passar til malen for samanlikning. Utsjåandebasert verifi-

sering nyttar seg av enten klassifisering for å skilje mellom objekt, eller ved å modellere sannsyns for-

delinga av eigenskapar i kvar klasse. Klassifiseringa kan bli gjort med kjente klassifiserarar slik som 

nevrale nett eller supportvektormaskiner. 

 

 

Figur 38: Venstre: To køyretøy er synlege i bildet. Midten: Ulike element i bildet er detektert ved HG. Bildet syner eit om-
råde som er feildetektert. Høgre: Element i bildet er verifisert som køyretøy ved HV. Bilda er henta frå [4]. 

Vidareføring av køyretøyattkjenninga 
Sivaraman et al. presenterte i 2013 ein rapport som kan bli sett på som ei vidareføring av den ovan-

nemnte rapporten[5]. Den delar opp kamerabasert attkjenning i mono -og stereobaserte metodar. 

Både mono -og stereobasert attkjenning er vidare delt opp i utsjåande -og rørslebasert attkjenning 

med eit tillegg i stereomatching for stereosyn. Denne rapporten syner at attkjenning i nokre tilfelle kan 

bli gjort direkte ifrå bildet, og det er då mogleg å hoppe over HG steget. 

Dei to rapportane som er nemnt her blir å rekna som to solide rapportar som syner det som kan kallast 

«state-of-art» innanfor køyretøyattkjenning. Nyare rapportar basera mykje av sitt arbeid på det som 

er summert her. Skilnaden mellom dei to rapportane er den tydelege framgangen som er gjort innanfor 

feltet dei siste åra. 

 Aktive sensorar for objektdeteksjon 

Utanom kamera så nyttar autonome bilar seg av radar, lidar og ultrasoniske sensorar. Dette er definert 

som aktive sensorar som kan måle avstand presist og er brukt for å skape eit bilde av miljøet rundt 

køyretøyet. Oppsett med slike sensorar observera objekt, og klassifisera dei som køyretøy basert på 

størrelse og bevegelsane til objektet. Dersom objektet blir observert når det står i ro er det vanskeleg 

å vite om det er eit køyretøy eller ein anna type objekt. I dette kapittelet blir desse sensorane presen-

tert og samanlikna. 
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Radar 
Autonome køyretøy nyttar seg av radar med eit smalt synsfelt[47]. Radarteknologien som blir brukt 

om bord i køyretøy sender ut radiosignal med millimeter-bølgelengder, og det reflekterte signalet blir 

så behandla slik at avstand til objektet kan bli utrekna. Ein radar sine målingar er forholdsvis påverka 

av støy, men er generelt meir robust i ulike vêrforhold enn dei alternative sensorane. Dette gjer betre 

resultat sjølv om det regnar, snør eller om det er nedsett lyssetting på kveld og natt, sjølv om denne 

sensoren er meir avhengig av filtrering av reflekterte signal[5]. Den største ulempa med radar er prob-

lem med klassifisering av objekt som trafikklys og skilt og at motgåande køyretøy kan påverke må-

lingane til kvarandre og skape falske verdiar. 

Lidar 
Lidar har ikkje vore mykje brukt før i seinare tid. Figur 39 syner Velodyne sin versjon montert på taket 

av Uber sin Ford Fusion, der den tar opp mykje plass og forandrar drastisk på køyretøyets utsjåande. 

Denne typen sensor sender ut lysbølger i eit spektrum på 600-1000nm med ein frekvens på 10-15Hz, 

og signala som blir reflektert kan vere med på å danne eit 3D-kart over miljøet rundt bilen[5]. 

 

Figur 39  Uber sin autonome bil kartlegg gatene med lidar utvikla av Velodyne. Bilde er henta frå [48]. 

Denne teknologien er førebels ganske dyr. Men utviklinga avansera kjapt, og Velodyne har allereie 

utvikla mindre og meir brukarvennlege lidarsystem berekna for den autonome marknaden[49]. Bak-

delen med denne teknologien er at den er følsam i ulike vêrtypar som tåke, regn og snø[5]. Sidan lidar 

er dyre i innkjøp og det førebels ikkje skapar noko særskilt flott implementering på køyretøyet er det 

enno ikkje skikkeleg utbreidd blant dei kommersielle fabrikantane. 

Ultrasoniske sensorar 
Ultrasoniske sensorar blir hovudsakleg nytta for å sjekke dødsonene rundt køyretøyet. Ved å sende ein 

høgfrekvent lyd-puls over 20kHz, og så måle tida den brukar på å bli reflektert, så blir avstanden til 

objekta i nærleik av sensoren kalkulert. Denne type sensorar er brukt for å sjekke perimeteret rundt 

køyretøyet grunna sin korte måleavstand i forhold til radar og lidar[50]. 
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 Passive sensorar for objektattkjenning 

Passive sensorar mottar lys eller lyd utan at dei avgjer noko signal. I litteraturen er det kamera som 

hovudsakleg blir brukt for attkjenning av køyretøy, men det vil også heilt kort bli gjennomgått arbeid 

som er gjort med akustiske sensorar for køyretøy attkjenning. Kamera har vore mykje brukt og forska 

på opp gjennom åra. I problemstillinga rundt autonome bilar har det vore sett på alt frå mono til mul-

tiple kamera for deteksjon av objekt i ei scene. Hovudforskjellen mellom mono -og multiple kamera i 

dette tilfelle er moglegheita for å estimere avstand og størrelsar ifrå bilda. Bilde som blir innhenta av 

kamera gjer informasjon om omgivnaden som aktive sensorar ikkje kan gje på same måte. Dette vil 

være seg fargar og kontrastar som kan skilje eit køyretøy frå til dømes ein container ved å sjå på baklys, 

blinklys o.l. 

Vidare så er køyretøyattkjenning i litteraturen hovudsakleg delt opp i to hovuddelar, utsjåande -og 

rørslebasert. Utsjåandebasert attkjenning finn køyretøy direkte i statiske bilde og klassifisera dei der-

etter, i.e. direkte frå pikslar til køyretøy. Rørslebasert attkjenning nyttar eigenskapane bak det å sjå på 

fleire bilderammer i ein sekvens for å skilje ut rørsler i scena og klassifisere objekt utifrå rørsle. 

Monokamera 
Utsjåandebasert attkjenning er mest brukt i monokamera. Ved å finne eigenskapspunkt i bilde blir køy-

retøy klassifisert ved ulike kriterium. Dette vere seg symmetri, farge, kantar, hjørne, lys eller andre 

delar på køyretøyet. Saman med andre sensorar vil dette kunne skilje avstanden mellom dei ulike ob-

jekta som er funne i scena. 

Multiple kamera 
Når det blir lagt til to eller fleire kamera blir det mogleg å estimere djupne i ei scene samt størrelse på 

objekt. Ved stereosyn og enda fleire kamera er det moglegheit for å estimere eit disparitetskart og 

skilje mellom ulike objekt ved ulike avstandar. Det er da naturleg å søke etter objekt i eit 3D-miljø, og 

i litteraturen er det mest vanleg å nytte seg av rørslebasert attkjenning i nettopp eit 3D-miljø.  

Mikrofon (akustiske sensorar) 
Akustiske målingar er ikkje mykje brukt i konvensjonelle køyretøy, og denne delen kan sjåast på som 

ein relevant digresjon. Andreas Klausner, Stefan Erb, Allan Tengg og Bernhard Rinner la fram ei hypo-

tese om at køyretøy etterlata seg akustiske avtrykk som kan forbetre robustheita og attkjennings-raten 

i samarbeid med allereie eksisterande video[51]. Dei har i dette eksperimentet satt to mikrofonar langs 

ein veg, og ikkje om bord i eit køyretøy da dette ville ha skapt enda fleire utfordringar. Eksperimentet 

synte at løysinga fungerte best for hastigheiter under 70 km/t og i vegbanar med ei køyreretning. Det 

er i denne rapporten ikkje diskutert noko vidare om dette. 
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 Køyretøyattkjenning med kamera 

Dette kapittelet tar for seg tidlegare arbeid med kamera for køyretøyattkjenning. Det er gjort mykje 

forsking på kva type bildebehandling som er blitt brukt opp gjennom åra, og det vil her i hovudsak 

baserast på rapporten av Sivaraman et al. som delar køyretøyattkjenning i trafikken inn i to hovudka-

tegoriar, utsjåande -og rørslebasert[5]. Rørslebasert objektattkjenning er hovudsakleg brukt for 

«tracking» av objekt. Dette har etter kvart blitt meir vanleg enn utsjåandebasert sidan det i eit trafikk-

bilde er interessant å føresjå retninga på hindringar i vegbana. Som nemnt i kapittel 3.3 er utsjåande-

basert attkjenning hovudsakleg presentert i monokamera, men er høgst relevant i ein stereorigg for å 

skilje mellom objekt. 

3.4.1 Utsjåandebasert objektattkjenning 

Det er her valt å presentere ei utval tidlegare arbeid på utsjåandebasert objektattkjenning. Det er her 

interessant å sjå på dei ulike løysingane mellom mono -og stereoriggar. 

Monosyn 
Dei siste åra har detektering gått frå forholdsvis enkle metodar der det blir sett på eigenskapar som 

symmetri og kantdeteksjon på køyretøy[4], til meir robuste metodar for attkjenning der ulike 

eigenskapspunkt i bilda blir trekt ut og køyretøy kan bli klassifisert direkte frå bilda[5]. 

Ein gjengangar i litteraturen er å finne HOG og Haar-liknande eigenskapar i ei trafikkscene. Bakgrunnen 

for desse algoritmene er forklart i kapittel 2.3.2. HOG-eigenskapar er nytta i fleire studiar [52], [53], og 

i [54] blir HOG nytta i samband med ein SVM-klassifiserar for å kjenne att køyretøy i urbane 

omgivnadar. Eksperimentet viser til ein gjennomsnittlig køyretøydeteksjon på 97%. Rapporten 

konkluderar med at HOG-eigenskapane er tunge i ei utrekning, noko som ikkje er så ideellt for sanntids-

applikasjonar. Dette har gjort til at det er konstruert utvidingar av denne detektoren som pi-HOG[55] 

og L-HOG[56], samt nye metodar for å finne region av interesse. 

Haar-eigenskapar vart nytta i [28] i samband med Adabost som ein aktiv læringsalgoritme. Bakgrunnen 

for valet av eigenskapsdetektor er den kjappe kalkuleringa denne algoritma oppnår ved å nytte 

integralbilde. Dette er bakgrunnen for å bruke Haar-eigenskapar i dei fleste studiar[27]. Både HOG og 

Haar vart nytta i [57] for å detektere køyretøy i ei køyrebane. Det var her eksperimentert med feilraten 

mellom HOG og Haar, samt ein kombinasjon av begge to der den siste kom ut som ein klar vinnar.  

 

Figur 40 Ulike resultat frå deteksjon av køyretøy: Venstre: HOG-eigenskapar[54]. Midten: Haar-eigenskapar[28]. Høgre: Fu-
sjon av HOG -og Haar-eigenskapar[57]. 

[58] eksperimenterte med ulike eigenskapar som PCA2, wavelets og Gabor filter med klassifisererane 

SVM og nevrale nett. Konklusjonen her var at det ikkje var noko synleg forskjell i tidsbruk for dei ulike 

kombinasjonane, men ein fusjon av wavelets og Gabor gav det mest nøyaktige resultata. På bakgrunn 

av at forfattarane av denne rapporten ønskte å konstruere ei algoritme for sanntids-deteksjon, blei det 

konkludert med at denne metoden var for tung for ei sanntids-kalkulering. PCA kom her dårligast ut, 

                                                           
2 PCA står for «principal component analysis» og blir brukt ved å konstruere ein eigenskapsvektor basert på ei-
genvektorane frå eit bilde[98]. 
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rett etter wavelets og Gabor. Systemet dei valte å nytte i ei sanntidsdetektering var med Gabor filter 

og ein SVM-klassifiserar. Dei oppnådde ein deteksjonsrate på 10Hz som tilsvarar ein deteksjon for kvar 

3m i ca. 70mph (112km/t). [31] undersøkte HOG -og Gaboreigenskapar med tre ulike klassifiserara; 

SVM, multilags perceptron NN, og Mahalanobis avstand. Eksperimentet her gjekk ut på å søke etter 

den den beste metoden for hypoteseverifisering. Datasetta som vart brukt til trening hadde da allereie 

blitt markert med eit område av interesse. Resultata her synte at HOG eigenskapar var betre enn Gabor 

ved alle klassifiserarane, både på presisjon og deteksjonsrate, der HOG med ein SVM-klassifiserar gav 

best resultat. 

SIFT algoritma blei nytta i [59] for å detektere bakdelen av køyretøy i ei køyrebane. Ved å trene på ein 

database med 1050 bilder av køyrefelt med køyretøy under ulike forhold, var det mulig å identifisere 

køyretøy som var delvis synlige. Dette syner den sterke eigenskapen bak SIFT algoritma som gjer til at 

det er ei mykje brukt algoritme. Den like kjente algoritmen SURF vart nytta ilag med Canny 

kantdeteksjon i [60] for å sjekke for køyretøy i blindsoner. SURF finn først dei eigenskapane som er 

distinktive og skaleringsinvariante for eit køyretøy. Kantdeteksjon nyttar dei ved å finne det kant-

segmente med lengst samanhengande linjer, for så å velje det som ein eigenskap for køyretøyet. Dette 

kan til dømes være kanten på eit dekk sidan dei er runde og har dermed kontinuerlige linjer. 

 
Figur 41 Venstre: Delvis skjult køyretøy er detektert med SIFT[59]. Høgre: Køyretøy i ei dødsone er detektert med SURF[60]. 

Det er utført eksperiment med ein kombinasjon av detektorar i fleire rapportar. [61] nyttar ein kombi-

nasjon av Haar og SURF for å verifisere køyretøy. Område av interesse blir her funne ved å detektere 

køyrefeltet, men kan oppleve feilklassifisering dersom feil køyrefelt blir detektert. 

Med fokus på raske deteksjonar og attkjenningar drar [62] ein parallell til dei menneskelege evnene til 

å raskt oppfatte og prosessere miljøet rundt seg. Her blir det presentert arbeid gjort av Koch og Ullman 

der dei føreslo konseptet “visual salency”. Dette er eit omgrep som er tatt frå nevroforsking og som 

omhandlar nettopp menneskets raske evne til å detektere spesielle objekt i ei scene. Forsking på dette 

området er gjort i fleire år, men denne rapporten drar fram arbeid gjort i 2012 som krevjar låg rekne-

kraft og er rask å estimere[63]. Figur 42 syner resultatet av denne type HG  som er eit segmentert bilde 

som framhevar det objektet som er interessant å verifisere. Denne rapporten framhevar eigenskapane 

bak djupe neurale nett for klassifisering. Rapporten konkludera med ein deteksjonsrate på 98% og ein 

hastigheit på 31Hz. 

 

Figur 42 Saliency map: Venstre: Input av eit køyretøy. Midten: gråskalert saliency kart. Høgre: Segmentert bilde som fram-
hevar området der kandidaten for verifisering er i bildet. Bilda er henta frå [62].  
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Stereosyn 
Stereosyn gjer moglegheit for å måle størrelse på objekt og skilje mellom ulike objekt i ei scene ved å 

sjå på dispariteten, som er forklart i  kapittel 2.2.3. [64] nyttar seg av ein stereorigg for å skape eit 

disparitetskart av omgivnaden med den kjente semi-globale metoden, som er forklart i kap. 2.3.3. For 

å vidare skilje mellom vegbana og køyretøy er konseptet v-disparitet introdusert. Den blir funnen ved 

å nytte eit histogram med disparitetsverdiar for kvar piksel-lokasjon med same vertikale bildekoordi-

nat. Det er då mogleg å sortere ut pikslar som er tilhøyrande vegbana ved ulike algoritmar. Denne 

rapporten nyttar seg av Hough-transformen3 for å klassifisere pikslar som veg på bakgrunn av ein mo-

dell mellom disparitetskartet og v-koordinatane. Når vegen er sortert ut frå scena, kan køyretøyet bli 

detektert ved å sjå på kontaktpunkt mellom dekk og vegbane. Figur 43 syner resultatet av v-disparite-

ten frå rapporten. Denne metoden var blant anna nytta av det kjente TerraMax køyretøyet under 

DARPA Urban Challenge 2007[65]. Ei vidareføring av arbeidet med v-disparitet er  u-disparitet[66]. Til 

forskjell frå v-disparitet så er denne metoden generell for heile bildet. Ved å estimere eit disparitets-

bilde så kan avstanden til dei ulike objekta i scena finnast, og det resulterande bildet kan samanliknast 

med eit fugleperspektiv over den målte scena. Dette bildet blir nytta for å lettare estimere eit over-

siktskart over vegbana, og er synt i Figur 44. Til samanlikning så nytta TerraMax IPM, som er forklart i 

kap. 2.1.2, for å detektere objekt i køyrebana[65]. Denne metoden skapar da eit fugleperspektiv av 

køyrebana, som synt i Figur 45. Ved å finne gradienten i bilde vil køyretøyet skilje seg ut og bli funnen 

ved å sjå på polar-histogrammet til bildet. 

 

Figur 43 V-disparitet: Venstre: Bilde av ein kurva veg frå stereokamera. Midten: Vegen er sortert vekk. Her er delar av vegen 
registrert som hindringar sidan vegen er antatt rett. Høgre: Vegen er antatt kurva og hinder i scena er enda meir tydelige 

enn for bildet i midten. Bilda er henta frå [64] 

 

Figur 44 U-disparitet: Venstre: Estimert oversiktskart frå u-dispariteten. Midten: Detekterte objekt frå oversiktskartet. 
Høgre: Dei detekterte objekta er prosjektert over det venstre stereobildet. Bilda er henta frå [66] 

                                                           
3 Houghtransformen er ein metode som er brukt for å finne linjer i eit bilde[99].  
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Figur 45 IPM. (a) og (b) syner IPM bilde generert frå stereokamera. Vidare blir det generert eit bilde for å framheve skilna-
dane mellom kvart av bilda (c). (d) syner resultatet etter bildet er filtrert med Sobel kantdeteksjon. (e) syner ei terskling som 

framhevar eigenskapar frå køyretøyet. Og til slutt så blir kantane representer i polare koordinatar (f). Det nedste bildet 
syner det detekterte køyretøyet. Her er det ein ekstrem linseforvrenging som kun blir tatt hensyn til før IPM bildet blir 

generert. Bilda er henta frå [65]. 

Kombinasjonar av u -og v-disparitet vart nytta i [67]. Rapporten nyttar først eigenskapane bak DNN for 

å detektere køyretøy og skape eit område av interesse ved å trene på eit sett med bilde, deretter blir 

køyretøya verifisert ved å studere scena i form av v -og u-disparitet. 

I [20] blei eigenskapane bak stereomatching nytta for å måle avstand til objekt i ei scene og deretter 

konstruere lagvise bilde, basert på avstand, for å skilje mellom dei ulike objekta. Figur 46 illustrera 

arbeidet bak stereomatching. Her har dei valt å nytte SAD algoritmen for å finne korrelasjonen mellom 
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LOG-filtrerte bilde, der bakgrunnen for å pre-filtrere bilda er å forsterke eigenskapspunkta. Målefeil 

for avstand og størrelsemåling var her under 5% og 10%, respektivt. Ulike eigenskapar som størrelse 

og bildeintensitet var kombinert i [68] for å detektere objekt i ei scene. Her blir høgde og breidde på 

objekt målt i både djupne -og intensitetsbilde, samt samanlikna med ein mal som er utarbeidd både 

for køyretøy og personar i scena. 

 

Figur 46 Lagvis deteksjon. Utifrå stereobilde blir det generert eit disparitetskart som innehar avstandar og størrelsar på ob-
jekt i scena. Ved å skilje mellom dei ulike avstandane blir det generert lagvise bilde med informasjon om den ulike avstan-
den. Siste bilde syner dei detekterte objekta med målt størrelse og avstand. Her er det også ein feildeteksjon (4). Bilda er 

henta frå [20]. 

Nokre studiar har og nytta clustering i disparitetskartet for å detektere objekt. [69] detektera køyretøy 

frå disparitetsbilde, og estimera samtidig køyretøyets orientering i scena ved å nytte ein iterativ næ-

raste-punkt-algoritme på 3D-modellen. Figur 47 illustrera dette. I [70] blir det brukt ulike eigenskapar 

som er basert på tidlegare arbeid med deteksjon ved hjelp av stereosyn. Kvart punkt på bakdelen av 

eit køyretøy vil ha lik avstand frå kamera og dermed ein lik disparitetsverdi. På bakgrunn av dette blir 

søket etter eigenskapar basert på punkt som er samla i disparitetskartet. Sjølve deteksjonen er gjort i 

fleire steg. Ved å dele scena inn i fleire områder (gates), minimerast søkefeltet og dermed blir berek-

ninga raskare. Eigenskapar i bildet blir definert av kantar på køyretøyet som blir framheva med gradi-

enten for så å bli definert med clustering. Avstanden til kvar eigenskap blir så kalkulert ved å konstruere 

eit disparitetskart ved ein lokal metode ved hjelp av SAD-kostnad, som er forklart i kapittel 2.3.3. Vidare 

blir dei falsk-positive klassifiseringane sortert ut ved ulike metodar, blant anna HOG-AdaBoost klassifi-

sering. 
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Figur 47 Clustering: (a) syner det opprinnelige bildet med plott av 3D-punkt. (b) syner eit fugleperspektiv av den samme 
scena. (c) syner clustering av køyretøyet i blått. Bilda er henta frå [69] 

Dei fleste studiar presentera stereosyn i ein botn-opp-metode, der dispariteten blir kalkulert og objekt 

blir detektert i ein 3D-modell. [71] foreslår å angripe problemstillinga ved å snu opp-ned på metoden, 

her kalla stereoassistanse. Her blir dei relevante objekta detektert i eit enkelt kamera, og vidare loka-

lisert ved å sjå på informasjonen frå to kamera. Bakgrunnen for denne løysinga er å minimere den 

komplekse kalkuleringa som må til for å generere eit komplett disparitetskart. Rapporten understrekar 

fleire fordelar med å utføre deteksjonen ved stereoassistanse: 

 Metoden er meir robust i søket etter felles punkt sidan det blir gjort i mindre delar av bildet 

(samanlikna med klassisk stereosyn). Dette fører til at det kan brukast matematisk tyngre me-

todar for å finne felles punkt på dei mindre delane i bildet, og samtidig ha eit raskt system. 

 Sjølv om delar av bildet har forstyrringar, som forvrenging pga. regn på vindaugsruta, sjå Figur 

48, klarar systemet å detektere køyretøy. 

 Kan detektere objekt ved lengre avstandar. I eit vanleg disparitetskart kan objekt ved lange 

avstandar smelte saman og sjå ut som eit objekt. Ved stereoassistanse blir kvar av objekta 

detektert før avstanden blir målt. 

 

Figur 48 Stereoassistanse: Øvst: Venstre og høgre bilde ifrå stereokamera der høgre kamera opplever ei forvrenging pga. 
vatn på ruta. Nedst: Kvart av køyretøya er detektert i kvart av bilda. Bilda er henta frå [71].  
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3.4.2 Rørslebasert objektattkjenning 

Til forskjell frå utsjåandebasert attkjenning så er dette tema basert på bruk av fleire bilderammer i 

serie, som gjer moglegheit for rørsleattkjenning basert på ulike algoritmar slik som optisk flyt[5]. Denne 

type objektattkjenning er, som nemnt i kapittel 3.3, mest brukt for stereosyn. Det vil her bli presentert 

nokre eksempel på arbeid med rørslebasert attkjenning. 

Sivaraman et al.[5] presentera arbeid med både mono og- stereosyn for rørsleattkjenning. Her favori-

serast stereosyn sidan det gjev ein moglegheit for å måle objektet i eit 3D-rom. For monosyn blir det 

presentert ulikt arbeid der det blant anna er brukt adaptive bakgrunnsmodellar som skilja mellom eit 

køyretøy i bevegelse og den statiske bakgrunnen. I tillegg blir det presentert arbeid der optisk flyt blir 

nytta for å detektere køyretøy i bevegelse i enkle bilde. For stereosyn drar han fram fordelen med to 

kamera, der objektet kan bli detektert i bilde frå det eine kamera og deretter bli observert over fleire 

bilderammer ved å nytte optisk flyt. Fordelen er at køyretøyet kan bli observert i 3D-rommet ved hjelp 

av disparitetskartet. Tabell 1 syner nokre eksempel på tidlegare arbeid med rørslebasert attkjenning. 

Tabell 1 Eksempel på tidlegare arbeid på rørslebasert attkjenning 

Monosyn 

Årstal Studie Metode  Kommentar 

2006 [72] Dynamisk modellering av bakgrunn for 
å overvake køyretøy i ei forbikøyring 
på ein video. 

Detektera ca. 100% 
av køyretøy som ut-
førar ei forbikøyring 

2011 [73]  
Deteksjon ved optisk flyt, klassifisering 
ved ein «hidden Markov modell». 

Ca. 86,6% av køyre-
tøy blir detektert. 
Deteksjonen er av-
grensa av avstanden 
i scena. 

Stereosyn 

Årstal Studie Metode Kommentar 

2005 [74]  
 

Optisk flyt 

Interessepunkt er 
følgt i bildeplanet 

med optisk flyt. Til-
svarande 3D-punkt 

og hastigheit er følgt 
med eit Kalmanfilter. 

2012 [75]  
Optisk flyt og oversiktsnett over scena. 

Effektiv berekning 
ved å implementere 
systemet på ein GPU. 
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3.4.3 Utfordringar ved å bruke kamera som sensor 

Passive sensorar som er avhengig av lys(kamera) har fordelen med at dei kan kjenne att detaljar og 

behandle informasjon i trafikken. Dette vere seg køyrefelt, trafikklys og objekt som menneskjer og 

køyretøy. Ulempa med kamera vil oppstå når belysning og eksterne parameter forstyrrar målingane. 

Eksempelvis så er kamera avhengig av tilstrekkeleg med lys for å kunne få bilde som kan prosesserast, 

så ved nattetid vil det vere avgrensingar. For stereokamera er i tillegg algoritmane for objektdeteksjon 

basert på at stereokamera sine ytre og indre parameter er kjent, noko som kan bli justert avhengig av 

køyretøyets posisjon og andre ytre element. 

Skiftande kameraparameter 
Ei av problemstillingane som kan dukke opp i eit slikt miljø, er den konstante bevegelsen i bilen og 

deretter kamerariggen. Dette vil igjen føre til at dei eksterne parameterane til kamera vil forandre seg. 

Det kan stillast spørsmål om dette er  ein faktor som gjev stor innverknad sidan dei fleste bilar i dag 

baserer seg på ein fusjon mellom kamera og andre avstandsmålingar. Det er forska på fleire ulike me-

todar på sanntids kamerakalibrering dei siste åra, og i [15] blir det presentert ein omfattande kontinu-

erleg kalibrering av stereokamera for dei ytre kameramatrisene. Her nyttar dei eit Kalman-filter for å 

predikere dei eksterne parameterane. På bakgrunn av den epipolare avgrensinga, som er gått gjennom 

i teoridelen, så kan rotasjon og translasjon mellom kamera bli funne ved å finne felles punkt i begge 

bilda, og deretter estimere den fundamentale matrisa som fortel noko om rotasjon og translasjon mel-

lom kamera. Den endelege løysinga estimerer dei 6-DOF relative transformasjonar mellom både ka-

mera, men også mellom køyretøy og kamerarigg. 

Nedsett lyskjelde 
Ved ulike lysforhold vil dei konvensjonelle kamera ha vanskeleg for å kunne gje optimale bilde, da 

spesielt i mørke og skumring da ytre lysforhold er svakare enn ved dagtid. På side 52 blir det presentert 

ulike kamera som kan erstatte konvensjonelle kamera i slike situasjonar, men vanlegvis er det ynskjeleg 

å kunne bruke dei ordinere pga. pris. Attkjenning av objekt i mørke er eit problematisk tema sidan 

kamera er  avhengig av køyretøy sine eigne og/eller ytre lyskjelder for å få fram eigenskapane i eit 

bilde. Ulike løysingar på dette problemet er blitt presentert dei siste åra. [76] nyttar fleire eigenskapar 

for å kunne detektere køyretøy både under dagslys og mørke. For å skilje mellom køyretøy under 

mørke scener ser dei på baklys, og klassifisera køyretøy på bakgrunn av avstanden mellom to baklys. 

[77] har også gått ut ifrå situasjonar som er dårleg opplyst og der køyretøyet manglar direkte attkjen-

nande eigenskapar. Denne rapporten legg og vekt på at nokre u-land ikkje har noko regelverk for at 

køyretøyet må ha to fungerande baklys, og at tidlegare algoritmar da kan oppleve feildeteksjon. Her 

blir det presentert ein deteksjon der køyretøy med berre eit fungerande baklys kan bli identifisert som 

køyretøy, og ved å addere optisk flyt på scena blir køyretøy segmentert og detektert. Tabell 2 viser 

nokre eksempel på arbeid ved nedsette lysforhold. 

Tabell 2 Eksempel på tidlegare arbeid for køyretøydeteksjon ved nedsette lysforhold 

Årstal Studie Metode 

2005 [78] Nyttar stereosyn for å finne 3D 
kantar av hindringar, og farge-
deteksjon for deteksjon av 
baklys. 

2007 [76] Deteksjon basert på baklys. 
Vurderast på bakgrunn av ein 
fast avstand mellom baklys. 
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2016 [77] Deteksjon basert på baklys. Sa-
manlikna resultat med state-
of-art. 

 
Tunge kalkulasjonar 
Den informasjonen som eit bilde innehar krevjar avanserte algoritmar for å sortere. I kapittel 3.4.1 er 

arbeid med ulike algoritmar presentert, der særleg SIFT og SURF ikkje levera resultat som er gode nok 

for eit sanntids system. I nyare tid er produksjon og konstruksjon av meir kraftige datasystem og GPU-

ar blitt meir aktuelt. Dette har gjort til at datasyn sine eigenskapar er meir aktuelle i dag enn kva dei 

var for nokre år sidan[79].  

Ulike typar kamera for ulike scener 
Som tidlegare nemnt så er det ulike problemstillingar som eit konvensjonelt kamera ikkje fungera så 

godt i, dette være seg i mørke og ekstremt belyste settingar. I lågt belyste scener må kamera ha lengre 

lukkartid for å få fram detaljar i bilde, noko som går utover behandlingstida for ein deteksjonsalgo-

ritme. Det er stadig ei utviklinga av kamera og det blir stadig betre oppløysing i kamera som gjer enda 

betre informasjon om scena. Dilemma framover er om det skal fokuserast meir på ukonvensjonelle 

kamera som kan lese trafikkbilde i andre spektrum enn vanleg. Dette vil jo gå på kostnad av pris, som 

er hovudmotivasjonen bak det å faktisk bruke eit kamera som ein sensor. I tillegg så har dei vanlege 

dagslys kamera mindre energiforbruk enn alternativa. Tabell 3 syner nokre eksempel på arbeid med 

alternative kamera. I [58] blir Ford sitt proprietær låglyskamera nytta for å kunne detektere køyretøy 

både under dagtid, men også under forhold med mindre lys. I eit arbeid for å få ein konvoi til å følgje 

kvarandre (eng: platooning) er det brukt eit sett ulike sensorar for å registrere køyretøy under lågt 

belyste forhold[80]. Her er primærsensoren eit vanleg kamera, men det vart naudsynt å utvide med 

eit termisk og eit låglys kamera for å skape eit robust system ved både skumring og natt. I [81] nyttar 

dei seg av ein fusjon av ulike kamera som består av eit vanleg kamera, eit farge nattsyn kamera og eit 

termisk kamera. 

Tabell 3 Eksempel på tidlegare arbeid med ulike kamera 

Årstal Studie Kamera 

2006 [58] Proprietær låglys kamera 

2015 [80] Termisk -og låglys kamera 

2015 [81] Nattsyn -og termisk kamera 

 

Desse ulike alternativa skapar betre deteksjonar under dårlegare lyssettingar, men er også dyrare i 

innkjøp. Denne problematikken må vurderast i forhold til kva scener køyretøyet skal operere i. Til dø-

mes så er det presentert arbeid over der deteksjonen basera seg på andre køyretøy sine ytre lys, slik 

at konvensjonelle kamera kan nyttast. I tillegg så vil eit køyretøy sine eige lys lyse opp scena framfor 

seg slik at vegbane og hindringar er synlege.  
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 Fusjon mellom aktive og passive sensorar 

Som forklart i kapittel 3.2 og 3.3 har dei ulike sensorane ulike kvalitetar og eigenskapar. Dei kommer-

sielle køyretøya som fokusera på autonome køyretøy har ulike kombinasjonar av sensorar, da hovud-

sakleg kamera og radar. Eksempelvis så nyttar Tesla seg av ein radar som primærsensor med kamera 

som ein sekundersensor. Ford har nyleg lagt fram ei pressemelding der dei seier at arbeidet med au-

tonome bilar vil nå ein høgdepunkt i 2021 med ein fusjon mellom kamera og Velodyne sine lidarsys-

tem[49].  

Det er dei siste åra studert på ulike kombinasjonar av sensorar. Bruk av lidar har først tredd fram i dei 

seinare år pga. kostnaden har vore så høg at det ikkje har vore påtenkt til kommersiell bruk. Lidar har 

vore mykje brukt i prototypane av autonome bilar sidan det er mogleg å kontinuerleg ha ei oversikt 

over miljøet rundt køyretøyet, og under testing av køyretøyet er det mogleg å kartlegge områder som 

kan nyttast på eit seinare tidspunkt. Sun et al. som tar for seg arbeid før 2005 legg fram at fordelane 

med å nytte fleire sensorar skapar meir presise målingar, men robustheit og pålitelegheit bør forbet-

rast[4]. Sivaraman et al. som tar føre seg arbeid mellom 2005-2013 kommentera på prisreduksjon 

rundt radar og lidar, og at retninga framover vil fokusere på ein fusjon mellom ulike sensorar[5]. 

Det er i litteraturen tre hovudmetodar for sensor-samarbeid[82]: 

 Lågnivå: Informasjon er innhenta og nytta direkte til å skape eit nytt informasjonsbilde. Til dø-

mes kombinere vanlege bilde med det infraraude spekteret, eller to stereokamera for å skape 

eit disparitetskart. 

 Mediumnivå: Kombinere eigenskapar frå ulike sensorar for å detektere og klassifisere objekt. 

Eksempelvis avstand frå radar og eigenskapspunkt frå kamera. 

 Høgnivå: Basert på deteksjon og klassifisering mellom dei ulike sensorane blir den endelege 

avgjersla tatt ved å sjå på den vekta summen basert på kvar av sensorane. 

Det som er repeterande i litteraturen er oftast ein mediumnivå fusjon mellom kamera og radar der eit 

monokamera identifisera køyretøy, og radaren målar avstand. [83] nyttar ein kombinasjon av radar og 

kamera og drar ein parallell til det menneskelege synet. Her nyttar dei seg av ein mm-radar som skal 

erstatte «rod-cell» i det menneskelege auget, og kamera som skal erstatte «cone-cell». Bakgrunnen 

for denne samanlikninga er menneskets raske evne til å oppfatte bevegelse med «rod-cell» for så å 

definere ein ROI, for så å skilje ut objektet og «tracke» det med «cone-cell». Figur 49 syner ei oversikt 

over systemet. 

 

Figur 49: Objekt deteksjon ved mediumnivå fusjon: Objekt blir detektert med ein millimeter bølgelengde radar(MMW) og 
gjev region av interesse til kamera for vidare deteksjon. Det samla resultatet frå begge sensorane er eit detektert køyretøy. 

Figuren er henta frå [83] 
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[84] nyttar radar og monokamera for å lese ut informasjon frå scena. Ved å nytte avstandsinformasjo-

nen frå radar blir objekt som er registrert frå radaren plotta i bilde frå kamera. ROI blir definert utifrå 

punkt som radaren har definert som objekt, og for å finne eigenskapar i bilde er det nytta ein HOG-

deskriptor. Deretter blir objekt i scena klassifisert som køyretøy eller ikkje køyretøy. I denne rapporten 

er det kommentert at deteksjonsraten på 20Hz er avgrensa av radaren. [85] nyttar i staden eit høgnivå 

samarbeid mellom sensorane. Bakgrunnen er at det er vanskeleg å detektere ein bra nok ROI for de-

teksjon sidan radaren kan oppleve å berre detektere delar av køyretøyet. Ved å detektere objekt med 

radar og samtidig detektere køyretøy i frå bilde ved å clustre skuggane under køyretøy og nytte ein 

SVM-klassifiserer, så blir dei beste samanlikningane detektert som køyretøy. Dei resultata som blir for-

kasta blir dobbeltsjekka opp mot nye bilde og evaluert på nytt. 

[86] nyttar ein lidar kombinert med monokamera for deteksjon av køyretøy. Bakgrunnen er lidar sine 

presise målingar og moglegheita for å finne eigenskapar i scena med kamera. Her samanliknar dei ko-

ordinatane på eigenskapspunkt til objektet, både i bilde og i 3D-punktskya frå lidar. Dei respektive 

koordinatane kan da transformerast frå bildekoordinatar til 3D-punktskya ved ei transformasjonsmat-

rise, og på same måte frå skya til bildekoordinatar. Vidare er HOG nytta for køyretøydeteksjon og eit 

djupt nevralt nett er brukt for å kjenne att bremselys på bremsande køyretøy. [87] utnyttar eigenska-

pane bak stereosyn i kombinasjon med ein lidar. Ved å utvide disparitetskartet til v-disparitet, som er 

introdusert på side 46 , blir vegen lokalisert og objekt og delar av scena som ikkje er på vegen blir 

fjerna. Vidare blir informasjonen frå begge sensorane nytta for å detektere køyretøy i vegen, og vidare 

tracka med kalman-filter.  
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 Standarar i litteraturen 

Bakgrunnen for at det er så open forsking på dette feltet er den opne delekulturen som er mellom dei 

ulike forfattarane. Mange databasar for både resultat, bilde og algoritmar er opent for alle slik at det 

er mogleg å teste og forbetre dei ulike løysingane. Mellom 2005-2012 har Pascal Challenge hatt årlege 

konkurransar for å skape den beste detektoren. Vidare har ImageNet tatt over stafettpinnen, og er å 

sjå på som «state-of-art» av generelle databasar. 

Sjølv om desse datasetta er offentleg tilgjengelege er det framleis vanleg å konstruere eigne videodata 

som passar betre til eigne formål. Både infrastruktur og køyretøy kan variere over heile verda. Til sa-

manlikning vil det vere mykje meir køyrefelt med tunellar og ferjer i Noreg enn kva det vil vere i USA. 

3.6.1 Databasar 

Sjølv om bilfabrikantane sine løysingar er proprietær så er det firma som nyttar seg av offentlege da-

tabasar slik at det er mogleg at ulike personar kan forske på same datasett. Nokre rapportar innhentar 

eigne datasett med eigne kamera, men eit utsnitt av dei mest brukte datasetta er synt i Tabell 4. 

Tabell 4 Oversikt over mykje brukte opne datasett med bilde av køyretøy i trafikk. 

Datasett Beskriving Kommentar 

Caltech 1999 & 2001[88] Bilder av bakdelen av køyretøy 
i trafikk. 

652 bilder i 360x240 pixlar. Bil-
dene er frå ein motorvei i Cali-
fornia. 

PETS 2000[89] Bilde av personar og køyretøy 
utandørs. 

Treningssekvens med 3672 
bilde og ein testsekvens med 
1452 bilde. Bildene er på 
768x576 pixlar 

PETS 2001[90] Bilde frå to kamera. Video frå 
innsida av eit køyretøy fram-
over og bakover. 

2867 bilderammer 

LISA Vehicle Detection 
dataset[91] 

Tre fargevideoar på motorveg 
og i urbane omgjevnadar. Vi-
deoane er i ulike settingar slik 
som morgon, kveld, solskinn, 
overskya, osv. 

Utarbeidd av [28].  

TME Motorway Dataset[92] Videoar av ulike køyretøy på 
motorveien i Nord-Italia. 
Over 30 000+ bilderammer.  

Stereobilde på 1024x768 pixlar. 
Estimat av ego-motion, køyre-
tøy annotering og kjeldekode. 
 
Dette datasettet er spesielt 
laga for å nyttast til forsking. 
For å få tilgang må ein kontakte 
forfattarane i [93]. 

KITTI, 2015[94] 200 trenings-scener og 200 
test-scener.  

Resultat på ulike algoritmar.  

Pascal VOC[95] 20 ulike klassar og 11 530 
bilde. 

Årleg konkurranse mellom 
2005-2012 

ImageNet[96] 1000 klassar og 1 461 406 
bilde 

Årleg konkurranse som starta 
opp i 2010. 
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3.6.2 Målingar 

For sann -og falskdeteksjon i køyretøydeteksjon er det ulike standarar som er nytta[5]. For deteksjon 

av køyretøy er det vanleg å registrere sann-positiv og falsk-positiv måling. Gitt eit område som skal 

detekterast i ei ramme 𝐺𝑖, og deteksjonsområde 𝐷𝑖, så er deteksjonen sann-positiv dersom overlap-

pinga er over eit fast terskling T:  

𝐷𝑖 = {
𝑆𝑎𝑛𝑛 𝑝𝑜𝑠𝑖𝑡𝑖𝑣, 𝑑𝑒𝑟𝑠𝑜𝑚 

𝐺𝑖 ∩ 𝐷𝑖

𝐺𝑖 ∪ 𝐷𝑖
> 𝑇

𝐹𝑎𝑙𝑠𝑘 𝑝𝑜𝑠𝑖𝑡𝑖𝑣, 𝑒𝑙𝑙𝑒𝑟𝑠

 

Figur 50 illustrera ulike standarar som er nytta. 

 

Figur 50 Standarar for måling: (a) Sann eller falsk deteksjon basert på overlapping. (b) Plott av recall og 1-presisjon. (c) 
orientering og tids-måling for stereosyn, kombinert med sann måling. Figuren er henta frå [5] 

For stereosyn er det i tillegg fokus på nøyaktigheita på målingane for posisjon, orientering og liknande. 

Tabell 5 syner typen berekningar som er brukt for deteksjonar ved kamera. 

 

Tabell 5 Berekningsmetodar for køyretøydeteksjon 

Berekningar Definisjon 

Deteksjonsrate/Sann-positiv/Recall 𝑇𝑎𝑙 𝑆𝑎𝑛𝑛 𝑃𝑜𝑠𝑖𝑡𝑖𝑣

𝑇𝑎𝑙 𝐾ø𝑦𝑟𝑒𝑡ø𝑦
 

Presisjon 𝑇𝑎𝑙 𝑆𝑎𝑛𝑛 𝑝𝑜𝑠𝑖𝑡𝑖𝑣

𝑆𝑎𝑛𝑛 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑘 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒
 

Falsk positiv 𝐴𝑛𝑡𝑎𝑙 𝐹𝑎𝑙𝑠𝑘 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑆𝑎𝑛𝑛𝑠𝑦𝑛𝑙𝑒𝑔𝑒 𝑑𝑒𝑡𝑒𝑘𝑠𝑗𝑜𝑛𝑠𝑏𝑜𝑘𝑠𝑎𝑟
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Falsk positiv rate/ 1-Precision 𝐴𝑛𝑡𝑎𝑙 𝑓𝑎𝑙𝑠𝑘 𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑆𝑎𝑛𝑛 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑘 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒
 

Falsk Positive per Ramme/Falsk Positive per 
Bilde 

𝐹𝑎𝑙𝑠𝑘 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝐴𝑛𝑡𝑎𝑙 𝑅𝑎𝑚𝑚𝑒𝑟
 

Stereosyn 

Gjennomsnittleg absolutte feil 1

𝑁
∑|𝑥𝑒𝑠𝑡𝑖𝑚𝑒𝑟𝑡 − 𝑥𝑠𝑎𝑛𝑛| 

Standard fordeling av feil måling 
√

1

𝑁
∑(𝑥𝑒𝑠𝑡𝑖𝑚𝑒𝑟𝑡 − 𝑥𝑠𝑎𝑛𝑛)

2 
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4 Resultat frå dei ulike studia 

Dei fleste studiar sett ei nedre grense på deteksjonsraten ved 10Hz, som tilsvara ein deteksjon kvar 3. 

meter i ca. 112km/t[58][97]. Allereie ved denne responstida er det mogleg å forbetre trafikksikkerheita 

i trafikken sidan den gjennomsnittlege reaksjonstida for ein bilførar er ca. 1 sekund (1Hz). Sjølv om det 

menneskelege synet kontinuerleg overvakar og identifisera objekt, er det reaksjonsevna som avgjer 

utfallet av ein uføresett situasjon. På bakgrunn av litteratursøket som er gjort i denne oppgåva, er det 

interessant å sette dei ulike studiane opp mot kvarandre. Tabell 6 syner resultat av funna, frå kapitla 

3.4.1 og 3.5, i ei kronologisk rekkefølge der resultata er delt inn i monosyn, stereosyn og fusjon av 

sensorar. Resultat på deteksjonsfrekvens, sann positiv og falsk positiv er for nokre av studia det beste 

målte resultatet, sidan det er eksperimentert med fleire alternativ i nokre av dei. 

Tabell 6 Oversikt over rapportar som har forska på køyretøydeteksjon 

Monosyn 

Årstal Studie HG HV Deteksjons-
frekvens 

Målingar Kommentar 

2006 [58] PCA, wavelets, 
Gabor.  

SVM & 
Neurale 
Net 

10Hz Sann positiv: 94,6% 
Falsk positiv: 3,46% 

NN. gav dårlegare resultat 
enn SVM. Beste løysing var 
Gabor-eigenskapar med 
SVM. 

2008 [57] HOG & HAAR Adaboost 2,5Hz Sann positiv: 93.5% 
Falske alarmar per 
bilde: 0,00032 

Rapporten testar ulike 
kombinasjonar av detekto-
rar 

2010 [28] HAAR Adaboost n/a Sann positiv: 99% 
Falsk positiv: 8,5% 

Systemet har blitt testa 
over fleire datasett ved 
ulike forhold. 

2011 [53] HOG & HAAR SVM & 
Adaboost 

 
n/a 

 
Sann positiv: Ca. 77% 
1-presisjon: 0.1% 

Denne rapporten har eit 
fokus på å finne den beste 
klassifiseringsmetoden ba-
sert på to eigenskapsalgo-
ritmar. 

2011 [59] SIFT Hidden 
Random 
Field 

n/a 1)Sann positiv: 92,9% 
2)Sann positiv:85,9% 
 

1) Total måling 
2) Måling for delvis skjulte 
køyretøy 

2012 [52] Symmetri 
(Canny)+ cluste-
ring 

HOG + 
SVM 

 
 
12,5Hz 

 
Sann positiv: 94,6% 
Falsk positiv: 0,1% 

Her er eigenskapar som 
symmetri nytta for å finne 
ROI. HOG blir nytta for å 
finne betre eigenskapar i 
eit mindre område før klas-
sifisering. 

2012 [54] Eigenskapane til 
ulike delar av 
køyretøy med 
HOG 

 
L-SVM 

 
2,8Hz 

 
Sann positiv: Ca. 97% 
Falsk positiv: Ca. 
0,26% 

Løysinga med HOG i denne 
rapporten er for tidkrev-
jande. 

2012 [60] Kantdeteksjon & 
SURF 

Sannsyns-
klassifi-
sering 

 
0.48Hz 

 
Sann positiv: 85% 

Deteksjon i blindsoner. 
Omfattande kalkulering 
gjev veldig dårleg detek-
sjonsfrekvens. 

2015 [27] HAAR Utviding av 
Adaboost 

n/a Sann positiv: 97,4% 
Falsk-positiv: 3,22% 

Her er fokuset på å nytte 
dei kjappe HAAR-eigenska-
pane for å få ned tida på 
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trening. Samanlikna resul-
tat på felles database med 
«»state-of-art». 

2015 [31] Ferdig tillaga da-
tasett 

HOG+SVM 45Hz Sann positiv: 98,4% 
Falsk positiv: Ca. 
0,01% 

Rapporten testar skilnaden 
mellom ulike klassifiserer 
med HOG og Gabor 

2015 [55] Søk med eit gli-
dande vindauge 
basert på stør-
relse 

Pi-HOG + 
SVM 

4-11Hz Oppgitt grafisk. 
Pi-Hog med SVM ge-
nera best resultat. 

Samanliknar ulike eigen-
skapsdetektorar med ulike 
metodar for ROI, på fire 
ulike databasar 

2015 [61] Deteksjon av 
veg 

HAAR + 
SURF + 
AdaBoost 

Ca. 47Hz Sann positiv: 91,2% 
Falsk positiv: 13,6% 

Er avhengig av god 
lyssetting, og kan 
feilklassifisere dersom feil 
vegbane er detektert. 

2016 [62] Visual saliency Deep 
learning + 
SVM 

31Hz Sann positiv: 98,2% 
Falsk positiv: 0,78% 

Rapporten nyttar ei-
genskapane bak djupe 
neurale nett for ein kjapp 
deteksjon. 

Stereosyn 

Årstal Studie HG HV Deteksjons-
frekvens 

Målingar Kommentar 

2002 [64] V-disparitet Leiter etter 
kontakt-
punkt mel-
lom veg og 
dekk. 

 
 
25Hz 

 
Kontaktpunkt  mel-
lom køyretøy og veg 

 
Nyttar v-disparitet for å mi-
nimere søket i ei scene. 

2005 [20] Stereomatching 
ved lagvise bilde 

Objekt seg-
mentering 
i dispa-
ritetskartet 

 
12Hz 

 
Avstand og størrelse 
på køyretøy 

Målar avstand og størrelse 
på objekt ved å segmen-
tere ulike objekt i fleire lag. 

2005 [68] Samanlikne ob-
jekt i scena med 
ei mal 

Bayesian 
klassifise-
rer 

 
n/a 

Sann positiv: 84% 
Avstandsmåling 

Skil mellom køyretøy og 
personar i scena. 

2009 [69] Objektdeteksjon 
i disparitetskar-
tet. 

Clustering  
n/a 

Køyretøyets oriente-
ring og avstandsmå-
ling 

Estimera køyretøyets ori-
entering vha. clustering i 
disparitetskartet. 

2009 [70] Stereomatching 
i disparitetskar-
tet + clustering 

HOG-
Adaboost 

 
16Hz 

Sann positiv: 99% 
Falsk positiv: 1,77% 
Avstand til køyretøy 

Ved å dele inn scena i fleire 
regionar, aukar kalkule-
ringshastigheita. 

2010 [66]  
U-disparitet 

Clustering+ 
Bayesian 
filter 

 
n/a 

 
Avstandsmåling 

Ikkje oppgitt nokre direkte 
målingar 

2010 [71] Detektert i eit 
hovudkamera 

Identifisert 
i kamera 
nr. to i 3D-
rommet. 

Rapporten er 
ikkje spesifikk. 
Nemner at de-
teksjon er i 
sanntid. 

 
Avstandsmåling 

Rapporten presentera ste-
reoassistanse  

 
 
 
2015 

 
 
 
[67] 

 
 
 
DCNN 

 
 
 
U -og v-dis-
paritet 

 
 
 
Ca. 16Hz 

 
 
 
Sann positiv: 98,86% 
Falsk positiv: 
0,00015% 

 
 
Utnyttar eigenskapar frå 
monosyn i eit DCNN for så 
å verifisere køyretøyet i 
disparitetskart. 
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Fusjon av sensorar 

Årstal Studie HG HV Deteksjons-
frekvens 

Målingar Kommentar 

2005 [87] Stereosyn: v-dis-
paritet, lidar 

Clustering 25Hz Sann positiv 100% 
Falsk positiv: 1,2% 
Avstand 

Objekt blir detektert ved 
begge sensorane, og falske 
deteksjonar blir luka ut. 

2011 [85] Kamera: 
Skugge-detek-
sjon + radar  

SVM 15Hz Sann positiv: 96,5% 
Falsk positiv: 1,1% 
Avstand 

Objekt som er 
feilklassifisert blir re-
klassifisert for å minimere 
feilklassifisering.  

2014 [83] Radar Kamera: 
symmetri 

2Hz Sann positiv: 99,5% 
Falsk positiv: 0,86% 

Samanliknar systemet med 
den menneskelege synet. 

2015 [84] Radar Kamera: 
HOG + 
clustering 

20Hz Sann positiv: Ca. 82% 
Falsk positiv per 
bilde: Ca. 0,12 

Rapporten viser til ganske 
dårleg attkjenning frå ka-
mera, dei føreslår ei utvi-
ding med deep learning. 

2016 [86] Kamera + lidar HOG +  
attkjen-
ning av 
bremselys 
med DNN. 

27Hz Sann positiv: 99% 
Falsk positiv: -- 
Avstand 

Rapporten har bra resultat 
og føreslår å nytte deep 
learning for å forbetre køy-
retøy-deteksjonen enno 
meir. 
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5 Diskusjon 

Køyretøydeteksjon har hatt eit aukande fokus i fleire år. Arbeidet blant dei kommersielle bilfabrikan-

tane på å utvikle autonome bilar har gjort til at objektdeteksjon og attkjenning av køyretøy har fått eit 

større fokus dei siste åra. For at autonome bilar skal bli ein realitet må presisjonen på deteksjonen vere 

optimal i ulike scener og miljø. På bakgrunn av tidlegare arbeid og resultat ifrå dei ulike rapportane blir 

det her diskutert rundt dei ulike funna og kva som vil vere fokus framover. 

 Deteksjon med monosyn 

Objektdeteksjon for monokamera har hatt nokre vendepunkt dei siste åra. I kapittel 3.4.1 blir det pre-

sentert tidlegare arbeid der enkle metodar for å kjenne at faste mønster i ei scene har utvikla seg til å 

bli meir robuste og generelle. Tabell 6 syner ei oppsummering av arbeidet frå dette kapittelet med 

målingar og kommentarar. Tidlegare eigenskapar som symmetri og kantdeteksjon har utvikla seg til 

meir direkte eigenskapar som HOG og Haar. Dette er ei naturleg utvikling sidan eit køyretøy er lettare 

å finne i ei scene når det har spesifikke eigenskapar. Ved å sjå på symmetri og kantdeteksjon for seg 

sjølv, kan det oppstå fleire falsk-positive deteksjonar sidan andre objekt som bygningar og skilt kan ha 

den type eigenskapar. I verste fall så kan ein enkelt feildeteksjon føre til at køyretøyet bremsar og/eller 

tar ein uføresett manøver. Hovudbakdelen med monosyn er den manglande eigenskapen for å måle 

djupne i ei scene som gjere det vanskeleg å nytte aleine. 

For sjølve deteksjonen er det i denne rapporten presentert nokre algoritmar som er favorisert i feltet 

for køyretøydeteksjon ved monosyn. Dei basera seg på lokale og globale eigenskapar i bilde, og krevjar 

ulik reknekraft: 

HOG: Basera seg på globale eigenskapar og dannar ein eigenskapsvektor basert på lengde og oriente-

ring av gradientane i eit bilde. Algoritmen er også invariant mot orientering og illuminasjon, men kan 

vere tung i ei utrekning. I tillegg er eigenskapsvektoren, som kjem frå gradienten i eit bilde, generell og 

fortel ikkje noko om posisjonen til gradienten. Dette kan føre til at dei ulike cellene i bildet kan ha 

identiske retningshistogram. I seinare tid har ulike variantar i kombinasjon med ein GPU gjort denne 

til ein føretrekt metode. Frå kapittel 3.4.1 er den alternative pi-HOG algoritmen presentert[55]. Denne 

studien presentera ein utvida metode som gjer informasjon om gradientens posisjon og intensitet i eit 

bilde. Det viser seg at den er tyngre i ei utrekning men gjer betre resultat.  

HAAR: Desse eigenskapane har synt seg å ha den kjappaste algoritmen som er presentert her. Haar 

kjernane er veldig sensitive til horisontale og vertikale intensitetsforandringar og oppnår ei kjapp ut-

rekning ved bruk av integralbilde. Kjernane som blir brukt til å finne eigenskapane i eit bilde kan og bli 

utrekna ved ulik skala og posisjon. Algoritmen har og vist at den framhevar mange falsk positive må-

lingar, og er derfor heller ein kandidat til hypotesegenerering. 

Gabor: Nyttar seg av prinsippet bak wavelets og retningsbasert histogram. Filteret skapar stabile ei-

genskapar men er tung i ei utrekning. [31] viser at Gabor har dårlegare resultat enn HOG med fleire 

falsk positive deteksjonar, og er ikkje ideell å bruke aleine. 

SIFT: Algoritmen er invariant mot skala, translasjon og illuminasjon som gjere dette til ein veldig sterk 

og stabil algoritme. [59] syner at ved å trene på ein database med køyretøy, for så å teste på bilde med 

delvis skjulte køyretøy blir ein stor del av dei delvis skjulte køyretøya detektert. Algoritmen er vidare 

kompleks i utrekning av eigenskapar, noko som har gjort den dårleg for sanntidsapplikasjonar.  
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SURF: Denne er basert på trekk i frå Haar og SIFT og var utvikla for å ha ei algoritme som var kjapp i ei 

utrekning som samtidig skulle finne unike og sterke eigenskapar. Algoritmen er invariant mot skala og 

rotasjon men er framleis tyngre i ei utrekning i forhold til HOG og Haar.  

Det er vidare ein trend i miljøet ved å kombinere ulike eigenskapsdetektorar for å optimalisere detek-

sjonen og minimere falsk positive deteksjonar, men eigenskapane er framleis vanskelege å detektere 

ved dårleg lyssetting. Under deteksjon i mørke scener blir køyretøy oftast detektert ved å sjå på lys frå 

køyretøyet som skal bli detektert. 

Dei presenterte algoritmane er nokre av dei mest omtalte i litteraturen. Optimalt bør eit slikt system 

ha 100% sann positive deteksjonar med ingen falsk positive. Dette er ei veldig vanskeleg problemstil-

ling som er avhengig av mange ulike parameter. Dei siste åra har det blitt sett på alternative metodar 

for å trekke ut eigenskapar. [62] presentera ei ny løysing som basera seg på konseptet «visual 

saliency»[63] for hypotesegenerering og eit djupt nevralt nett for å trekke ut eigenskapar for verifi-

sering. Resultatet blir samanlikna med state-of-art arbeid for køyretøydeteksjon[58],[70]. Eigenska-

pane frå bildet er då funne med det nevrale nettet og klassifisert med ein ulineær SVM.  

 Deteksjon med stereosyn 

For stereosyn har det vore naturleg å utnytte eigenskapane i disparitetskartet. Tidlegare studiar foku-

sera på orientering  og avstand til objekt i scena, og har ingen direkte resultat på deteksjonsrate før i 

seinare tid. Tabell 6 syner ei oversikt over arbeid som er diskutert i kapittel 3.4.1. 

Sivaraman et al.[5] diskutera rundt det at stereosyn er mest brukt i rørslebasert attkjenning sidan 3D 

modellen frå systemet gjev gode moglegheita for «tracking» i rommet. Det har i denne rapporten vore 

hovudfokus på utsjåandebasert attkjenning, men kapittel 3.4.2 presentera nokre eksempel på rørsle-

basert attkjenning der optisk flyt blir brukt for å estimere bevegelse på objekt.  

Hovudproblemet med å nytte stereosyn er dei tunge utrekningane som oppstår når disparitetskartet 

skal estimerast. I kapittel 2.3.3 blir tre hovudmetodar for utrekning av disparitet presentert. På bak-

grunn av dette er det tydeleg ein popularitet for ein semi-global metode for å estimere ein global ener-

gifunksjon, som er ein kombinasjon av dei tidlegare lokale og globale metodane. Den presentera eit 

tydelegare disparitetskart enn den lokale metoden, og er kjappare i ei utrekning enn den globale. Al-

ternativt til disparitetskartet er det presentert arbeid med IPM, som er forklart i kapittel 2.1.2. Denne 

metoden nyttar informasjonen frå eit 3D rom og legg punkt i rommet horisontalt på eit plan for å skilje 

ut objekt. Ved å nytte denne metoden er det ikkje naudsynt med eit disparitetskart, men det set krav 

til at vegbana er forholdsvis rett for å få gode resultat. 

Estimering av kameraparameter under køyring er også utfordrande. Ujamn vegbane, vind og liknande 

kan føre til at stereoparameterane blir forandra. I kapittel 3.4.3 blir det presentert arbeid der kame-

raparameterane blir kontinuerleg kalibrert og justert. Dette er da ei løysing som vil gå på kostnad av 

reknekraft. 

Ved å nytte stereosyn i utsjåandebasert attkjenning har det vore populært å sortere ut objekt i vegbana 

ved å gruppere eigenskapar, eller vegen kan bli segmentert for å minimere ROI. Nokre studiar presen-

tera metodar for å skape eit oversiktsbilde ved å nytte IPM som ei alternativ løysing. Felles for desse 

metodane er fordelen av å detektere køyretøy og i tillegg måle avstand til objekt. Ein metode som er 

sett på som «state-of-art» innanfor stereosyn er presentert i [70]. Denne er strengt tatt ein fusjon av 

mono – og stereosyn sidan HG blir generert i disparitetskartet ved å sjå på områder med konstant 

disparitet, der bakdelen av eit køyretøy hamnar i denne kategorien, og falsk positive blir minimert ved 

å nytte ein HOG-Adaboost kombinasjon. Men også i stereosyn er det dei siste åra sett på alternative 
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metodar for å detektere køyretøy. [67] finn HG ved å trene eit djupt nevralt nett til å lokalisere eigen-

skapspunkt og verifisera køyretøy ved å studere scena i eit disparitetskart. Desse rapportane presen-

tera det hittil beste resultatet for køyretøydeteksjon ved hjelp av stereosyn. 

 Deteksjon med ein fusjon av sensorar 

I kapittel 3.5 blir det presentert arbeid med sensorfusjon. Ein slik kombinasjon av ulike sensorar har 

blitt meir vanleg i seinare tid. Auka etterspurnad etter radar -og lidarsensorar har gjeve ein prisreduk-

sjon som gjere dei meir aktuelle. Ved å nytte ein kombinasjon av sensorar vil dei ulike sensorane utfylle 

kvarandre, og deteksjonen vil bli betre ved hurtig varierande scener. 

Resultata frå Tabell 6 syner at deteksjonen frå dei ulike studia også er forhaldsvis bra. Kvart studie 

presentera at deteksjonen blir vesentleg forbetra ved å kombinere dei ulike sensorane, og at det er 

ulike svakheiter for kvar av dei: 

Radar: Ikkje så påverka av ytre forhold som lidar og kamera, men har generelt mykje støy i sine må-

lingar som kan skape ein del falsk positive målingar. Kan heller ikkje detektere eit køyretøy dersom det 

står i ro. 

Lidar: Skapar nøyaktige punktskyar av omgjevnaden og har gode målingar, men kan ikkje skilje mellom 

objekt. Er også sensitiv under scener med regn. 

Kamera: Er god på å skilje mellom objekt, men kan oppleve ein del falsk positive målingar ved hurtig 

skiftande lyssettingar, vêrforhold og liknande. 

Rapportane syner at system med sensorfusjon er meir stabil for varierande scener sidan det er mogleg 

å trekke ut dei beste eigenskapane frå kvar sensor. Slike system vil da ikkje ha same avgrensingar som 

eit system som er basert på kamera aleine. Nokre av dei nyare rapportane diskutera at kombinasjonen 

mellom radar, lidar og kamera kan forbetrast ved å nytte djupe nevrale nett[84], [86]. 

 Køyretøyattkjenning i fleire steg 

Ein to-stegs prosess ved å generere eit område av interesse (HG) for så å verifisere køyretøy i scena 

(HV) er ein mykje brukt metode for køyretøydeteksjon[4], [5]. Etter å ha funne eit område av interesse 

blir søket etter køyretøy i ein mykje mindre del av bildet, og behandlingstida går ned. I kapittel 3.4.1 

blir det presentert arbeid med kamerasyn der ulike metodar blir brukt for å finne HG og HV, og i kapittel 

3.5 blir det presentert arbeid med ein fusjon av sensorar med ulike metodar for å finne HG og HV. 

I monosyn  har metodar for å finne HG gått ifrå symmetri og kantdeteksjon til meir generelle algorit-

mar, som er diskutert i kapittel 5.1. Motivasjonen har vore at dersom eit  køyretøy blir mista i HG 

steget, så blir det heller ikkje detektert i HV steget. Denne faren er minimert dersom køyretøya har 

distinkte eigenskapar, og gjer det mogleg å hoppe over HG steget.  

For stereosyn blir HG steget utført i eit disparitetskart. Ved å segmentere veg eller å «clustre» objekt i 

disparitetskartet kan køyretøya bli kjent att i scena. «State-of-art» systema viser likevel at å kombinere 

stereosyn med eigenskapar frå monosyn skapar betre deteksjonar[70]. 

For fusjon av sensorar er det vanleg å parallelt detektere objekt i dei ulike sensorane, og vidare klassi-

fisere køyretøya på ein vekta sum mellom sensorane, og definere område av interesse for ein sensor 

med ein anna. Faren ved å miste eit køyretøy i HG steget blir da minimert. 
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 Sanntidsdeteksjon 

Fokuset på sanntids-system vore eit viktig tema. I eit autonomt køyretøy tar ein vekk den menneske-

lege oppfatningsevna, og må då erstatte det med eit system som overvakar miljøet og reagera på same 

måte. Litteraturen viser til ein minimum deteksjonsrate på 10Hz som tilsvara ein deteksjon for kvar 3. 

meter i ca. 110km/t. For å nå dette målet er det mange parameter som må stemme overeins. I littera-

turen er no bruken av GPU-ar meir aktuell sidan dei blir billegare og kan utføre utrekningar på parallelle 

prosessorar samtidig. Samtidig så er deteksjonsraten avhengig av at deteksjonsalgoritmane oppdate-

rast i ein rate som er kjapp nok. 

 Kommentar på resultat 

Det som er interessant å sjå på i denne rapporten er presisjon og hastigheit på dei ulike systema. For 

monosyn og fusjon av sensorar har alle rapportane resultat på sann-detekterte køyretøy, medan rap-

portar for stereosyn har hovudsakleg fokusert på avstand, størrelse og orientering på objekt. Det er 

først i nyare tid at rapportar med arbeid på stereosyn viser til ein presisjon på deteksjonar. 

Vidare så kan det stillast spørsmål om dei resultata som synar ei oversikt over presisjon og deteksjons-

rate eigentleg kan samanliknast sidan det er nytta ulike datasett i kvart studie. Optimalt så burde alle 

desse metodane ha vorte testa på det same datasettet for å kunne skilje ut kva som er den beste 

løysinga. Dei ulike studia som er presentert i rapporten har testa dette mykje på sin eigne måtar der 

nokre av dei går over fleire like datasett.  

Rapportens hovudfokus har vore køyretøydeteksjon i køyrefelt framføre køyretøy på dagtid. Det har 

vore presentert heilt kort ulike løysingar på deteksjon i mørke, men sidan dette ikkje har vore hovud-

fokus har det ikkje blitt grundig undersøkt. Men til og med ved dagtid vil det oppstå ulike dårlege situ-

asjonar for deteksjon. Tåke, kraftig regn, tunellar og gjenskin i køyrefelt er nokre situasjonar som ska-

par usikkerheit i trafikken. Deteksjon under slike forhold blir mykje forbetra ved å kombinere sensorar 

og nytte ulike algoritmar for deteksjon, til dømes klassifisering på bakgrunn av baklys og liknande. 

 Vegen framover 

I løpet av dei siste åra er det presentert fleire ulike løysingar på køyretøydeteksjon. Sun et al. [4] sitt 

litteratursøk konkluderte i 2006 med at datidas  maskinvare, programvare og algoritmar ikkje var gode 

nok for at ein autonom bil kunne operere på eiga hand. Det var sannsynleg med køyretøyassistanse, 

men å fullt erstatte sjåføren var høgst usannsynlig. Sivaraman et al. [5] konkluderte i 2013 med at feltet 

for køyredeteksjon har hatt ein enorm vekst, men er også eit så utfordrande tema at det er ulike ting 

som enno må forbetrast. Det blir nemnt at fokuset framover bør gå meir mot maskinlæring for meir 

effektive klassifiseringar, og i den samanhengen bør også systemet vere meir basert på ein fusjon av 

sensorar for å heve robustheita. På bakgrunn av litteratursøket som er lagt fram i denne masteropp-

gåva blir det her presentert løysingar som bør vere med i eit køyretøydeteksjonssystem. 

For eit sanntids deteksjonssystem vil det vere naturleg å nytte ein fusjon av monokamera med både 

radar og lidar for å optimalisere deteksjonen i ulike miljø. Hypotesegenerering ved å nytte mediumnivå 

fusjon der radar og/eller lidarsensorane detektera objekt i vegbana og gjev informasjon om region av 

interesse til eit kamera for vidare deteksjon vil skape sikre målingar. For å vidare kontinuerleg oppda-

tere deteksjonen vil eit høgnivå samarbeid med ei vekta klassifisering mellom sensorane gje ein sikrare 

deteksjon. I denne samanheng kan bruken av stereokamera sjåast vekk frå sidan avstand vil bli lest ut 

frå radar -og lidardata. Den tunge utrekninga som bruken av eit stereosystem krevjar kan då bli sett 

vekk ifrå. 
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Sidan scena for eit køyretøy er hurtig skiftande må deteksjonsalgoritmen for eit monosyn vere invari-

ant mot rotasjon, skala -og illuminasjon. Det naturlege valet vil vere ein kombinasjon av HOG, Haar, 

SIFT og/eller Surf liknande eigenskapar med ein kombinasjon av nyare utvikla GPU-ar for utrekningar. 

Alternativt bør det undersøkast meir i retning av eigenskapsutrekning med DNN. Sjølv om ein radar-

lidar fusjon vil skape betre deteksjonar i mørket, så bør også deteksjon under dårlege lyssettingar un-

dersøkast meir. Men løysingane som er presenterte ved å sjå på baklys vil elles vere eit naturleg val. 

Tidlegare litteraturstudie viser til at nevrale nett kjem til kort i forhold til andre klassifiserarar som SVM 

og Adaboost grunna for mange parameter og at resultata har ein tendens til å konvergere mot eit lokalt 

optimum[5]. I nyare tid har nevrale nett på mange måtar gjenoppstått i ei ny og betre form. Mykje av 

dette kan visast til eit gjennombrot som vart gjort i regi av ImageNet si konkurranse i 2012[96]. Fokuset 

har retta seg meir mot arbeid med djupe nevrale nett både for klassifisering, men også for eigenskaps-

utrekning. Bakdelen med denne angrepsmåten er eit behov for store mengder med data. Eksempelvis 

så har Tesla latt sine konvensjonelle køyretøy samle data i fleire år, og har da kunne trene opp sine 

DNN for å klassifisere køyretøy.  

Noverande system for køyretøyattkjenning ligg an til å fungere veldig bra på rette motorvegar med 

tydelege markeringar utan for mykje detaljar i scena. Arbeidet framover kjem til å fokusere på vanske-

lege scener som eksempelvis vil oppstå på vegbanar i utkanten av urbane strøk, samt den tette trafik-

ken i bymiljø. I utkantane er det ofte ingen vegmerking, mange tunellar, og to køyreretningar i same 

vegbane. I bykjernane er det ofte mykje køyretøy, bygningar og vegkryss som må takast omsyn til. 

 Vidare arbeid 

Denne rapporten dannar eit grunnlag for kva retning system for køyretøydeteksjon har hatt dei siste 

åra. I den forstand er eit vidare litteratursøk ikkje særleg hensiktsmessig. Rapporten kan verte brukt 

som eit grunnlag for ei oppgåve innanfor deteksjon av køyretøy, der det i kapittel 3.6.1 blir presentert 

opne databasar som ville vore naturleg å bruke i ei slik oppgåve. I den samanheng blir det presentert 

nokre alternativ til oppgåver: 

Søk etter eigenskapar frå bilde med djupe nevrale nett 
Populariteten for djupe nevrale nett har vore aukande dei siste 5 åra. Det er tydeleg at feltet for køy-

retøyattkjenning har vendt seg etter automatiske metodar for å finne og klassifisere eigenskapar frå 

bilde. Det vil da være interessant å undersøke om ei slik løysing kan overgå dei tradisjonelle algorit-

mane i både hastigheit og presisjon. 

Optimalisere eigenskapsalgoritmar for deteksjon under dårleg opplyste scener 
Deteksjon under dårleg opplyste scener har vore løyst ved å sjå på baklys ved konvensjonelle kamera 

eller å sjå på scena i ulike spekter. Her vil det være interessant om det hadde vore mogleg å finne 

eigenskapar frå kamera som er unike for slike scener.  
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6 Konklusjon 

Hovudmålet med denne rapporten var å trekke fram eksempel på dei fremste metodane for køyre-

tøydeteksjon som har vore brukt dei siste åra, med eit hovudfokus på kamera. Frå desse eksempla skal 

det presenterast den løysinga som ser ut til å vere den beste i dag. 

Arbeidet som er presentert viser at eit føretrekt system detektera eigenskapar frå eit køyretøy med 

ein passiv sensor som kamera, og kontinuerleg overvakar scena med aktive sensorar som radar og 

lidar. Køyretøyets eigenskapar blir funne med kamera, og avstandsmåling og deteksjon under mørke 

scener blir forbetra av dei aktive sensorane. 

Deteksjon med monokamera har gått frå enkle metodar som nyttar seg av symmetri og kantdeteksjon 

til meir generelle eigenskapar. Komplekse og hurtig skiftande scener i trafikken gjere til at køyretøya 

bør ha unike eigenskapar som er enkle å finne. Algoritmane må i ei slik scene vere invariante mot 

rotasjon, translasjon og illuminasjon, og har i den samanheng  utvikla seg til ulike variantar av algorit-

mar som HOG og Haar. Dei siste åra har trenden gått mot djupe nevrale nett for eigenskapsutrekning. 

Bakgrunnen er dei eksepsjonelle resultata som denne type nettverk har oppnådd i ulike konkurransar 

for bildeattkjenning. Dette fokuset på eigenskapar frå monosyn har også gjort til at stereosyn aleine 

ikkje opplever like gode resultat, og er å føretrekke med ein kombinasjon av monosyn. Til samanlikning 

med aktive sensorar har stereosyn ikkje like god presisjon på målingar for avstand og krevjar desto 

tyngre prosessering. 

Systema som blir brukt i dag fungera bra på motorvegar som har minimalt med varierande detaljar, 

men det må framover fokuserast på attkjenning i områder som er å finne både utanfor og innanfor 

urbane strøk. Der er scenene veldig varierande og køyreretningane er ofte i same vegbane. 

Å sette saman eit litteratursøk av dette formatet er ganske omfattande, og det er vanskeleg å dra ein 

strek for når oppgåva kan avsluttast. Mykje av grunnen for dette er at problemstillinga rundt autonome 

bilar er i ein fase der utvikling av program -og datavare er i ein enorm vekst, og fokuset på autonome 

bilar er eit av dei varmaste tema i teknisk litteratur. Denne rapporten viser ikkje til noko nye metodar 

for objektdeteksjon og klassifisering, men gjer ein peikepinn på kva retning forskinga vil ha framover. 

Konklusjonen er at måla for oppgåva er nådd, og at rapporten gjev ei oversikt over kva som har vore 

fokus dei siste åra.
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