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Kapittel 1

Introduksjon

For at en strgmprodusent skal kunne produsere strgm i takt med behovene til trengs
det prediksjoner av forbruk. Manglende samsvar mellom produksjon og forbruk vil kunne
resultere i spenningsvariasjon, og ogsa store forskjeller i pris pa strgm. En overproduksjon
er dessuten slgsing av ressurser, om det f.eks produseres i vannkraftanlegg. Tidligere har
prediksjoner av strgmforbruk mattet baseres pa et malt forbruk pa et stgrre segment av
stromnettet. De individuelle husholdningene i nettverket har ikke kunnet males, og en

bedre forstaelse av strgmforbruket har ikke veert mulig.

Med en kraftig fremvekst av smarte strgmmalere finnes det det na en overflod av malinger
fra husholdnings niva. Med disse malingene kan en lage prognoser for strgmforbruk, som
vil kunne hjelpe & balansere belastningen pa strgmnettet. En bedre forstaelse av hvordan
forbruksmgnstrene til husholdninger ser ut kan ogsa bidra til oppleering av forbrukere pa
hvilke tidspunkter de burde kjgre elektriske apparater. De siste arene har det ogsé veert en
stor fremvekst av el-bil andel pa veiene, og mange forbrukere velger & lade bilen hjemme.
Med sa store variasjoner i de forskjellige husholdningene er det smarte strommalere som

vil kunne gi oss et bedre overblikk over helheten av strgmnettet.

For strgmforbruk nytter det sjeldent a se veldig langt frem i tid, da veerforhold er en stor



1.1 Problemstilling

pavirkningsfaktor. Derfor er prediksjoner kort tid i fremtiden det som vil kunne si mest
om forbruket. Det er heller ikke veldig interessant & komme med prediksjoner pa det jevne
forbruket, da dette ikke er veldig kritisk. Det som er essensielt for & holde produksjon sa
naert forbruk som mulig er & se pa toppen av forbruket. Det er i toppen vi best kan oppleve

under /overproduksjon som skaper store variasjoner i spenningsnivaet.

1.1 Problemstilling

Det finnes mange forskjellige modeller som blir brukt til & lage prediksjoner. Ved hjelp
av deep learning modeller kan vi trene opp en modell til a lage predikasjoner frem i tid
basert pa tidligere malinger. I dette prosjektet vil vi lage et load forecasting system som
vil lage prediksjoner for den neste timen. Vi vil lage ulike modeller for load forecasting av
stromforbruket til et hushold og finne ut hvilken av algoritmene som vil gi best resultat.

Dette vil sa bli integrert og visualisert ved hjelp av et dashboard.

1.2 Arbeidsflyt

Arbeid med oppgaven bar preg av sosial-distanserings rutiner fra pandemien, til tross for
oppheving av smittevernsrestriksjoner. Dette forte til at det ikke ble fysiske mgter hverken
innad i gruppen eller med veileder. Det ble holdt mgter pa Zoom, Microsoft Teams, Google
Hangouts og Discord. Innad i gruppen var det spesielt Discord som ble benyttet, ettersom
behovet var utelukkende for audio-kommunikasjon og ikke video-streaming. Muligheten for
lavterskel audio-kommunikasjon pa Discord apnet for hyppigere sammarbeidsgkter for a

fikse mindre problemer som stoppet arbeidsflyten.

For & fa til et godt samarbeid er rask deling av endringer i koden essensielt. Derfor valgte
vi & bruke Git sammen med GitHub for versjonkontroll av koden. Alle pa gruppen har
erfaringer med tjenesten fra for, noe som sparte tid og lot oss starte rett pa prosjektet. Git

issues ble benyttet for a holde styr pa hvilke oppgaver som matte bli gjort og var en méate
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for oss a fordele oppgaver innad i gruppen. Denne funksjonaliteten har ikke veert benyttet

i like stor grad i tidligere prosjekt, og er noe vi som gruppe var sveert forngyd med.

I tillegg til GitHub benyttet vi oss av Visual Studio Live Share for & skrive kode sammen.
Bruken av Live Share gjorde det mye lettere & fa en oversikt over hva andre har gjort og
var et effektivt verktgy i feilsgkeprosessen. Etterhvert som prosjektet ble stgrre, stottet vi
pa problemer med Live Share som antakeligvis kunne veert forhindret med segmentering
av prosjektet. Jobbing med prosjektet foregikk som oftest fra mandager til torsdager der
vi satt sammen i discord og jobbet. Fredager ble ofte brukt til & holde mgter med veileder

nar det var ngdvendig.



Kapittel 2

Bakgrunn

2.1 Kunstig Intelligens

Kunstig intelligens er programvare som justerer sin egen oppfgrsel, og pa den maten fram-
star som intelligent. Med andre ord kan vi si at det er teknikker som tillater maskiner a
utfgre oppgaver likt det et menneske ville lgst det. Maskinleering bygger videre pa kunstig
intelligens, og er mer spesifikt algoritmer som tillater den & leere fra input slik at predik-

sjoner kan forbedres.
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KUNSTIG INTELLIGENS

MASKINLAERING

DYPLARING

Figur 2.1: Visualisering av sammenhengen mellom Kunstig Intelligens, Maskinleering og Dyplee-

ring

Et beslutningstre eller Decision tree (DT) pa engelsk er til & begynne med en type flyt-
diagram. Der hver node i treet er en test, og hver kant eller grein er et tenkelig resultat
av testen. Er det grunn til & bruke strom? Fgrst kan en ta en avgjorelse basert pa tem-
peraturen, er denne tilstrekkelig lav bgr en vurdere & bruke strgm til oppvarming. Er
temperaturen hgy kan en vurdere aircondition. Slik utvikler beslutningstreet greiner, se
figur 2.2. bladnodene i treet gir den endelige beslutningen. For en beslutningstremodell
kan et tre leeres ved & splitte en opprinnelig mengde i delmengder. Dette basert pa en
test pa en egenskap en er interessert i. En splitter deretter delmengdene igjen rekursivt.
Prosessen avsluttes nar delmengden ved en node har samme verdi som variablen en var
ute etter, eller dersom en videre oppsplitting ikke gir bedre prediksjon. En beslutningstre
modell skal veere god til & ta imot stgyfull data, og kan handtere bade kontinuerlige data,

og kategoriske data. Men er ikke godt egnet estimerings oppgaver [2].
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Decision Tree: Use electricity

Cold oK Warm

NO
Too ?ensive oK coi T?xpensive OK cost
NO YES NO YES

Figur 2.2: Beslutningstre for om en skal bruke strgm eller ikke

Kunstige neurale nettverk (ANN) er maskinlaering som er inspirert av det neurale nett-
verket i hjernen til mennesker. Denne typen leering kalles dypleering. Neurale nettverk er
modeller som kan brukes til & lage prediksjoner. Modellen trenes pa datasett fra tidligere
malinger, hvor datasettene deles inn i trenings- og testdatasett. Treningssettet brukes for

a finne mgnster, og testdatasettet brukes for & validere ngyaktigheten av modellen.

Det neurale nettverket bestar forst av et Input lag, der nervecellenes oppgave er kun & ta
inn informasjonen fra et datasett. Tenk nervecellene i hjernen som tar imot impulser fra
sansecellene i f.eks. gret. Deretter i modellen har en skjulte lag som oppgave er & tenke

seg fram til et resultat. Si at en far oppgaven & regne ut 3 ganger 5 uten & ha allerede
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leert svaret. Kanskje gjetter en forst vilkarlig pa 8, men etter nok ganger der en far vite
at svaret er 15, kommer nervecellene i hjernen alltid til & fyre av slik at en kommer fram
til nettopp 15. Du kan tenke pa nervecellen i modellen som en node som holder pa et tall.

Hver celle fra input laget blir sendt inn i hver celle i det forste skjulte laget, se figur 2.3.

resultat

Input lag W B,
Y

Skjulte lag

Figur 2.3: Visualisering av neurale nettverk

For hver tilkobling fra input laget til cellen er det koblet en vekt w, denne vekten sier noe
om hvordan inngangen vil korrelere med utgangen til nervecellen. Altsé om den skal fyre
av eller ikke. En positiv vekt vil tilsi at den skal fyre av, mens en negativ vekt betyr det

motsatte. Den vektede summen liggende i nervecellen blir da:

D WiTi

I tillegg kan en legge til en bias b, i den vektede summen som en ekstra vekt eller buffer

for akkurat nar denne nervecellen skal fyre av eller aktiveres.

(i wizi) = b
For & gjore den vektede summen mer tilpasset nettverket trengs en aktiveringsfunksjon.

7
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Vanlig brukte aktiveringsfunksjoner er: relu, en sigmoid funksjon, eller hyperbolsk tangens.

ReLU (Rectified Linear Unit), har lineser form og uttrykkes som:
#() = maz(0,2)

En sigmoid funksjon kjennetegnes av en S formet kurve og kan veere:

1

o(x) = Tre?

Til slutt hyperbolsk tangens:
tanh(zx)

Aktiveringen til en enkelt celle blir da med relu:

F(O2i, wizi) — b)

For hvert lag i nettverket kan vi kalkulere aktiveringen med & legge alle cellene i laget
fgr i en vektor, dens vekter i en matrise, gange disse sammen for en resulterende matri-
se med de vektede summene. Deretter kan en justere disse med biasene og ga gjennom

aktiveringsfunksjonen|6|:

wl,l w1’2 wlyn I b1
w1 W22 ... Wan| |T2 ba

f( + )
[ Wn1 W12 .. Wpp| [T | bn |

Na for hvordan nettverket leerer. En sammenligner resultatet av nettverket med den faktiske
verdien, og spgr hva tapet i avviket mellom disse verdiene er. For dette bruker nettverket
en loss (tap) funksjon. Disse forteller oss hvor mye av verdiene i datasettet prognosen taper.

Kjente loss funksjoner er:
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Gjennomsnittlig kvadratisk avvik MSE

MSE =157 (yi — y))?

Kvadratrota av MSE, RMSE:

RMSE = \J5 S0 (i - ))?

Gjennomsnittlig absolutt avvik MAE
MAE = 357 (lyi — vil)

Prosentvis MAE, MAPE:

MAPE = 1y (oul 100%)

Det er gnskelig & minimere dette tapet. Ved a finne den negative gradienten finner en ret-
ningen som reduserer funksjonen raskest. Derfor s& lenge du fglger den negative gradienten
og kalkulerer den for hvert steg vil du etter hvert nserme deg et minimum. Den negati-
ve gradientsvektoren vil fortelle deg om input vektoren, vektene og biasene til nodene i
nettverket, skal justeres opp eller ned basert pa fortegnet, og hvor viktig enhver vekt er
basert pa storrelsen til tallet i gradient vektoren. A lsere nettverket er a finne ut hvor-
dan en skal endre vektene og biasene til & minimere loss funksjonen. Disse blir da justert

tilbakevirkende imot resultatet (Backpropagation).

Et neuralt nettverk med kun et skjult lag kalles: single layer perceptron, legger en til flere
lag blir nettverket et multi layer perceptron (MLP). MLP er den vanligste form for kunstige

neurale nettverk.

Modeller kan trenes supervisedeller "unsupervised". Det vil si om modellen far ferdige set

med in- og utverdier, som er eksempel pa gnsket resultat.

LSTM er en versjon av Recurrent Neural Network (RNN) og ble laget som en lgsning til
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Figur 2.4: Recurrent Neural Network

RNN’s short term memory problem. Hvis en sekvens er for lang, vil RNN ha vanskeligheter
med & overfgre informasjon fra tidligere til senere tidssteg. Dette fgrer til at RNN vil kunne
utelate viktig informasjon fra begynnelsen. LSTM derimot har en innebygd mekanisme som
blir kalt for gates. Disse kan leere hvilke data i en sekvens som er viktig & beholde, og hvilke
som kan bli kastet vekk. Den kan lzere & beholde relevant data eller informasjon for a lage

predikasjoner, og glemme data som ikke er viktig.

LSTM blir brukt iblant annet stemmegjenkjenning, syntetisk tale og sprakgenerering. For
a vite hvordan LSTM fungerer mé vi ta en titt pA RNN. RNN har et input lag, et skjult
lag og et output lag. Input laget tar inn en input, behandler det og sender det til det
midterste laget som bestar av skjulte lag. Hvert skjulte lag har sine egne vekter. Hvis vi
har en sekvens som sendes inn til RNN, vil RNN behandle sekvensen en etter en. Under
behandlingen vil den sende det forrige skjulte laget til det neste steget av sekvensen. Skjulte
lag vil fungere som nettverkets minne og vil holde informasjon om det som nettverket har

sett for.

Boksen i figur 2.4 representerer et neural nettverk og pilene representerer minne eller
outputten som vil bli sendt til neste input. Tenk for deg at vi har en serie med tall fra 1 til
5. Disse tallene vil bli sendt inn en etter en fra t=0, Xy vil da bli 1. Pa t=1 vi X; = 2 bli
gitt som input sammen med inputten fra forrige tidsskritt som har blitt lagret. Outputten
vi far na er 12, dette vil igjen bli lagret og sendt som input sammen med X, = 3 i t=2. Vi

ender da opp med 123, sann vil det ga helt til vi kommer til 12345. I en RNN vil forrige

10
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input bli sendt til neste input like mange ganger tidsskritt per input vi har.

LSTM virker nesten helt lik som en RNN celle, men istedet for neurons bruker LSTM
nettverk minne blokker som er koblet sammen ved hjelp av lag. Hver LSTM celle inneholder

3 forskjellige komponenter som blir kalt for gates.

e Forget Gate: Bestemmer hvilke data som blir glemt basert pa betingelser.

e Input Gate: Bestemmer hvilke verdier fra inputtet som blir lagret i minne basert

pa betingelser.

e Output Gate: Bestemmer hva som blir outputtet basert pa det som ble inputtet

og hva som ligger i minne.

Akkurat som i en enkel RNN, har LSTM ogsé en skjult tilstand hvor h;_1 representerer den
skjulte tilstanden i det forrige tidsskrittet og der h; er den skjulte tilstanden i naveerende
tidsskritt. Det som skiller seg ut hos LSTM er celle tilstanden for forrige tidsskritt Cy_1 og
naveerende tidsskritt Cy.Den skjulte tilstanden er short term memory, mens celle tilstanden

er long term memory.

11
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Tilbakevendende nettverk

resultat

Input lag W B,
V

Skjulte lag

Figur 2.5: Visualisering av tilbakevendende neurale nettverk

2.2 Python

Python er et hgyniva programmeringssprak som krever lite boilerplatekode for at applika-
sjoner skal kunne kjgre. Tar vi et klassisk eksempel som en HelloWorld applikasjon vil det
kun kreve én linje med kode, noe som vil kreve minimum 5 linjer i Java for & oppné samme
resultat. Dette gjor at det tar kortere tid & na et MVP, eller minste brukbare produkt.
Python er et tolket sprak, som vi si at koden ikke mé kompileres til et ferdig program for a
kjore, men at det leses og utferes av et annet program. Selv om Python vil kunne ta kortere
tid & skrive en applikasjon i vil kjgretiden ha problemer med & holde fglge med kompilerte
sprak som Java. Ettersom koden i prosjektet er noe begrenset vil ikke kjoretiden veere et
for stort problem. Det faktum at koden ikke ma kompileres hver gang det skal kjgres gir en
fordel i gruppearbeid, hvor det skjer smé endringer kontinuerlig, gjerne i en debug-prosess.

Da kan koden raskt testes for hver lille endring i koden.
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2.3 Tensorflow og Scikit-learn

2.3 Tensorflow og Scikit-learn

2.3.1 Tensorflow

Tensorflow er en open source bibliotek brukt til & lage og trene maskinlserings modeller.
Tensorflow er designet for & gjgre det lettere & lage neurale nettverk for maskinleering ved
hjelp av keras API. Keras er en dyplaerings API som blir brukt pa toppen av maskinlaerings
platformer, tensorflow har sin egen implementasjon av denne, kalt tf.keras, som vil stgtte

noen mer avanserte tensorflow funksjoner.

De viktigste data strukturene i keras er layers og models. Layers er byggesteinene i et
neural nettverk. Vi kan tenke pa layers som et filter for data. Ved & sende data gjennom
disse filtrene vil vi f& dem ut pa en mer brukbar form. Keras sequential modell er den
enkleste modellen som er en stabel av layers. Hvis vi trenger en mer kompleks model kan
Keras Functional API bli brukt istedet. Nar vi lager en modell og skal gjgre den klar for

trening ma vi velge ut 3 parametere:

e En optimizer: Mekanisme som modellen vil bruke til & oppdatere seg selv basert

pé trenings dataen som den blir tilfgrt.

e En loss funksjon: Hvordan modellen vil male sin fremgang pa treningsdataen, og

styre seg selv i riktig retning.

e Metrics for & observere under trening og testing: Her blir bare ngyaktigheten

fokusert.

2.3.2 Scikit-learn

Scikit-learn er et veldig enkelt python bibliotek & bruke. Den har flere effektive verktgy

som implementerer maskinleerings algoritmer, noe som gjgr den et veldig godt startpunkt
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2.4 Iterativ kodeutvikling

for a leere maskinleering. Scikit-learn er skrevet i python og er bygget pa NumPy, SciPy og
Matplotlib.

Scikit-learn ble utviklet av David Cournapeau som et Google summer of code prosjekt
i 2007 og ble originalt kalt for scikits.learn. Senere i 2010 tok Fabian Pedregosa, Gael
Varoquaux, Alexandre Gramfort og Vincent Michel fra INRIA opp prosjektet og publiserte
denne 1. februar[11].

Scikit-learn sitt bibliotek fokuserer pa modellering av data istedet for manipulering, og

lasting av data. Noen av de mest populaeere modellene fra Scikit-learn er:

Clustering - En modell brukt for & gruppere objekter som er like inn i mengder.

¢ Dimensionality reduction - Reduserer nummeret av tilfeldige variabler a ta i

betraktning.

e Regression - Forutsi en kontinuerlig verdi assosiert med et objekt.

Classification - Identifisere hvilken kategori et objekt tilhgrer.

Vi bruker det fgrst og fremst for deres implementasjon av beslutningstre.

2.4 TIterativ kodeutvikling

I prosjektet har en tatt i bruk python notebooks ofte i stedet for et tradisjonelt python-
script. Ipynb bestar av to elementer, en blokk som kan brukes til ren tekst eller notering,
og en blokk som er kjgrbar kode. Tradisjonelt er dette et nyttig leeringsverktgy, ettersom
eleven kan lese teorien i tekst blokken, og deretter fa kjgrt et kode eksempel rett etter pa.
I tillegg kan personen eksperimentere med eksempelet for & fa bedre forstaelse av hva som
foregar. Ulempen med et tradisjonelt python skript der kjgretiden tross alt er raskere, er

at du méa kjgre gjennom hele skriptet med en gang, eller bruke tid pa & definere klasser
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2.5 Web-applikasjon

og funksjoner, for & ta vare pa og lett presentere arbeidet sitt. Alle variablene vil da stort
sett vaere lokale, og ha levetid kun sa lenge den koden kjgrer, som innebeerer at den tunge
operasjonen med & hente dataen ut fra fil ma gjores flere ganger. I en python-notebook vil
dataen kun méatte hentes en gang. Det i koden som skal printes eller tegnes pa skjermen
kommer rett under kodeblokken de utfgres fra, slik kan en holde styr pa mange figurer
og utskrifter, uten & miste tid eller oversikt. Utskriftene er ogsa lagret til ipynb fila etter

utforelse slik at en lett kan lese av resultater i etterkant uten & gi CPUen mer & jobbe med.

2.5 Web-applikasjon

For & enklere kunne benytte seg av datasett og modeller utvikles det en web-applikasjon
hvor brukere kan fa tilgang til kode og data i form av et enkelt brukergrensesnitt. En web-
applikasjon som skal tilby mer enn en statisk nettside trenger kode som tilsier hvordan den
skal respondere pé interaksjon fra brukeren. Dette kan veere endringer pa nettsidens utse-
ende og innhold, eller henting/oppdatering av data pa serversiden. De visuelle, og gjerne
umiddelbare endringene pa nettsiden er tatt hand om av et frontend rammeverk. Frontend
vil veere det brukeren har direkte tilgang pa. Alt som vises i nettleser, er det frontend
rammeverket som tilbyr. For & kunne kjore en web-applikasjon for maskinleering ma det
veere tilgang til data og funksjoner / klasser. Disse befinner seg i backend systemet. Dette
systemet vil ikke veere direkte synlig for brukeren, men det er her all data blir prosessert
og sendt videre til frontend rammeverket. Under backend finner vi ogsa databasesyste-
met, som er den mest hensiktsmessige maten & oppbevare informasjonen som er brukt i

applikasjonen.

2.5.1 Backend

I prosjektet vart har vi valgt & benytte oss av programmeringsspraket python, ettersom det
er det et sprak som krever lite ekstra kodestruktur for & komme i gang. Det er ogsa mest

vanlige spraket innenfor kunstig intelligens. For & lett kunne benyttes oss av koden skrevet
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2.5 Web-applikasjon

i python er det mest hensiktsmessig & ogsa benytte seg av et backend rammeverk som er
basert pa python. Her ble det valgt & bruke Flask, som er et lettvekts mikrorammeverk.
Flask har ikke objektsrelasjonshandtering, men er strukturert for & handtere URL-ruting pa
en effektiv mate. Dette passer bra med kravene vare til backendsystemet, da det i hovedsak
vil forega som API-kall fra frontend til backend. API (Application Programming Interface)
er mate a koble to forskjellige systemer / programmer sammen. Ettersom frontend og
backend systemene i prosjektet ikke er skrevet i samme sprak vil det veere hensiktsmessig

& bruke en generell metode for API-kall slik at spraket er irrelevant.

For & sende informasjon mellom to forskjellige sprak vil det benyttes et format som er
akseptert uavhengig av sprak. Her er det enkleste, og mest utbredte formatet JSON. JSON
star for JavaScript Object Notation og er et oppsett hvor data representeres som et objekt,
det vil si i form av en ngkkel og en verdi. Verdien kan veere tall, tekst, liste, eller et nytt
objekt. I prosjektet vart har vi valgt en struktur med mange smé API-kall som benyttes
nar brukeren etterspgr innhold. Dette gjor at det ikke er merkbart tregt & begynne en
okt i applikasjonen, men at brukeren vil oppleve sma forsinkelser innimellom. Dette er

fordelaktig for bruker, da ungdvendige mengder data ikke tar opp plass i nettleseren.

Til lagring og uthenting av data benyttes en SQL-database, hvor data settes inn i tabeller.
SQL star for Structured Query Language, og er et spesialisert spréak for handtering av
relasjonsdatabaser. En relasjonsdatabase er en database som benytter seg av prinsippene i
relasjonsmodellen. For dette prosjektet brukes det en SQLite database for datahandtering.
SQLite er en lettvekts database som er lett & sette opp og som er enkel & flytte. Det SQLite
ikke tilbyr er en palitelig handtering av flerbruker skriving. Flerbrukerskriving vil si at flere
brukere oppdaterer og leser fra databasen samtidig, noe som krever strengere kontroll av
hvordan innhold skrives. Dette er noe som ikke er relevant med mindre applikasjonen

publiseres pa en webserver hvor en stgrre mengde brukere vil benytte seg av den samtidig.
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2.5.2 Frontend

Ettersom det ikke er behov for segmentering av applikasjon i flere sider, er det mulig
a gjennomfgre den som en SPA. En SPA; eller Singel Page Application, benytter seg av
komponenter istedenfor flere sider. For SPA er React et godt alternativ. React er et verktgy
brukt for & lage brukergrensesnitt og er ikke et rammeverk men er et JavaScript-bibliotek.
React er designet for a dele applikasjoner inn i komponenter. Kt React komponent kan
vaere alt i en web applikasjon, som for eksempel en knapp eller tekst. Fordelen med React
er at JavaScript da kan benyttes pa klientsiden. Klientside JavaScript betyr at vi kjgrer

Javascript kode i nettleseren.

Dashboardet vil kreve en kontinuerlig oppdatering av komponenten slik at en kan benytte
dataendringer i sanntid. Ved hjelp av Reacts Virtual DOM kan det implementeres server
side rendering uten & matte oppdatere hele siden etter hver oppdatering. Virtual DOM
vil kunne oppdatere enkelte komponenter uten & bergre andre. Dette vil fore til raskere
re-rendering av komponenter og det vil ikke kreve vider oppfelging etter vi sender dataen

gjennom en API.
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Kapittel 3

Exploratory Data Analysis (EDA)

3.1 Data utforskning

For & kunne gjgre prediksjoner av et scenario er en avhengig av at en har tilgang pa relevant
data. Data som blir brukt méa derfor veere representativt, og en sentral del av maskinleering
er derfor a ha tilgang til datasett som samsvarer med oppgaven. En kan ogsa kombinere
flere datasett med malinger som samsvarer pé lokasjon og tid, for & kunne benytte seg av
flere parametre i utregninger. Dette kan veere bruk av et hoveddatasett som en supplerer

med f.eks veerdata, som kan apne muligheter for mer ngyaktige prediksjoner.

Dataen vi har funnet kommer fra malinger fra smartmetere i London installert i 5566
husstander mellom november 2011 og februar 2014 [8]. Malinger av stromforbruk er tatt
hver halvtime i Kilowattime og det er totalt 167 817 021 malinger. Dataen for hver dag
er oppsummert i et daglig datasett, med maksimumsverdi, minimumsverdi, gjennomsnitt,
median, standardavvik og antall malinger. Det forekommer informasjon om de forskjellige
husene i et eget datasett. Veerdata i perioden fra darksky api er ogsa tatt med. Malingene

er gjort av UK power networks [5].

18



3.2 Husdata

3.2 Husdata

Husene er delt inn i Acorn. ACORN er et segmenteringsverktgy som kategoriserer popula-
sjonen i Storbritannia inn i demografiske kategorier. Husholdninger er segmentert inn i 5
kategorier, 17 grupper og 59 typer. I vart datasett far en vite om huset tilhgrer kategoriene:
Affluent, Comfortable, Adversity, ACORN- , ACORN-U [1].

2000

500

Affluent
Adversity
Comfortable
ACORN-U
ACORN-

Figur 3.1: Acorn kategorier

Innholdet i disse kategoriene er noe innlysende. I affluent holder de rike til, i comfortable
har en mennesker som fortsatt klarer seg med god margin, og i adversity er det mennesker
som sliter litt mer. Navnene her stemmer dessverre ikke overens med kategoriene fra acorn
direkte. Kategori 1: Affluent achievers og kategori 2: Rising Prosperity, er begge del av
Affluent kategorien i datasettet fordi gruppa Acorn D: City sophisticates del av Rising
Prosperity er linket med Affluent, likedan med gruppe E [1].
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3.2 Husdata

Household Acorn

ACORM-F

AEBRMN-B
ACORN-U

ACORM-I
ACORN-O

ACORN-P
ACORN-]

ACORMN-H ACORN-M

ACORM-K
ACORN-D ACORN-G

Figur 3.2: Prosentvis av gjorte méalinger gruppert pa Acorn gruppe

Ettersom kategorien er definert noe vagt i datasettet, og fordi det er grunn til & tro at
gruppene innad i en kategori varierer stort i strgmbruk, ser en pa gruppene direkte. Data-
settet gir oss dessverre ikke ytterlige informasjon om hvilke typer husstand det er. Acorn-A:
Lavish lifestyles, har en blant annet valgt a se bort fra siden den ikke representerer folk
flest, og er nok i tillegg sveert varierende fra hushold til hushold. Vi har dermed tatt for
oss gruppen Acorn E: "Career climbers", i kategorien Rising Prosperity". Det er av denne
gruppen det er flest malinger av 28.2 %. Denne gruppen inneholder karrigeredrevne unge

familier, forstegangskjopere i mindre - men moderne - boliger, samt leiligheter i storby
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3.3 Halvtimelig datasett

omrader. I gruppen finner vi single, ektepar og smabarnsfamilier. Boligene er for det meste
enten leid eller kjgpt med 1an, og felles for majoriteten er at de bor i urbane omrader,
naert sentrum av London. Prisene pa bolig, og lanekostnadene for de som leier, er over det
gjennomsnittlige for landet. Pa generell basis er utdanningen i den gruppen hgy, som ogsa
reflekteres i at gruppen har hgyere lgnn enn medianen i landet. Denne gruppen beskrives
som mer selvsikker nar det gjelder teknologi, som muligens forklarer at det er mange av
de med smartmeter slik at de er en betydelig del av datasettet. Forhapentligvis kan dette
i praksis bety mer komplett data. Det inngar tre typer husstander i gruppen, og det vil
bety ytterligere variasjon hvis en ser pa hus fra forskjellige typer. I denne gruppen virker
forskjellen mellom typene ganske liten. Og ettersom dette er en demografisk kartlegging,

er antagelig forskjellen pa vanene til menneskene i gruppen sa minimale de kan veere.

3.3 Halvtimelig datasett

Av husholdene i Acorn-E plukket en ut 10 av dem med mest malinger, dermed er dataen
som blir brukt til maskinleeringen over sa lang tid i perioden som mulig. Av disse er huset
med identifikasjonen MAC000150 den med flest malinger 39720 totalt. Strgmmalingene er
i kwh, og er tatt hver halvtime. De fleste malingene som vist i boksplottet under i figur
3.3, ligger like over null. Dette er for det meste hjemmets hvileenergi, altsad den strgm som
blir brukt uansett til kjsleskap, internett, osv. Data over den tredje kvartilen representerer

i storre grad nar folk er hjemme og husstanden er i aktivt bruk.
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Figur 3.3: Boksplot av strgmdata fra 10 hus

De videre diagrammene er alle basert pa malinger fra MAC000150.

= energy(kWh/hh)

Jan Apr Jul oot Jan Apr Jul oot Jan
2012 2013 2014

tstp

Figur 3.4: Data fra MACO000150 over hele perioden

22



3.3 Halvtimelig datasett

Kwh

Figur 3.5 viser strgmforbruket for noen utvalgte dager til hushold MAC000150
trend som gar igjen i alle grafene, strgmforbruket begynner a gke fra kl 18:00. Dette skyldes
mest naturlig at familien kommer hjem fra jobb og at det er pa denne tiden av dggnet folk
bruker mest strom. Mandag den forste januar er fgrste nyttarsdag, og er et eksempel pa
en helligdag. Det ser derimot ut som at vedkommende ikke feiret nyttar hjemme, og heller
ikke seerlig tegn til aktivitet for resten av dagen. Noe lignende kan sies om fgrste august,

kanskje de tok seg ferie. Men det er ikke konklusivt ettersom en ikke skulle trenge strgm
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12
— eneray(kWhihh) — eneray(kWhihh) — energy(kWh/hn)
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0000 0300 0500 0300 1200 1500 1800  2L:00 0000 0300 0600 0900 1200 1500 1800  21:00 0000 0300 0500 0900 1200 1500 1800  21:00
0LJan OL.Mar oL-Aug

2015 tp tp
&
16 Januar 2013 ; 15 April 2013 1 Oktober 2013
— eneray(ewninn) — energy(kwn/nn) — energy(kwn/n)

00 00 00
0000 0300 0500 0300 1200 1500 1800  21:00 00 0300 0500 0300 1200 1500 1500 2100 000 0300 0500 03:00 1200 1500 1800  21:00
16-Jan 15-Apr o1-0ct

tstp tstp tstp

Figur 3.5: Data fra enkelte dager

pa oppvarming i august, og en ser antydning til bruk av strem klokka sju.
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3.3 Halvtimelig datasett

uke i februar uke i april

200 — eneray(kWhih) 1, | — energy(kWh/hn)

uke i juli uke i oktober

— eneray(Wh/hn) 16 — eneray(Wh/hn)

Figur 3.6: Data fra enkelte uker

For oversikten over hele uken kan en fortsette & se denne trenden, gjerne med gkte topper

pa strgmforbruket i slutten av uka ved helgen.

Januar 2013 April 2013

— energy(kiWh/hh) — eneray(Wh/hn)

tstp tstp
Juli 2013 September 2013
energy (ki)

Figur 3.7: Data fra enkelte maneder

Utvidet til hver méned.
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Figur 3.8: MAC000002 Household Visualization
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Figur 3.9: MAC003305 Household Visualization

Ved a plotte dataen vi har kan vi fa en oversikt over dataen som er tilgjengelig. I figur 3.8
kan det observeres at det ble brukte mest strgm i mars. Det kan ogsa observeres at strgm-
bruken gar opp under vintertid, noe som er forventet ettersom det vil kreve mer strgm
for & holde varme i et hus nar temperaturen ute er lavere. Hus med 1D MACO003305, se
fig 3.9, har en mer forventet graf. Strgmforbruket er hgyest i vinter og er lavere i de andre
arstidene. Hvis en ser bort fra strgmforbruket i mars for MAC000002 kan det observeres at
ved kaldere temperatur vil strgmforbruket ga opp. Det lave strgmforbruket i juni-august

kan tenkes & vaere en konsekvens av at familien er vekkreist pa ferie eller at det ikke er
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3.4 Vaerdata

ngdvendig & bruke mye strgm grunnet varmere veer.

3.4 Vardata

Veerdataen fra darksky api gar fra 11-11-2011 til 15-02-2014. Enkelte av strgmmalingene
gar lenger enn 15 februar 2014, dermed er det ikke direkte sammenlignbart, og vil ikke
kunne bidra til modellering for data etter dette. For veerdataen er det ogsa to datasett.
Ett pa times basis, og et som er pa daglig basis. Der det daglige gir en oppsummering av
informasjonen i det med malinger hver time. I det daglige er det blant annet registrert nar

pa dagen maks og minimumstemperaturen er registrert.

visibility windBearing temperature time dewPoint pressure apparentTemperature windSpeed precipType icon humidity  summary
] 597 104 1024 20‘[)‘0':)‘0'[‘); 886 101676 10.24 277 rain pa"‘y'c"’n“gﬁ; 091 CT;:‘J:
1 488 a9 a76 20‘[)“':)2)'[‘)3 883 101663 824 295 rain pa"‘y'c"’n“‘gﬁ; 0.84 C’;i:‘d‘:
2 370 a8 946 20‘[)‘2':)‘0'[‘); 879 101636 776 317 rain pa"‘y'c"’n“gﬁ; 0.96 CT;:‘J:
3 312 99 923 20‘[)‘3':)2)'[‘)3 863 1016.28 744 3.5 rain fog 0.95 Foggy
a 1.85 11 9.26 2011-11-11 921 101598 7.24 370 rain fog 1.00 Fogay

04:00:00

Figur 3.10: Fgrste fem radene i timelig veerdata

Darksky api har malt blant annet vindstyrke og temperaturer, alle kolonnene kan en se i

figur 3.10. Vi har ikke tatt i bruk den kategoriske dataen ifra kolonnene: summary, icon og

precipType.
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Figur 3.11: Temperaturmalinger for london i 2012

Temperaturen i London er sjelden langt under null, pa grunn av at byen ligger pa kysten
kan en anta en noe mer stabil temperatur i forhold til mer indre strgk. Ettersom vann tar

bade lengre tid & varme opp og kjsles ned enn jord.

3.5 Korrelasjoner

For & se hvilke data en eventuelt knytter opp mot en leeringsmodell fant en korrelasjoner

med veerdata og dag/maned. Aller korrelasjonene er pearson R.
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3.6 Data prosessering

LCLid tempCorr apparentTempCorr windBearingCorr windSpeedCorr day month weekend
0 MAC000150 -0.033222 -0.036636 -0.017303 0.020423 0.166705 0.221778 0.221778
1 MAC000152 -0.058749 -0.067210 0.002200 0.076439 -0.019000 -0.009517 -0.009517
2 MACO00153 -0.423154 -0.421131 -0.048212 -0.069210 0.022852 0.025668 0.025668
3 MAC000165  0.092253 0.076671 -0.020507 0.068883 0.037624 0.055287 0.055287
4 MAC000169 -0.175923 -0.172782 -0.000892 -0.043566 0098453 0.108026 0.108026
5 MAC000168 -0.194417 -0.198495 -0.027372 -0.018244  0.012557 -0.004077 -0.004077
6 MAC000159 -0.012752 -0.025763 -0.028490 0.066948 0.006883 -0.003540 -0.003540
7 MAC000173 -0.116428 -0.127590 -0.001374 0.070423 0.029237 0.042574 0.042574
8 MACO00179 -0.007468 -0.008194 0.012307 0.007076 0.065984 0.110316 0.110316
9 MAC000181  0.011728 -0.002104 -0.033200 0.099597 0.017970 0.030138 0.030138

Figur 3.12: Korrelasjoner med energi malinger for husene

For & fa til korrelasjoner med dag og maned ble dagene fra mandag-sgndag gitt verdier fra
1-7, og januar-desember ble gitt verdiene 1-12. En hverdag mandag-fredag ble representert
med 0, mens en helg lgrdag-sgndag er representert med 1. Korrelasjonen for weekend tar
ogsé hgyde for om det er en helligdag, ved a ta i bruk UK Bank Holiday datasettet. En
helligdag er ogsa representert med 1. For a kunne sammenligne veerdataen er energimalin-
gene gjort om fra hver halvtime til hver time. Av denne grunn er dataen brukt videre i

modelleringen ogsa i timeformat.

En kan se at dataen som omhandler vind er uaktuelt ettersom korrelasjonen for alle hus
er < 0.1. Samtidig kan en legge merke til at korrelasjonene varierer mellom husstand, det
tidligere presenterte huset MAC000150, er blant de eneste som ser ut til & pavirkes av
ukedag, maned, og om det er helg eller ikke. Dette huset har sveert darlig korrelasjon med

temperaturen, mens huset MAC000153 har en korrelasjon pa -0.42.

3.6 Data prosessering

Data preprossesering er en viktig prosess nar vi driver med datasett. Datasett inneholder

ofte stgy og mangler som oftest data. Derfor kan vi ikke sende datasettet rett til modellen
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var, og ma rydde opp i det ved & fjerne eller gjore om disse radene/kolonnene. Bruker vi
darlig data til a trene modellen var, vil vi ende opp med en darlig trent modell som ikke er
relevant for analysen vi gjgr. Data preprossesering er en teknikk vi bruker for a rydde opp
og transformere data i et datasett om til et format som kan bli sendt til modellen. Lettere

sagt er data preprossesering en metode for & pusse opp og rengjgre data vi har.

Datasett er oftest tilgjengelig i ra form. Det representerer malinger fra virkeligheten, som
kan veere utsatt for feil i maleinstrumenter og menneskelige feil i oppsett av registrering.
Det forekommer derfor ofte usannsynlige malte verdier, manglende verdier, eller malinger

i et format som ikke stemmer overens med det en modell kan benytte seg av.

Interpolasjon er det & beregne verdier imellom allerede kjente verdier. Dersom datasettet
har manglende verdier, kan en interpolere disse. Interpolasjon forutsetter at de manglende
datapunktene ligger jevnt opp mot hverandre. Linezer interpolasjon er vanligst, men en har
ogsé Cubic Spline, Lagrange og Newton’s polynom interpolasjon. Linegr interpolasjon for

funksjoner ser ut som fglger [3]:

f(@) = f(21) + =5 (f(z2) — f(z1))

For et datasett er funksjonsverdien de gitte malingene en interpolerer mellom, mens x-ene
vil veere tidspunktene eller indeksen de ligger péa. Hvis f(x1) er startverdien kan x1 veere 0,
f(x2) veere 2, gitt at en kun mangler en maling, som gjer at x = 1. Brgken er der kun for

a beskrive den relative forskjellen mellom punktene.

Data preprossesering inneholder visse steg;:

1. Data rensing (data cleaning): Fyller inn manglende verdier og fikser eller fjerner

stgyfull data

2. Data integrasjon (data integration): Hente data fra forskjellige kilder og slar

dem sammen (for at det skal bli lettere & jobbe med?)

3. Data transformasjon (data transformation): Normalisere og aggregere data

etter hva du vil ha ut av datasettet?
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3.6 Data prosessering

4. Data reduksjon (data reduction): Vi kan redusere dataen, men bare med tanke
pa at den reduserte dataen vil gi samme resultat som den opprinnelige/orginale

dataen.

Data rensingen hjelper med & oppdage feil og uregelmessigheter i dataen, noe som vil gke
kvaliteten. Dette steget er ogsa det viktigste steget i preprossesering av data fordi det
vil garantere at dataen du har er klar til senere bruk. Det finnes mange mater a korrigere
manglende data pa, men de mest vanlige er a ignorere raden eller kolonnen med manglende
data. Denne metoden blir ofte brukt pa store datasett der noen fa ignorerte verdier ikke
vil ha noe a si for analysen. Den andre metoden som ofte blir brukt er & manuelt fylle inn
for manglende data. Dette kan veere tungvint, men er ngdvendig i mindre datasett siden

du ikke har mange verdier & ga utifra.

For manglende eller usannsynlige verdier er det to mulige valg:

1. Fjerne urealistiske malinger.

2. Estimere hva verdien kunne veert, om den hadde veert malt riktig

Formatering av data for kunne brukes i en modell gar ut pa & konvertere malinger til
tallformat. Modeller har ikke mulighet til & bruke tekst til & lage prediksjoner, sa disse ma
konverteres til tall som har tilhgrende tekst verdi. En lager da et kart mellom Data rensing
gar ogsa ut pa a fikse stgyfull data. Dette kan vaere data som inneholder ungdvendige
verdier eller verdier som er vanskeligere & gruppere sammen. Vi kan sortere data i et
datasett inn i mindre grupper med like verdier, dette blir kalt for data binding og blir
brukt for & analysere demografi. Vi kan for eksempel gruppere inntekt etter hvor mye som
blir tjent. Regresjon er en annen metode som blir brukt for & bestemme hvilke variabler
som vil bli brukt i analysen din. Regresjon blir brukt til & jevne ut store mengder med
data. Dette vil hjelpe til & fjerne ungdvendig data. Klyngeanalyse brukes ofte til & kartlegge
strukturen til ukjente data og blir ofte brukt i unsupervised learning nar vi ikke vet s& mye

om relasjonene i datasettet.

30
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Data transformasjon er hvor vi gjgr om formatet pa dataen sann at vi kan bruke dem
i modellen og analysen. Dette gjor vi ved hjelp av a aggregere, normalisere og velge ut
features. Data aggregering vil kombinere dataen var inn i et uniform format. Ved at vi
normaliserer dataen vi har inn i en bestemt rekkevidde, gjgr at vi kan sammenligne den
mer ngyaktig. Nar vi velger ut features bestemmer vi hvilke variabler som er viktigst for

analysen var. Disse features vil bli brukt til & trene modellen var.

Data reduksjon er en mate for oss & kutte ned pa datasettet nar du har mer data enn du
trenger. Mer data kan fgre til at det blir vanskeligere & analysere selv etter & ha renset og
transformert det. Data reduksjon gjgr datasettet lettere a analysere, det blir mer ngyaktig
og i tillegg kutter vi ned pa lagringen. Metoder som blir brukt er attribute selection,
numerosity reduction og dimensionality reduction. Attribute selection kombinerer features
og vil tilpasse dataen din i mindre porsjoner. Numerosity reduction er en data reduksjons
teknikk som erstatter den originale dataen med mindre data som kan representere den
originale. Dette hjelper med datalagring og dataoverfgring. Dimensionality reduction er
transformasjonen av data fra ett hgyere dimensjon til et lavere dimensjon der dataen kan

representere og i tillegg beholde viktige egenskaper til den originale dataen.

3.7 Omgjgring av data

I pandas finnes det flere ulike hjelpemidler som vi kan bruke for & fa en god oversikt
over dataen vi jobber med. For & sjekke for manglende verdier bruker vi pandas Data-
Frame.isnull().sum(). Dette vil liste opp alle manglende verdier i datasettet vart. Nar vi
leser inn datasettet bruker vi et script som sjekker for akkurat dette, hvis det er en rad med
manglende verdier vil denne kunne bli droppet basert pa hva brukeren setter variabelen
drop row til, se kode 3.1. Siden datasettet vart inneholder store mengder data vil det ikke
ha en noen innvirkning om vi dropper enkelte rader. Det vil derimot gjgre det lettere a

Benytte seg av dataen.

For & droppe en rad bruker vi DataFrame.dropna(axis=0, inplace=True). En forklaring av
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3.7 Omgjgring av data

paramterne her er som fglger:

1. axis, eller akse, er hvilken retning metoden skal utfgres. Den gar enten pa kolonner

eller rader, her

. inplace er pandas sin syntaks for & bestemme om endringene skal pavirke det opp-

rinnelige objektet eller om endringene ma lagres i en ny variabel. Pandas dataframe
er et mutable objekt, som vil si at det kan oppdateres direkte, dermed ma inplace

spesifiseres.

Kode 3.1: Sjekker for manglende verdier

1 def data_preprocessing(dataset_option, drop_row=True):

df = load_data_into_dataframe (dataset_option)

# Checking for empty cells

missing_values = df.isna().sum() #
Counts number of empty cells

missing_values_percentage = missing_values/len(df)*100 #
Percentage of cells empty

print (missing_values_percentage)

if drop_row:

df .dropna(axis=0, inplace=True) #
Removing rows with missing data
elif not drop_row:

pass # Interpolating?

return df

Utdrag fra pandas med oversikt over manglende data
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3.7 Omgjgring av data

LCLid 0
tstp 0
energy(kwWh/hh) 0

Figur 3.13: Manglende malinger i Halfhourly datasett

LCLid 0
day 0
energy_median 0.000855
energy_mean 0.000855
energy_max 0.000855
energy_count 0
energy_std 0.322781
energy_sum 0.000855
energy_min 0.000855

Figur 3.14: Manglende malinger i daily datasett

Som vi kan observere fra tabellen er det sveert lav forekomst av manglende data, slik at en

reduksjon basert p4 manglende verdier vil vaere tilnsermet ubetydelig for datasettet.

Det opprinnelige formatet som dato var lagret som i datasettet var inkompatibelt med
modellen var. Dette gjorde at vi méatte endre formatet til et som var kompatibelt, ved hjelp
av en python-funksjon. Denne funksjonen tar in verdien fra det opprinnelige datasettet og
splitter det opp, for s& & kunne behandle de individuelle delene av strengen. Datoen settes

til slutt sammen pa en bedre egnet mate og lagres i det behandlede datasettet vart. 3.2.
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3.7 Omgjgring av data

Kode 3.2: Konverterer til datetime

1 def unix_time(timestamp):

2 values = timestamp.split( )
values [0].split( )

| year int (date [0])

5 month = int (date[1])

6 day = int(date[2])

3 date

7 date = datetime.date(year, month, day)

8 clock = values[1].split( )

9 hour = int(clock[0])

10 minute = int(clock[1])

11 second = int (0)

12 clock = datetime.time (hour, minute, second)

13 return datetime.datetime.combine (date, clock)

Med det redigerte datasettet i output.csv filen kan vi starte pa transformasjons delen.
Verdiene i datasettet vart var av typen string, noe som ikke er direkte kompatibelt med
pandas. For & kunne bruke dataen matte det konverteres til float og datoene matte endres

til datetime. Dette ble gjort ved & bruke pandas.DataFrame.astype funksjon, se kode 3.3

Kode 3.3: Konverterer data til bruk i modell

1 df [ ] = [datetime.strptime(x, ) for x in df[
1]
2 df [ ] = pd.to_numeric(df[ ], downcast=
, errors= )
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Kapittel 4

Design og konstruksjon av

programvare

4.1 Design av modellene

Etter preprosessering blir dataen brukt til & tilpasse modeller. Modellene er utviklet som
en samling av klasser som i praksis folger et grensesnitt. Selv om det strengt tatt ikke er
implementert som det, ettersom det ikke er naturlig & bruke interface i python. Ideen om
& plassere maskinleeringsmodellen i en intuitiv klassestruktur med all ngdvendig funksjo-
nalitet kommer fra Eligijus Bujokas. Vi har utvidet og modifisert hans arbeid for LSTM
til & veere lettere & videreutvikle, og til & passe for andre modeller [7]. Grensesnittet er som

folger, der (m) er for metode, og (p) for egenskap:
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4.1 Design av modellene

e data (p)

Klassene far datasettet inn som en Pandas dataframe

e train _test split (p)
Skal ha et tall mellom 1 og 0 som bestemmer hvor stor del av dataen som er trening og
test. Hvis verdien pa denne egenskapen er 0.2 blir 80% av dataen brukt som trening,

mens 20% er til & teste pa.

e init model (m)

Metode for & sette opp og trene modellen.

e predict (m)

Metode for & fa spadommene av test datasettet

e predict n ahead (m)
Metode for a fa spadommer utover datasettet. Denne metoden bruker tidligere spa-

dommer til & spa enda lengre inn i framtiden.

e evaluator (p)
Klassen skal inneholde en implementasjon av en evaluator. Dette objektet skal kunne
brukes til & bedgmme treffsikkerheten til modellene, og har metoder for & gi resultatet
av tapsfunksjonene MSE, RMSE, MAE, MAPE. I tillegg til andre evaluering vi gnsker
a ta i bruk som & se pa forskjellene mellom daglige topper for spadom og virkelighet.
Dette har blitt et eget objekt istedet for a tilhgre hver enkel modell, fordi koden ellers

ville veert repetert mange ganger, og vil da vaere vanskeligere & vedlikeholde.

I tillegg er modell-klassene satt opp til & bruke en egen klasse for data omforming: NN _data_ creator.py,
som kan erstattes. Det er utviklet to varianter, en som bruker temperaturen fra veerdataen,
og en uten. Denne klassen har som ansvar & segmentere datasettet til et treningsdatasett

og et testdatasett. I tillegg til & lage inngangsvektorer i mengden X, og fasit i mengden Y.

Maskinleeringsklassene ligger fra prosjektrota i mappen models/ML classes, og er gjort til

en python pakke. Dette gir python notebook skriptene som ligger i forelder mappen tilgang

36



4.1 Design av modellene

til klassene. Disse skriptene er ansvarlig for a kjore modellene, og framstille resultatene av

dem.

4.1.1 Utgangspunkt

Den forste modellen er en enkel modell, der en velger & spa framtidens verdi som verdien
ved forrige tidssteg. Denne modellen kan dermed sies & veere god for kun en spadom om en
halvtime fram i tid, ettersom spaddommen om enda en halvtime vil veere den samme som
utgangspunktet. Denne modellen selv om den er naiv kommer veldig naerme testdataen
ettersom den kun ligger et tidssteg bak, og strombruken endrer seg ikke mye for hver

halvtime.

Et mer passende utgangspunkt i mange tilfeller for & vurdere om maskinlaeringsmodellene
presterer er & tilpasse en lineser regresjon pa dataen. Dermed er den andre modellen en
lineser regresjonsmodell. Det er brukt scikit learn sin implementasjon av regresjon, og
en har utviklet bade enkel regresjon med x-aksen, og multippel regresjon med bruk av

tidsetterslep. Men vi bruker kun resultater fra den enkle regresjonen.

4.1.2 Test oppsett

For inngangen til resten av modellene brukes tidsetterslep. Altsa for hver méaling lages det

en inngangsvektor med n antall forrige tidssteg.
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4.1 Design av modellene

deep learner.x_train[0]

array([0.03560697, 0.08248197, 0.04417067, 0.0640024 , 0.07932692,
0.03771033, 0.22641225, 0.16000601, 0.14708534, 0.09705529,
0.07587139, 0.07692308, 0.06385216, 0.04371995, 0.02208534,

0.03245192, 0.02884615, 0.02824519, 0.02764423, 0.02914663,
0.02779447, 0.02223558, 0.02118389, 0.0688101 ])

deep learner.y train[0]

0.03485576750864912

Figur 4.1: Model input tidsetterslep

Hvis en har et tidsetterslep pa 1, blir data for forrige time brukt til & forutsi en time
framover. Hvis tidsetterslepet er pa 24 timer, blir data fra et dggn tilbake i tid brukt for
prognosen osv. I figur 4.1 ser en et eksempel pa innganger sammen med den tilsvarende

fasiten.

Verdiene inn og ut til modellen er normaliserte ved a dele hver maling pa datasettets
hgyeste verdi, verdiene blir da mellom 0 og 1. Hvis du utvider ideen om tidsetterslep til a
gjelde for alle parametere som er sendt inn, kalles det ogsa et tidsvindu. Her er verdien om
hvor lang tid det er mellom hver verdi i vinduet kodet inn i datasettet. I figur 4.1 hentet
vi dataen ut fra et datasett med en times mellomrom fra malingene. Med vart datasett
kan vi p& det meste spa for hver halvtime, for at spadommene fortsatt er gjort basert pa

maélinger fra forrige dggn ma inngangsvektoren holde pa 48 tidligere malinger.

Dypleerings modellene er laget ved bruk av Tensorflow keras versjon 2.8 [4]. TF keras
gjor det lett & endre modellparametere som hvilke aktiveringsfunksjon som er brukt for
hvert lag. Hvilken tapsfunksjon modellen skal trenes etter, og til slutt hvilken optimaliserer
modellen bruker. Optimalisereren som er brukt kalles adam. Vi velger & trene mot MSE
som kostnadsfunksjon i alle relevante tilfeller. Alternativet MAE er ikke sensitiv nok mot
topper i datasettet siden den ikke straffer store feil. Bruk av MAE gir for flat linje for
spadommene i vart tilfelle, se figur 4.2, men er nyttig dersom uteliggerne i datasettet er
stgyfulle malinger en ikke vil ta for mye hensyn til. En vil derimot prgve a filtrere ut stgyen

for en mater dataen inn i en modell.
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4.1 Design av modellene

bbbbbb

nnnnn

Figur 4.2: MSE optimalisert til venstre, MAE optimalisert til hgyre (tatt fra en lstm modell),

spadde verdier i orans;j

Om ingenting annet er sagt er aktiveringsfunksjonen relu tatt i bruk for skjulte lag. Antallet

av epoker & trene dataen pa er funnet ved eksperimentering, mens antall malinger i hver

batch er konstant 256.

Evaluering

Modellene blir evaluert ved & se resultatet av de forskjellige kostnadsfunksjonene MSE,
RMSE, MAE og MAPE. RMSE blir trukket fram foran MSE ettersom rota av MSE gir
et resultat som er lettere for mennesker & lese, RMSE blir stgrre hvis 1 > MSE < 0, og
hvis MSE > 1 mindre. MAPE oppgis i prosent som de aller fleste har et forhold til, og vil

derfor bli diskutert mest.

4.1.3 Beslutningstre
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4.1 Design av modellene

Kode 4.1: DT
1 # Defining the model
2 model = tree.DecisionTreeRegressor ()
3 model = model.fit (X_train, Y_train)

Med tree fra sklearn kan en enkelt lage et beslutningstre.

4.1.4 Perceptron, SLP og MLP

Perceptron, SLP og MLP, kan alle implementeres gjennom samme klasse, ettersom alle er
vanlig ANN kun med varierende antall tf.keras Dense lag og nerveceller. En ma ha et Input

lag for & kunne korrekt oversette inngangsvektorene.

Kode 4.2: Perceptron

1 # Defining the model

2 model = Sequential ()

3 model.add (Input (shape=(len(X_train[0])),))
4 model.add (Dense (1))

5 model.compile (optimizer="adam', loss='mse')

En har likevel valgt & skille ut perceptron tilfellet i en egen klasse LinearModel.py siden den
har en spesiell oppfersel. Perceptronet er nemlig ogsa en implementasjon av lineger regresjon
bare ved bruk av et neuralt nettverk. I den forstand blir modellen en multivariabel regresjon

pa tidsetterslepet av energimalinger.

40



4.1 Design av modellene

Error [energy{kWh/hh)]

0.0200

0.0175

0.0150

00125

0.0100

0.0073

0.0050

0.0025

0.0000

— loss
val_loss

0.0 25 50

75 00 125
Epoch

150 175

Figur 4.3: trening pd MSE (perceptron)

Av figuren over, og tabellen under kan en se at det er tilstrekkelig & trene et sted mellom

10-20 epoker. Vi har observert at alle modellene ogsda MLP er omtrent ferdig trent etter

20 epoker, og bruker dermed & trene for 20 epoker i resultatet.

epochs
1

5

10

20

30

40

MAPE (%)
137.28
B1.44
54.45
45.67
44.78

448

mse

0.0125
0.0064
0.0048
0.0046
0.0046
0.0046

Tabell 4.1: Perceptron trening

For & dynamisk bygge en vilkarlig SLP eller MLP blir en liste med antall nerveceller i hvert

lag sendt inn som parameter i klassens konstruktgr. For et nettverk med 2 skjulte lag, det

forste med 10 nerveceller, og det andre med 5, blir listen slik: [10,5].

Kode 4.3: SLP og MLP

1 # Defining the model

2 model = Sequential ()

3 model.add (Input (shape=(len(X_train[0])),))
4 #building layers to specification.

5 for j in range(self.layer_count):
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6 model.add (Dense (self.layer_depths[]j], activation="relu"))
7 model.add (Dense (1))
8 model.compile (optimizer="'adam', loss='mse')

Testing av antall nerveceller i SLP gir ingen betydelige resultater, vi har vilkarlig valgt &

bruke et lag med 30 nerveceller.

units rmse mape

10 0.0680 45.52
20 0.0671 45.166
30 0.0674 49.93
40 0.6750 49.35
50 0.0667 47.34
60 0.0673 48.78
70 0.0674 51.83
80 0.0673 48.26
90 0.0674 46.16
100 0.0670 47.833

Tabell 4.2: antall nerveceller

Utifra tabellen under ser det ikke ut som at en kan fa ytterligere utbytte ved & bruke en
MLP modell.

units MAPE (%) rmse

30 ( controll ) 50.59 0.0674
10,10 49.55 0.0676
20,10 45.22 0.0674
20,20 49.43 0.0677
30,10 47.19 0.0676
30,20 51.31 0.0673
30,30 48.12 0.0674
10,10,10 48.05 0.0677
20,15,10 46.87 0.0675
20,10,5 48.88 0.0674
30,20,10 48.58 0.0673
30,15,10 50.59 0.0679
40,20,10 49.21 0.0675
50,30,10 50.26 0.0674

Tabell 4.3: testing av MLP med forskjellige lag
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Derfor har vi valgt & ikke gjennomfgre videre undersgking av MLP

4.1.5 LSTM

LSTM klassen har ogsa evnen til & ha et vilkarlig antall med LSTM-lag ved & fa inn en
liste som parameter. Koden fra tensorflow for LSTM lag er derimot mindre robust, som
er grunnen til den mer fiklete if-setning strukturen i koden under. Skal en ha enda et lag
pa toppen av et LSTM lag ma dette laget ha: return sequences=True. Men kan ikke ha

return _sequences=True, dersom det er det siste laget i nettverket.

Kode 4.4: LSTM

1 # Defining the model

2 model = Sequential ()

3 if len(self.LSTM_layer_depths) > 1:

4

5 model.add (LSTM(self.LSTM_layer_depths[0],
activation="'relu', input_shape=(len(X_train([0]), 1),

return_sequences=True))

6 for idx, dephts in enumerate (self.LSTM_layer_depths[1l:]):
7 if idx+1 == len(self.LSTM_layer_depths)-1:

8 model.add (LSTM (dephts, activation='relu'))

9 else:

10 model.add (LSTM (dephts,

activation='relu', return_sequences=True))

11

12 else:

13 model.add (LSTM(self.LSTM_layer_depths[0],
activation='relu', input_shape=(len(X_train[0]), 1)))

14 model.add (Dense (1))

15 model.compile (optimizer="adam', loss='mse')
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0.010

— loss

val_loss
0,008

0.006

0004

Error [energy{kWh/hh)]
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Figur 4.4: trening pa MSE

Etter 20 epoker er Istm modellen ogsa ferdigtrent.

Etter 20 nerveceller i LSTM laget, ser en ingen seerlig forskjell i resultater.

LSTM layer depth MAPE (%) rmse

1 44.4 0.0959
10 43.8 0.0728
20 48.8 0.0714
30 51.2 0.0695
40 48.2 0.0705
50 46.9 0.0698
60 49.2 0.0701
70 45.8 0.0701
80 44.7 0.0707
90 48.3 0.0694
100 47.0 0.0697
110 46.6 0.0695
120 49.7 0.0696
150 45.2 0.0697
200 48.82 0.0693

Tabell 4.4: antall nerveceller
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flere lag

A utvide LSTM modellen til flere lag ser ikke ut til & ngdvendigvis oke presisjonen til
modellen. Konfigurasjonen i tre lag med (40,30,10) og (50,30,10) ser noe lovende ut, men

ikke nok til & kompensere for gkt kjgretid i var mening

units MAPE (%) rmse

50 ( conmroll ) 48.98 0.0675
10,10 51.44 0.0683
20,10 45.25 0.0675
20,20 45.18 0.0682
30,10 47.83 0.0682
30,20 48.22 0.0676
30,30 48.30 0.0673
40,10 44.45 0.0680
40,20 53.3d 0.0676
40,40 56.89 0.0675
50,10 49.84 0.0673
50,30 52.06 0.0672
50,50 45.87 0.0680
10,10,10 46.39 0.0679
20,10,5 46.98 0.0680
30,20,10 45.68 0.0685
40,20,10 47.24 0.0670
40,30,20 50.11 0.0674
50,30,10 51.78 0.0670

Tabell 4.5: testing av LSTM med flere lag

4.2 Dashboard

Kodestrukturen bak dashboardet er som tidligere nevnt strukturert i to deler, server og
klient. Serversiden er en flask API med tilgang til database-funksjoner og klassene for
maskinleeringsmodellene. Klient siden er en React-app som handterer det brukeren direkte

kan benytte seg av.
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4.2.1 Databasestruktur

Databasestrukturen er basert rundt en Python-fil kalt setup db.py. Denne filen har kode
for generering av en SQLite database (database.db) samt alle funksjonene som direkte
kommuniserer med databasen. Funksjonene er skrevet i Python, men benytter seg av SQL-

kode i form av strenger for & kunne pavirke databasen.

dataset

4 Iclid text
tstp text
energy real
— )
pid (PK) int
name text
mid (FK) text

project_houses

mid (PK) int
pid (PK) (FK) int mtype text model_layers
Iclid (PK) text |ag int mid (PK) (FK)
batches int layer_nr (PK) int
epochs int units
train_test_split real
has_run bool

Figur 4.5: database skjema

I figur 4.5, betyr pilene at tabellen tilhgrer pilens opprinnelse. I dataset, har vi lagret
informasjonen i det halvtimelige datasettet. En var inne pa & lagre en ekstra tabell for
datasettet som ga informasjon om husholdet, dette har ikke blitt gjennomfgrt ettersom
det var ungdvendig for utviklingen av maskinleeringsfunksjonalitet. Men med tanke pa
distribusjon vil det veere en enkel endring & gjennomfgre slik at brukeren kan se fra hva

slags hushold dataen kommer fra. Dette henger sammen med at vi kun lastet inn de ti
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tidligere selekterte husene inn i databasen i forste omgang, dette tok likevel i overkant
av en time & utfore. A bruke tid pa laste inn flere av de 5566 husene ble sett pa som
bortkastet tid under utviklingen. Likevel valgte vi & plassere datasettet i databasen for a
kunne tjene pa raskere oppslagstid. Prosjektet er objektet nsermest brukerens grensesnitt.
Project houses lagrer en liste av hvilke hus brukeren har valgt & ta med i prosjektet sitt,
dermed kan en hente ut dataen fra dataset. Dette er en mer gkonomisk Igsning med tanke
pa lagringsplass, men krever litt mer prossessor ressurser for &4 hente ut dataen, enn & lagre
prosjektets data pa nytt i tabellen i stedet. En kan argumentere at lagringsplass er en
billig ressurs, men det argumentet blir fort overskygget med tanke pa hvor mange tunge
skriveoperasjoner serveren ma gjgre for a legge hver maling i databasen. Et prosjekt kan

ha en modell bundet til seg.

lagring av maskinlaeringsmodellen

For dashboardet gnsket vi & kunne lagre modellen for neste gang brukeren laster inn pro-
sjektet med en kjort modell. Modell parameterne kan lagres i databasen (fig. 4.5), men
ikke selve modellen. Heldigvis for oss har tensorflow en innebygd funksjon for lagring og
lasting av modellobjektet. Ved bruk av disse funksjonene lagrer vi modellen pé filsystemet
basert pa mid som navn pa mappen der den skal ligge. For beslutningstre modellen bruker
en implementasjonen til scikit-learn. SK-learn har ingen slik lagringsfunksjon, men en har

brukt python-biblioteket pickle for tilsvarende funksjonalitet.
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4.2.2 Funksjonalitet

-
e

ADD DATA TO
DATASET

] v
| CREATE PROJECT
PROJECT
DATA MENU SR
SET FORM RUN SELECT e | LOAD PROJECT
PARAMETERS MODEL DATA — ™ PROJECT

SET LAYER
VALUES

Figur 4.6: Sidekartet viser navigasjon pa siden fra topp til bunn.

Sidekartet viser en oversikt over hvilke sider og funksjoner som er tilgjengelig i applika-
sjonen. Applikasjonen begynner pa Home, og laster in Workspace som hovedside. Det kan
navigeres til de 3 hovedsidene i toppmenyen. Hovedfunksjonene til applikasjonen befinner
seg i Workspace, hvor det er en egen meny for navigasjon. Der er Explore, Model Parame-
ters og Run. I tillegg til dette finner vi to sidemenyer, én péa hver side. Funksjonene som

er tilgjengelig i workspace er:

e Datamenyen har funksjoner for & velge data, mens prosjektmenyen har mulighet for
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lagring av prosjekt, fjerning av enkeltdata, og temming av hele datasettet.
e Explore siden lar brukere legge til data i datasettet.

e Model Parameters lar brukeren endre parametere for modellen, som ogsé lagrer dem

til prosjektet.

e Run er hvor brukeren kan kjgre modelen med datasettet og valgte parametre. Det er

ogsa en funksjon for lagring av resultatet som PDF.

I tillegg til hovedsiden finnes det en prosjektside hvor de tilgjengelige funksjonene er:

e Oppretting av prosjekt.
e Lasting av prosjekt.

e Sletting av prosjekt.

Til slutt er det en side med kortfattet informasjon om applikasjonen.

4.2.3 Brukergrensesnitt

Det ble bestemt tidlig i prosjektet at applikasjonen utelukkende skulle utvikles for bruk pa
datamaskiner, og den er derfor ikke tilpasset mobiltelefoner eller nettbrett. Brukergrense-
snittet ble utviklet ved bruk av skjermer med opplgsningen 1920px * 1080px, men er testet
pa skjermer opp til 3840px * 2160px uten at det ble oppdaget problemer. Den minimale
bredden pa skjermen for det blir utfordringer & bruke applikasjonen er 1400px.

Brukergrensesnittet er forsgkt holdt s& enkelt som mulig uten & fjerne ngdvendig funk-
sjonalitet. Det er brukt ikoner fra Google Fonts [9] som skal gi en raskt overblikk over
funksjonalitet uten at brukere trenger & lese for mye tekst. Alle ikoner har for brukervenn-

lighet tilhgrende title"attributter med en kort forklaring av funksjonaliteten.
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I fargevalget er det forskjellige blanyanser som gir et avslappet inntrykk. Hovedfargen er
rgb(16, 89, 106). For & indikere funksjonalitet p& ikoner og knapper er det brukt CSS
egenskapen :hover pa elementer med skiftende farge péa tekst og/eller bakgrunn. Dette er

en enkel mate for brukere & oppfatte funksjonalitet.

Forside

Det forste brukeren mgter er forsiden, som automatisk gar til datautforskningsiden. For &
tydeliggjore om brukeren har lastet inn et prosjekt eller ikke vil det veere betinget forma-

tering som tydeliggjor dette.

+Deep Learning Dashboard HOME PROJECTS ABOUT

Available Data Explore Model Parameters Project Menu

No project loaded

MACO001S0 Explore: MAC000150 Load project

MAC000152

Load project to add data
MAC000153
L) Data overview
MAC000165
MAC000168
MAC000169
MAC000173
MAC000179

MAC000181

Apr 2012 Ju2012 oct 2012 Jan 2013 Apr2013 u12013 oct 2013

Figur 4.7: Forside fgr bruker laster in prosjekt

I figur 4.7 vises siden fgr prosjekt er lastet inn. Brukeren vil her ikke kunne legge til data
i datasett, og det vises heller ikke noe prosjektdata. Det er allikevel mulig a utforske data
pa datautforskningssiden. For a tydeliggjgre at det ma lastes inn et prosjekt er det her

gjentatte ganger vist informasjon som tilsier dette.
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+Deep Learning Dashboard HOME PROJECTS ABOUT

Available Data Explore Model Parameters Project Menu

MAC000150 Project: LSTM_project_5_houses
. Explore: MAC000150 Dataset:

MAC000152
+ Add to dataset MAC000150

MAC000153 MAC000153
MAC000159 Data overview MAC000168
MAC000165 MAC000173

MAC000168 MAC000181

MAC000169 B O

MAC000173

MAC000179

MAC000181

Jan 2012 Apr 2012 Jul 2012 Oct 2012 Jan 2013 Apr2013 Jul 2013 Oct 2013 Jan 2014

Figur 4.8: Forside med lastet prosjekt

Etter at et prosjekt har blitt lastet inn kan en bruker benytte seg av all funksjonalitet i
applikasjonen, se sidekartet i figur 4.6. I figur 4.8 vises applikasjonen etter at et prosjekt

er lastet inn. Na tilbys mer informasjon, og det gis né et helhetlig inntrykk.

Prosjekthandtering

Som nevnt tidligere er Dashboardet utviklet med tanken om at en bruker lager og forvalter

forskjellige prosjekter. Prosjekter identifiseres med navn som er synlig for brukeren.
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Projects

Current Project:

LSTM_project_5_houses

Saved Projects:

Untitled project

sdfasdf

Random appp Q

LSTM_project_5_houses ()

Create New Project:

I Untitled project
Create |

Figur 4.9: Oversikt over prosjekter

I prosjekt siden, se figur 4.9, kan en lage og navngi et nytt prosjekt. En kan laste inn lagrede
prosjekter. Det naveerende prosjektet er vist gverst i oversikten. Sletting av et prosjekt vil

ogsa slette all tilhgrende data for modellen i databasen og i filsystemet.

Her er det verdt & merke seg at det benyttes ikoner for det forskjellige funksjonene til

prosjektene.

e Et kryss for lukking av prosjekt
e Sgppelbgtte-ikon som indikerer sletting av prosjekt

e Sirklende piler for & indikere lasting av prosjekt
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Tilgjengelige data

Alle tilgjengelige data er listet opp pa venstre side av applikasjonen som vist i figur 4.8.
Her benyttes CSS egenskapen overflow: scroll; som tilater datamenyen & veere av en

betydelig lengde uten at den skaper problemer for sideoppsettet.

Available Data

MACO000150

MAC000152

MACO000153

MACO000159

MACO000165

MACO000168

MACO000169

MACO000173

MAC000179

MACO000181

Figur 4.10: Liste over tilgjengelig data

Med et nsermere blikk pa datamenyen ser en i figur 4.10 at hvert data-element er i et
vertikalt listeoppsett, med behagelig avstand til andre elementer. Elementene har en annen
fargenyanse rundt bakgrunnen for a tydeliggjore omradet som reagerer pa trykk til hvert
enkelt element. All tilgjengelig data er i tillegg vist til brukeren i sortert rekkefglge, noe

som gjgr det enklere & finne frem til spesifikke elementer.
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Prosjektmeny

Prosjektmenyen er som vist i figur 4.8 plassert pa hgyre side, og har en annen farge enn
resten av innholdet. Dette er gjort for a skape et visuelt skille mellom generell data og det
som er spesifikt for prosjektet. Plasseringen av prosjektmenyen pa hgyre side er inspirert

av andre dashbord-applikasjoner, hvor det virker til a vaere normen.

Project Menu

Project: LSTM_project_5_houses

Dataset:

MACO000150
MACO000153
MACO000168
MACO000173

MACO000181

Figur 4.11: Oversikt over prosjektdata

Prosjektmenyen viser prosjektnavn gverst og benytter seg ogsa av en vertikalt listeoppsett
for & vise prosjektdata. Den betydelige forskjellen, som vist i figur 4.11 er at elementene
her har et tilhgrende kryss, for fjerning av data fra datasettet. Krysset har rgd farge,
som bidrar til synlighet, samt indikerer at det er en advarsel knyttet til det. I tillegg

til mulighet for manipulering av prosjektdata pa hvert enkelt element er det benyttet et
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sgppelbgtteikon som er knyttet til tomming av all prosjektdata. Dette befinner seg pa siden
av et lagringsikon (floppydisk) som gjor det mulig & lagre all prosjektdata til prosjektet.

Plot

Gjennomgaende i applikasjonen er bruk av plot. Plottene lages ved bruk av Plotly [12] som

tilbyr flere forskjellige typer plot, sammen med verktgy for brukerinteraksjon.

@ ii]

|.1MJH

11| M (ec 20, 2

Jan 2012 Apr 2012 Jul 2012 Oct 2012 Jan 2013 Apr 2013 Jul 2013 Oct 2013 Jan 2014

Figur 4.12: Dataplot ved bruk av Plotly

I figur 4.12 vises et utklipp fra datautforskning, hvor en kan se tilgjengelige data som
hoveddel, med en verktgylinje gverst til hgyre.

@ i

Figur 4.13: Verktgylinje plot

De tilgjengelige funksjonene i verktgylinjen er vist i figur 4.13 og er, fra venstre til hgyre:
gyeblikksbilde som png, zoom, flytt, zoom inn, zoom ut, autoskalering, tilbakestilling av
akser, plotly-informasjon. I tillegg til disse knappene kan mye utforskning utfgres ved bruk
av bare musepekeren, hvor det a zoome inn gjores ved & holde inne og dra over gnsket

omrade, og tilbakestilling gjores med et dobbelttrykk.
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= energy measurements
4 predictions

}A\mep.m measu
| LA Y AL UL lu_,"{

115.3k 115.4k 115.5k 115.6k

Figur 4.14: Utforskning av plot

Figur 4.14 viser et utklipp av hvordan mye arbeid med de tilgjengelige plottene foregar.
Her er det zoomet inn for & vise omtrent én uke med malinger, ssammen med prediksjonene
for denne uken. Det kan raskt utforskes omrader av interesse, uten at det krever bruk av

input-felt, eller sgk.

Datautforskning

Mesteparten av tid brukt i applikasjonen kan tenkes & veere datautforskningen, derfor tilbys
det informasjon i prioritert rekkefglge for at brukeren for skal kunne gjgre en vurdering fgr

det bestemmes om det er verdt & utforskes nsermere.
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Explore Model Parameters Run

Explore: MAC000150

Data overview

Jan 2012 Apr 2012 Jul 2012 Oct 2012 Jan 2013 Apr 2013 Jul 2013 Oct 2013 Jan 2014

Figur 4.15: Datautforskning med plot

Den umiddelbare informasjonen om valgt data er i form av et plot med alle stremmalingene
til husstanden som vist i figur 4.15. Dette er plottet med KwH péa Y-aksen og tidssteg pa
X-aksen.
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Box Plot

Column  Count Mean Std. Min. Max.
Energy |397190.20339927992396648 | 0.23203260226243758 | 0.04 2631

- v 2011-11-23 | 2014-02-28
Date 39719 | 2012-6-9 3:00:00 2012-6-9 3:00:00 10:00:00 00:00:00

Dataset head:

id LCLID tstp Energy
356834 MAC000150 2011-11-23 10:00:00 0.301
356835 MAC000150 2011-11-23 10:30:00 0127
356836 MAC000150 2011-11-23 11:00:00 0201
356837 MAC000150 2011-11-23 11:30:00 0.564
356838 MAC000150 2011-11-23 12:00:00 0.159
356839 MAC000150 2011-11-23 12:30:00 0.059
356840 MAC000150 2011-11-23 13:00:00 0.096
356841 MAC000150 2011-11-23 13:30:00 0.075
356842 MAC000150 2011-11-23 14:00:00 0.064
356843 MAC000150 2011-11-23 14:30:00 0318

Figur 4.16: Datautforskning med tabeller

I tillegg til & plotte tidslinje diagrammet en ser i figur 4.15, inneholder explore ogsa et

boxplot, radataen, og et sammendrag. Sammendraget forteller om antall malinger, gjen-

nomsnitt, standardavvik, minimumsverdi, og maksimumsverdi, se figur 4.16. Ved a trykke:
Add MACO000168 to dataset, blir dataen lagt inn i prosjektmenyen til hgyre i figur 4.11.

Fra denne prosjektmenyen kan en fjerne dataen hvis en er misforngyd eller lagre den til

senere.
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Model parametre

Explore Model Parameters

Current Parameters Form Parameters

Model Training [%] Test[%] Epochs Lag Layer Prediction time [hh]

Select Model:

Istm |90 10 10 24 |1 0 LSTM

Training / Test splitt

- —

Training: 70 % Test: 30 %

Prediction time:

Layer select

Update Layer

Update model

Figur 4.17: Endring av modelparametere

Nar en har studert og lagt inn all prosjektdataen en har tenkt & bruke, er det tid for &
konfigurere hvilken modell en har tenkt & bruke. De modellene som til na er implementert
i nettsiden er DT, LSTM og MLP. I figur 4.17 er LSTM valgt. For LSTM og MLP kan en

i tillegg til de andre konfigurasjonene vist i figuren velge antall lag og enheter.

Kjor

Siden for & kjgre prosjektet er tilgjengelig med lastet prosjekt.
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Explore Model Parameters Run

Run project: LSTM_project_5_houses

& Export PDF

Settings:

Training [%] Epochs Prediction time [hh]

Selected data:

MAC000150
MAC000153
MAC000168

MAC000173
MAC000181

MSE RMSE MAE MAPE Daily Peak MAPE
0.0624 0.2498 0.1108 82.49 67.32

Figur 4.18: Kjgring av prosjekter

P& denne siden vil det basert pa lagrede hendelser i prosjektet kunne presenteres resultat
fra tidligere modeller. Det vil uansett veere mulig & kjore modellen pa nytt, eller kjgre den
for fgrste gang. Her vises nok en gang valgte data, samt parametere for modellen, slik at en
slipper a bla tilbake til andre sider for & finne denne informasjonen. Som vist i figur 4.18 vil
et prosjekt som er ferdig & kjore presentere mulighet for kjoring pa nytt, eller eksportering
av resultat. Her er det valgt en grgnn farge pa eksport-knappen, som kan assosieres med
lagring. I tillegg til bruk av passende farge er det igjen brukt visuelle hjelpemiddel, her i

form av et klassisk nedlastningsikon.

Export av resultat

For eksportering av resultat ble det benyttet React ToPrint [10], som muliggjer eksportering
av definerte elementer /omrader fra HTML koden. React ToPrint baserer seg pa nettleserens
innebygde print egenskaper, som inneholder mulighet for lagring som PDF. Seksjonen som
eksporteres er for brukeren ikke synlig da den har CSS egenskapen display: none; pa

beholder, som ved hjelp av CSS-regelen for printing, funnet under gmedia print. Her endres
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display til & veere block, slik at den synliggjeres for print.

Project: LSTM project

Introduction

This project utlizes an LSTM model to make predictions about energy consumption.

A Long Short-Term Memary model is designed to overcome the long-term dependency
problem of recurrent neural networks. LSTM may retain useful data in a sequence instead
of treating each vector independently.

The dataset is based on data from smartmeters in London. The datacolletion was done
by ACORN, and the total dataset consists of 167 817 021 data entries. In this project we
utilize the halfhourly dataset. Which has less attributes, but a far greater amount of data.

Waordlist:

MSE - Mean Square Error

RMSE - Root Mean Square Error

MAE - Mean Absolute Error

MAPE - Mean Absolute Percentage Error

Project parameters

Model Training [%] Test[%] Epochs Lag Layer Prediction time [hh]

Istm 87 13 10 24 |1 1]

Project dataset

MACDODT73

Results

RMSE MAE MAPE Daily Peak MAPE

0.0083 0.0913 0.0521 4262 66.43

Figur 4.19: Utklipp fra eksportert PDF

I figur 4.19 vises et utklipp av hvordan eksporterte resultater vises frem. I tillegg til infor-
masjonen vist i figuren legges det ved plot, som er like i utforming til de som presenteres
pa resultatsiden. Ettersom rapporten mé kunne fungere selvstendig er det skrevet korte
introduksjoner for de forskjellige modellene, som basert pa hvilken modell som er kjgrt
legges til pa toppen. Det gis ogsa informasjon om datasettet, samt en ordliste som forkla-
rer forkortelser brukt i rapporten. Navnet pa den eksporterte rapporten blir ved hjelp av

variabelbruk i React satt til & veere likt prosjektnavnet.
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Kapittel 5

Resultater og diskusjon

5.1 En enkel modell

—— energy(kWhihi)
forecast

06
L4
04
03
02 | ‘ ‘

" il 6 M T G

00

20131101 20131115 20131201 20131215 20140101 2014-0115 20140201 2014-0215 3014-03-01

Figur 5.1: prognosen, plottet mot test data for den enkle modellen

Selv om dette er en veldig enkel modell, er ogsé modellen sveert godt tilpasset treningsda-
taen, ettersom strgmforbruket sjelden endrer seg sveert mye for hver halvtime, dette kan
en se tydelig i figur 5.1. Denne modellen er kun god for en spadom utenfor innsamlet data,

men for den ene spddommen er modellen vanskelig & slé.
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5.1 En enkel modell

Hus MSE RMSE MAE MAPE (%) merknader

MACO000150  0.0060 0.0778 0.0394 43.18

MACO000152 0.0833 0.0833 0.0402 29.26

MACO000153 0.0078 0.0888 0.0491 40.27

MACO000165  0.0077 0.0879 0.0461 22.55

MACO000169  0.0044 0.0667 0.0314 37.60

MAC000168  0.0060 0.0779 0.0241 60.59 Perioder med
veldig lite
strambruk

MACO000159  0.0029 0.0540 0.0254 28.56

MACO000173  0.0090 0.0950 0.0548 47.70

MACO000179  0.0033 0.0576 0.0297 45.08

MACO000181 0.0020 0.0453 0.0181 26.07

Tabell 5.1: resultater fra baseline modell (halvtime)

Modellen blir noe darligere hvis vi spar for hver time, tabell 5.2. Hus MAC000168 har storst
gkning i MAPE med 29%, malingene for dette huset er spesielt vanskelig & forutse med
mange og uregelmessige perioder med lavt strgmbruk imellom perioder med tilsynelatende

normal oppforsel.

Hus MSE RMSE MAE MAPE (%) merknader

MACO000150  0.0066 0.0816 0.0458 43.23

MACO000152  0.0092 0.0960 0.0494 66.18

MACO000153 0.0154 0.1242 0.0712 47.67

MACO000165 0.0105 0.1025 0.0611 29.01

MACO000169  0.0052 0.0721 0.0360 38.20

MAC000168  0.0070 0.0840 0.0314 89.55 Perioder med
veldig lite
strambruk

MACO000159 0.0053 0.0730 0.0396 31.34

MACO000173  0.0145 0.1208 0.0775 52.48

MACO000179  0.0052 0.0726 0.0385 43.01

MACO000181  0.0040 0.0638 0.0296 32.66

Tabell 5.2: resultater fra baseline modell (time)

63



5.2 Lineaer regresjon

10

—— energy(kWhihn)

08

[

04

02

20131101 20131115 20131201 20131215  2014-01-01 2014-01.15  2014.02-01 2014-02-15 2014-03.01

00

Figur 5.2: Testdata for MAC000168

Siden tapsfunksjone for dette huset er litt mer folsomt, er det interessant & fglge med pa

det nér en evaluerer framtidige modeller.

5.2 Linear regresjon

10

= energy(kWh/hh)

forecast
08
06
04

" Wkl i

i

1‘ IR “ . ‘

] I iyl
o0

0131101 20131115 2013-12-01 20131215 20140101 20140115  2014-02-01 20140215 2014-03-01

Figur 5.3: Linje for lineser regresjon

64



5.2 Lineaer regresjon

Hus

MACO000150
MACO000152
MACO000153
MACO000165
MACO000169
MACO000168
MACO000159
MACO000173
MACO000179
MACO000181

MSE

0.0088
0.0107
0.0176
0.0202
0.0099
0.0080
0.0020
0.0131
0.0053
0.0030

RMSE
0.0939
0.1035
0.1328
0.1422
0.0996
0.0896
0.0556
0.1145
0.0730
0.0551

MAE

0.0504
0.0581
0.0850
0.1102
0.0654
0.0430
0.0403
0.0762
0.0388
0.0324

MAPE (%)
64.34
137.45
71.47
96.98
89.30
171.44
66.19
69.95
56.65
84.04

Tabell 5.3: resultater fra lineser regresjons modell (time)

En annen enkel modell er a tilpasse en linje pa datasettet ved bruk av lineser regresjon
med x aksen. Som en ser fra figur 5.3, blir denne linjen trukket ned siden det vanligvis
ikke er mye strgmforbruk. Denne modellen er farlig & bruke ettersom den alltid kommer
til & gi en lavere verdi av strgmforbruket enn det en i virkeligheten vil oppleve. Dette er
et gjennomgéende problem for alle modellene ettersom det er hgydene i grafen som er

vanskelig & spa. Med lineser regresjon vet en iallefall hva som er en darlig modell, og hva

det gjelder a sla.

65



5.3 Beslutningstre modell

5.3 Beslutningstre modell

10

—— energy(kWh/hh)
—— forecast
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Figur 5.4: Plot av spadommer pa testdata
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Figur 5.5: Prognose for en uke fram i tid

Spadommene er mer varierende enn for de andre modellene, og ved & bruke de forrige

spadommene til a spa lengre ut i framtiden flater ikke beslutningstre modellen ut som de
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andre modellene, se figur 5.5. Og vil fortsatt gi noe som ved gyemal ser ut som et organisk

resultat.

Hus MSE RMSE MAE MAPE (%)
MACO000150 0.0110 0.1048 0.0557 73.52
MACO000152 0.0112 0.1060 0.0576 112.80
MACO000153 0.0083 0.0915 0.0583 53.16
MACO000165 0.0131 0.1146 0.0641 33.06
MACO000169 0.0101 0.1008 0.0525 71.69
MACO000168 0.0098 0.0991 0.0364 102.80
MACO000159 0.0039 0.0623 0.0328 40.83
MACO000173 0.0127 0.1131 0.0628 60.32
MACO000179 0.0066 0.0812 0.0399 60.72
MACO000181 0.0033 0.0578 0.0253 41.84

Tabell 5.4: resultater fra DT modell (halvtime)

Modellen blir mindre presis for trening og prognose for data hver time.

Hus MSE RMSE MAE MAPE (%)
MAC000150 0.0133 0.1155 0.0662 73.76
MAC000152 0.0149 0.1224 0.0697 110.45
MACO000153 0.0119 0.1093 0.0731 55.26
MACO000165 0.0130 0.1149 0.0703 3461
MACO000169 0.0128 0.1132 0.0658 120.05
MACO000168 0.0101 0.1008 0.0388 123.39
MACO000159 0.0084 0.0918 0.0552 51.99
MACO000173 0.0159 0.1264 0.0773 51.92
MACO000179 0.0099 0.0996 0.0548 70.77
MAC000181 0.0066 0.0813 0.0379 47.76

Tabell 5.5: resultater fra DT modell (time)
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5.4 Perceptron (linezer modell)

5.4 Perceptron (lineser modell)
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Figur 5.6: Plot av spadommer pa testdata

Modellen klarer ikke & f& med seg malingstoppene.
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Figur 5.7: Plot av spadommer pa testdata en uke i framtiden
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5.5 SLP

Malingene vil etterhvert flates ut.

Hus MSE RMSE MAE MAPE (%)
MACO000150  0.0046 0.0679 0.0366 45.99
MACO000152  0.0056 0.0753 0.0392 72.40
MACO000153  0.0055 0.0745 0.0496 44.12
MACO000165  0.0065 0.0777 0.0441 2412
MACO000169  0.0039 0.0624 0.0339 48.05
MACO000168  0.0047 0.0691 0.0284 98.89
MACD00159  0.0022 0.0472 0.0251 31.15
MACD00173  0.0062 0.0792 0.0467 45.44
MACO000179  0.0027 0.0521 0.0286 50.09
MACO000181  0.0017 0.0416 0.0190 34.21

Tabell 5.6: resultater fra lineser modell (halvtime)

Denne modellen presterer bedre enn den enkle linesere regresjonen, og bedre enn den enkle
modellen i mse/rmse, ettersom den er trent for & minimere denne. Selv om den ogsé slar

beslutningstre modellen s& vil spadommene fort flates ut.

5.5 SLP
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Figur 5.8: Plot av spaddommer pa testdata
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5.5 SLP
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Figur 5.9: Plot av spadommer pé testdata en uke i framtiden

Hus MSE RMSE MAE MAPE (%)
MACO000150  0.0045 0.0673 0.0381 50.19
MAC000152  0.0057 0.0755 0.0411 84.69
MACO000153  0.0044 0.0665 0.0444 41.16
MACO000165  0.0056 0.0753 0.0553 26.64
MACO000169  0.0038 0.0616 0.0315 43.15
MACO000168  0.0048 0.0693 0.0296 103.88
MACO000159  0.0020 0.0457 0.0236 28.48
MACO000173  0.0059 0.0773 0.0456 46.15
MACO000179  0.0026 0.0515 0.0278 46.97
MACO000181  0.0018 0.0426 0.0206 34.79

Tabell 5.7: resultater fra SLP (halvtime)

SLP gir tilsvarende resultater pa testdata som for perceptronet, faktisk er perceptonet litt

bedre ettersom det greide under 100% MAPE pa MAC00168.
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5.6 LSTM

5.6 LSTM

Resultatene i tabell 5.8, er funnet ved 20 epoker og 50 nerveceller.
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Figur 5.10: Plot av spaAdommer pa testdata
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Figur 5.11: Plot av spadommer pa testdata
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5.7 Sammenligning

Hus

MACO000150
MACO000152
MACO000153
MACO000165
MACO000169
MACO000168

MAC000159
MAC000173
MAC000179
MAC000181

5.7 Sammenligning

I tabell 5.9 har en regnet ut for hver modell forskjellen i resultatet i RMSE og MAPE med
lineger regresjon. Hvor stgrre negativ verdi, vist med bla bakgrunnsfarge, hvor mye bedre
er modellen enn med enkel lineser regresjon. En positiv verdi (gult), betyr at regresjonsmo-
dellen var bedre. Dette gjelder kun beslutningstre pa enkelte hus derimot. Selv om dette er

tilfellet anser vi beslutningstreet som mer relevant siden den har en evne til & spa topper

1 strgmforbruk.

MSE

0.0047
0.0055
0.0071
0.0058
0.0038
0.0047

0.0021
0.0061
0.0020
0.0017

Tabell 5.8: resultater fra LSTM (halvtime)

RMSE
0.0687
0.0746
0.0848
0.0763
0.0620
0.0687

0.0466
0.0787
0.0519
0.0519

MAE

0.0368
0.0401
0.0518
0.0429
0.0300
0.0251

0.0226
0.0458
0.0287
0.0175
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MAPE (%)
46.75
82.45
41.73
22.74
37.29
74.90

24.50
44.34
52.56
25.34
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5.7 Sammenligning

Modell hus RMSE forskjell MAPE forskjell

Enkel modell MACOD0150 -21.16
Enkel modell MACO0D152 -78.19
Enkel modell MACDDD 153 -31.20
Enkel modell MACO0D165 7443
Enkel modell MACODD 169 -51.70
Enkel modell MACODD168 -110.85
Enkel modell MACODD159 -37.63
Enkel modell MACODD173 2225
Enkel modell MACDDD179 -11.57
Enkel modell MACOD0181 -57.97
Perceptron MACODD150 -18.35
Perceptron MACODD 152 -65.05
Perceptron MACODD153 -2735
Perceptron MACODD 165 -72.86
Perceptron MACODD 169 -41.25
Perceptron MACODD 168 -72.55
Perceptron MACO0D159 35.04
Perceptron MACDDD173 -24.51
Perceptron MACO0D179 -6.56
Perceptron MACODD181 -49.83
DT MACODD 150 9.18
DT MACODD152 -24.65
DT MACO0D153 -16.31
DT MACDDD 165 -63.02
DT MACOD0169 -17.61
DT MACODD 168 -68.64
DT MACODD 159 -25.36
DT MACOD0173 -9.63
DT MACODD179 4.07
DT MACODD 181 42,00
SLP MACODD150 -14.15
sLP MACOD0152 -52.76
SLP MACODD153 -30.31
SLP MACODD 165 7034
SLP MACODD 169 -46.15
sLP MACODD168 67.56
SLP MACOD0159 -37.71
SLP MACO0D173 -23.80
SLP MACDDD179 -0.68
SLP MACO0D181 -49.25
LSTM MACODD150 -17.59
LSTM MACODD152 -55.00
LSTM MACODD153 -29.74
LSTM MACODD 165 -74.24
LSTM MACDDD 169 52.01
LSTM MACOD0168 -96.54
LSTM MACODD159 -41.69
LSTM MACODD173 -25.61
LSTM MACODD179 -4.09
LSTM MACODD 181 -58.70

Tabell 5.9: Forskjell fra regresjonsmodell
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5.8 Bruk av vaerdata

En videre sammenligning mellom akkurat SLP og LSTM virker ngdvendig. I RMSE er
SLP stort sett best, mens LSTM gir noe bedre MAPE. LSTM oppfgrer seg bedre pa
MACO000168.

LSTM MACOD0150 0.0014 -3.44
LSTM MACO00152 -0.0009 -2.24
LSTM MACODD153 0.0183 0.57
LSTM MACODD165 0.0010 -3.90
LSTM MACO0D 169 0.0004 -5.86
LSTM MACO0D 168 -0.0006 -28.98
LSTM MACODD159 0.0009 -3.98
LSTM MACO0D173 0.0014 -1.81
LSTM MACOD0179 0.0004 5.59
LSTM MACOD0181 0.0093 -9.45

Tabell 5.10: Forskjell fra SLP modell

5.8 Bruk av vaerdata

For husene som ved bruk av pearsons R har vist litt korrelasjon med temperaturen har
en ogsa sett pa modeller med bruk av temperatur data i inngangsvektoren. Likedan som
med energimalingene er 24 timer med temperaturmalinger tatt med. Vi har kun veerdata
i time format, dermed spar modellene for hver time i férste omgang. For & unnga negative
verdier ble tok en kvadratet av temperaturmalingen, og sa normaliserte de mellom 0 og 1.
Huset MAC000153 har dobbel s& stor korrelasjon som de andre, og en forventer & se at

temperaturen pavirker dette huset.

MACO000153 med beslutningstre modellen er 1.4% (55.26-53.87) bedre i MAPE, men ellers
tilsvarende for modellen uten temperatur data. For MAC000168 har modellen forverret
seg, men MAC000169 har blitt betydelig forbedret med 34.5%, n& er det verdt & nevne
at DT er meget darlig p4 MAC000169 sammenlignet med andre modeller. MAC000173
har forbedret seg med 0.40% som ikke er spesielt betydelig, noe som er forventet ettersom

denne har lavest korrelasjon.
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5.8 Bruk av vaerdata

Hus

MACO000153
MACO000168
MACO000169
MACO000173

korrelasjon
-0.42
-0.19
-0.18
-0.12

mse

0.0119
0.0105
0.0990
0.1267

Imse

0.1093
0.1026
0.0584
0.0779

mae

0.0720
0.0401
0.0584
0.0779

Tabell 5.11: resultater fra DT

mape
53.87
127.98
85.52
51.52

MACO000153 har forverret seg med 1.18%, MAC000168 med 11.26%, og MAC000169 med
9.86%. MAC000173 har forbedret seg med 5.49%.

Hus

MACO000153
MACO000168
MACO000169
MACO000173

korrelasjon
-0.42
-0.19
-0.18
-0.12

Tabell 5.12: resultater fra Perceptron

mse

0.0084
0.0052
0.0050
0.0101

rmse

0.0920
0.0723
0.0710
0.1005

mae

0.0655
0.0364
0.0447
0.0647

mape
48.83
149.30
58.89
42.69

MACO000153 har forverret seg med 9.00%, MAC000168 med 9.52%, og MAC000169 med
3.30%. MACO000173 har forbedret seg med 0.48%.

Hus

MACD00153
MACO000168
MACO000169
MACD00173

korrelasjon
-0.42
-0.19
-0.18
-0.12

Tabell 5.13: resultater fra SLP med 30 enheter

mse

0.0064
0.0049
0.0044
0.0091

rmse

0.0802
0.0704
0.0667
0.0957

mae

0.0571
0.0325
0.0408
0.0605

mape
46.16
113.63
54.84
39.60

MACO000153 har forverret seg med 24.94%, MAC000168 med 115.99%, MAC000169 med
44.14%, og MAC000173 med 1.69%. LSTM modellen har stgrst avvik.

Hus

MACO000153
MACO000168
MACO000169
MACO000173

korrelasjon
-0.42
-0.19
-0.18
-0.12

mse

0.0206
0.0065
0.0066
0.0158

rmse

0.1438
0.0808
0.0816
0.1260

mae

0.0948
0.0436
0.0555
0.0815

mape
66.67
190.89
81.43
46.03

Tabell 5.14: resultater fra LSTM et lag med 50 enheter
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5.9 Evnen til & spa daglige topper

Utifra denne testingen, er det ungdvendig a ta i bruk data om temperatur slik vi har gjort.
MACO000173 er derimot huset som er minst pavirket av temperatur dataen som gir mening
ettersom det har minst korrelasjon, de andre husene blir dessverre negativt pavirket. Det

er mulig det finnes andre méter & formatere dataen og/eller modellene pa som gjor det

mer betydningsfullt.

5.9 Evnen til & spa daglige topper
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Figur 5.12: Plot av topper, spadommer i oransj
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5.9 Evnen til & spa daglige topper
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Figur 5.13: Plot av forskjellen mellom toppene og prognosen

Fra figur 5.13, kan en se at en hgyere topp vil tilsvare et stgrre avvik mellom prediksjon

og maling. vil det i tilsvarende grad veere stgrre forskjell mellom spadom og maling.

For energitoppene hver dag, regnet en ut MAPE pa disse og sammenlignet med MAPE
funnet pa hele testdataen. En negativ differanse betyr at modellen er bedre pa toppene enn
for dataen totalt sett. Prognosen pa toppene ligger dessverre fortsatt lavere enn strgmma-
lingene. Som antatt er det regresjonen som er darligst til a fa med seg de daglige toppene,
mens DT konkurrer omtrent like godt LSTM og SLP, med det desidert beste resultatet
pa MACO000153. LSTM fikk et ukarakteristisk darlig resultat pa akkurat dette huset, men

presterer omtrent jevngod med SLP.
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5.9 Evnen til 4 spa daglige topper

Modell

Enkel modell
Enkel modell
Enkel modell
Enkel modell
Enkel modell
Enkel modell
Enkel modell
Enkel modell
Enkel modell
Enkel modell

Regresjon
Regresjon
Regresjon
Regresjon
Regresjon
Regresjon
Regresjon
Regresjon
Regresjon
Regresjon

SLP
SLP
SLP
SLP
SLP
SLP
SLP
SLP
SLP
SLP

LSTM
LSTM
LSTM
LSTM
LSTM
LSTM
LSTM
LSTM
LSTM
LSTM

hus

MACO000150
MACOD00152
MACO000153
MACO000165
MACO000169
MACO000168
MAC000159
MACO000173
MACO000179
MACO000181

MAC000150
MAC000152
MAC000153
MAC000165
MAC000169
MAC000168
MAC000159
MAC000173
MAC000179
MAC000181

MAC000150
MAC000152
MAC000153
MACO000165
MAC000169
MAC000168
MAC000159
MAC000173
MAC000179
MAC000181

MAC000150
MAC000152
MAC000153
MAC000165
MAC000169
MAC000168
MAC000159
MAC000173
MAC000179
MAC000181

MAC000150
MAC000152
MAC000153
MACO000165
MAC000169
MAC000168
MAC000159
MAC000173
MAC000179
MAC000181

Topper MAPE MAPE
55.81 43.19
55.31 59.27
36.19 40.27
38.08 22.55
41.38 37.60
43.32 60.59
57.32 28.57
52.67 47.70
51.67 45.09
49.36 26.07
80.61 654.34
B84.02 137.45
75.51 71.47
67.63 96.98
76.67 89.30
122,52 171.44
64.49 66,20
79.51 69.95
76.20 56.65
66.31 B84.04
59.24 73.70
59.90 113.46
19.33 53.15
41.99 33.57
52.44 73.23
51.23 100.92
58.18 39.99
57.52 59.93
60.40 62.45
63,77 41.71
59.49 47.47
61.76 73.69
23.84 41.37
38.73 24.98
45.03 42.64
51.99 98.93
64.17 28.13
55.96 45.94
57.09 42.37
56.54 32.88
60.24 51.56
59.28 74.37
46.35 42.77
39.40 23.58
48.33 36.56
55.03 63.75
48.33 36.56
60.15 44.83
57.46 50.96
53.10 30.31

differanse
1262
-3.96

15.53
3.78
-17.27
28.75
4.97

23.29

16.27
-5343

-29.35
-12.63
-48.92
-1.71
9.56
19.55
-17.73

-14.46
-53.56
-33.82
8.42
-20.79
-49.69
18.19
-2.41
-2.05
22.06

12.02
-11.93
-17.53
13.75
2.39
-46.96
36.04
10.02
14.72
23.66

8.68
-15.09
3.58
15.82
11.77
-8.72
11.77
15.32
6.50
22.79

Tabell 5.15: Resultater for daglige topper for hver modell
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Kapittel 6

Sammendrag og Konklusjon

6.1 Sammendrag

Prosjektet bruker modeller for prediksjoner av strgmforbruket til hushold i London. Det
finnes mange algoritmer som en kan bruke i maskinleerings modeller, de vi har valgt a se
naermere pa er LSTM, Perceptron, SLP, MLP, beslutningstre og lineser regresjon. Bruk
av forskjellige modeller gjor det enklere & sammenligne prediksjoner, og finne ut hvilke
som er mest ngyaktig. Malingene av strgmforbruk i oppgaven kommer fra smartmetere
i london (5566 husstander), mellom 2011 og 2014. Malingene er gjort hver halvtime og
males i kilowattimer. Husene er delt inn i forskjellige demografiske kategorier og grupper,
og i dette prosjektet har vi valgt hus i gruppen Career Climbers, som utgjorde den stgrste

andelen av husstandene.

Maskinleering delen av prosjektet er skrevet i python og benytter seg av Tensorflow og
Scikit-learn bibliotekene. Python er et populeert og moderne programmeringssprak som
er brukervennlig. Python er spesielt mye brukt i maskinleering prosjekter, da de ofte er

iterative.
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6.2 Konklusjon

En webapplikasjon er en applikasjon som kjgres i nettlesere hos brukere, og leveres av
servere hvor koden er lastet opp. Python ble ogsa benyttet for a skrive backenden til web
applikasjonen, det ga kort vei fra modellene til bruk i applikasjonen. Mer spesifikt ble
det skrevet med Flask, som er et mikro-rammeverk for webapplikasjoner i python. Server
kommuniserer med klient via API, som er en méte & sende informasjon mellom backend
og frontend. Frontend ble skrevet i React.js med html og css. React er et verktgy brukt
for & lage brukergrensesnitt og er ikke et rammeverk, men er et JavaScript-bibliotek. For

lagring av informasjon ble det skrevet en database basert pa SQLite.

6.2 Konklusjon

Av maskinleringsmodellene er ikke beslutningstreet spesielt treffsikkert, men presterer li-
kevel bra pa de daglige toppene. Det er lite & skille mellom resultatene for SLP og LSTM,
og hvilke en bruker kan avhenge av husstanden, likevel vurderer vi LSTM litt hgyere etter-
som denne presterte bedre pa det mer uregelmessige huset MAC000168. Med tanke pa
trening derimot tar LSTM mye lenger tid enn SLP, sa for effektivitetens skyld skarer SLP
hgyere. Ettersom kortsiktig punktprediksjon er en enkel situasjon for maskinleering, er det
ikke store marginer a finne i resultatene. Vi fant ikke noen gkt presisjon med & bygge mer
avanserte flerlagsmodeller bade for MLP og LSTM. Bruk av temperatur ga heller ikke bed-
re spadommer, men det er rom for & jobbe med preprosessering av data slik at det likevel

kan gi utslag.

Webapplikasjonen gir et overblikk over tilgjengelige data og gjor endring av parametere
enklere. Kun det mest ngdvendige er tatt med her, slik at det skal kunne ga kort tid mellom
interesse til resultat. Dette apner opp for at brukeren ikke skal trenge en dypere forstaelse
for hvordan modellene virker for & kunne kjgre dem. Valg av data med visuelle input gjgr
det ogsa enkelt for brukere a forsta forskjellene i datasett og velge hva som er mest aktuelt

& benytte seg av.
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6.3 Utfordringer

6.3 Utfordringer

Prosjektet ble laget uten bruk av strukturerte tester som fgrte til en god del debugging for
& finne ut av hva som feilet. Ettersom dette var vart forste mgte med tensorflow og machine
learning ble store deler av tiden brukt for & forsgke & forsta de tilgjengelige verktgyene.
Med bedre grunnlag ville en god del av kode-utfordringene vi mgtte pa kunnet blitt 1gst

raskere, da vi kunne hatt flere referanser a stgtte oss pa.

En stor utfordring var & forsgke a forbedre normalisering under preprosessering. Dette ble
forsgkt for & gjgre modellene bedre. Dette blir seerlig relevant med tanke pa a trekke inn

data med en viss korrelasjon som temperaturen.

Som del av studielgpet pa bachelor i datateknologi har vi hatt faget DAT310, Webpro-
grammering, hvor det ble skrevet applikasjoner med Vue.js, som er lignende pa React.js.
Det er derimot mye av den forenklede strukturen i Vue-prosjekt som vi lette etter i React
som ikke finnes der. Det var mye kode i frontend vi fgrst skrev pa tungvinte og ineffektive

méter for vi etterhvert leerte hvordan det er mest hensiktsmessig a lgse i React.

6.4 Videreutvikling

Tester ville ha gjort det mye enklere & debugge og teste koden og ville ha spart oss en
god del tid. Testene vil ogsd hjelpe med tanke pa videre utvikling av modellene eller
dashboardet ved at det blir enklere & se hva som feiler. Testene kan skrives ved hjelp av

unittest biblioteket til python.

Modifisering av datasettet i dashboardet er noe vi tenkte & fa implementert, men ville ha
tatt alt for lang tid. For at dette skal kunne fungere kreves det funksjoner for oversetting
av data i lister opp mot hverandre. En mulighet her kunne veert & bruke OrderedDict
fra python biblioteket collections. Da kunne en hatt en mer handterlig mate & bearbeide

malingene til hvert hus.
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6.4 Videreutvikling

Det er mulighet for flere funksjoner og mer visualisering i dashboardet sann at brukere
med ingen bakgrunns erfaring vil kunne leke seg rundt og forstd dataen bedre. Dette
krever bedre planlegging, slik at mengden funksjoner ikke gjgr opplevelsen mer forvirrende
for brukeren. Vi gjorde en avveining sett opp mot tilgjengelig tid, og bestemte oss for at
det ikke ville la seg gjgre pa en gjennomfgrt mate. Det er skrevet langt flere funksjoner i
backend enn hva som er tilgjengelig per n& pa klient siden. En implementasjon for bruk
av disse er dermed mulig & gjennomfgre i fremtiden. Det er blant annet funksjonalitet for
& bytte navn pa prosjekttene i backend. Databasen er satt opp for & kunne bli endret og
oppdatert, det som mangler er a skrive koden for a tilgjengeliggjore disse funksjonene for

brukerne i frontend.

Vi har brukt en SQlite database som ikke er velegnet for produksjon ettersom den ikke
tillater flerbruk skriving. SQlite fungerer ogsa dérlig med store datasett siden databasen er
begrenset, til 281 terrabytes, SQLite lagrer hele databasen i en disk fil og mange filsystemer
har en mindre maksimal grense for filer enn dette. Andre backend databaser som kan bli

brukt istedet kan veere postgres.

Slik applikasjonen er skrevet na er den skrevet med Engelsk som sprak, dette ble gjort for at
den skal kunne forstas av et stgrre publikum. En mulig videreutvikling ville veert & oversette
siden til Norsk, eller integrert en oversetter slik at en ikke trenger gode engelskkunnskaper

for & kunne bruke applikajsonen.
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